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Résumé

L’annotation de l’état de sommeil d’un sujet à partir de signaux électroencéphalogra-
phiques (EEG) est un processus coûteux. Par conséquent, de nombreuses approches
d’automatisation ont été proposées, notamment en apprentissage profond. Néan-
moins, celles-ci n’ont pas encore atteint un niveau de performance suffisant pour
voir une utilisation clinique, notamment au vu des différences entre enregistrements
EEG, et des difficultés à classifier des enregistrements issus d’un environnement dif-
férent.

Dans cette thèse, nous nous attaquons à ce problème sous un nouvel angle, en
représentant chaque subdivision temporelle (ou « époque ») des signaux EEG par
une série de matrices de covariance. Ces matrices, pourtant utilisées en analyse EEG
pour les interfaces cerveau-machine (ICM), sont absentes en annotation du sommeil.
Elles sont généralement symétriques définies positives (SDP), avec l’ensemble des
matrices SDP formant un variété riemannienne non-euclidienne. De fait, analyser cet
ensemble à l’aide d’opérations euclidiennes introduit des artefacts de calcul ; d’où la
nécessité d’employer des opérations riemanniennes respectant la courbure de cet
espace.

Pour ce faire, nous construisons un modèle profond de type Transformer, mo-
difié pour permettre l’analyse de séquences de matrices SDP tout en respectant la
structure de la variété. Nous démontrons que cette approche est non seulement per-
formante, mais résulte également en un modèle résilient au changement de base de
données.
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Chapitre 1

Introduction

Notre cerveau est le centre de décisions de notre corps, et consomme une grande
proportion de l’énergie consommée par ce dernier [168]. A ce titre, l’étude du cer-
veau humain est un champ de recherche majeur, notamment pour raisons médicales.
En effet, de nombreux troubles cérébraux peuvent avoir un impact majeur sur notre
santé, et les avancées en analyse cérébrale ont permis le développement de nom-
breuses thérapies.

Dans le cadre de cette étude, de nombreuses techniques d’imagerie cérébrale
ont été développées [117]. On pourra notamment distinguer l’imagerie structurelle,
faisant état de l’anatomie du cerveau ; et l’imagerie fonctionnelle, qui mesure l’acti-
vation simultanée de régions du cerveau. L’imagerie structurelle peut notamment se
faire par imagerie par résonance magnétique (IRM) ou tomodensitométrie (TDM).
En médecine, elle est principalement utilisée pour détecter des irrégularités structu-
relles du cerveau, telles que des tumeurs [38]. Ce type d’imagerie sort néanmoins
du cadre de cette thèse. Quant à l’imagerie fonctionnelle, elle peut être acquise par
tomographie par émission de positrons (TEP), au travers de l’acquisition de signaux
électroencéphalographiques (EEG), ou par IRM en configuration fonctionnelle
(IRMf), entre autres. Nous étudierons ces deux dernières techniques plus en détail
en Sections 2.2 et 2.3.2, respectivement.

L’analyse fonctionnelle est particulièrement pertinente en médecine du sommeil,
un pan important des neurosciences. En effet, le sommeil est un processus physiolo-
gique majeur, comptant pour environ un tiers de notre temps, et affectant tout notre
corps. Néanmoins, l’indicateur le plus nuancé de l’état de sommeil reste l’activité cé-
rébrale (Section 2.1). La qualité de notre sommeil a un impact majeur de notre qualité
de vie ; c’est pourquoi le diagnostic et le traitement des divers troubles du sommeil
(insomnie, narcolepsie, etc.) sont des enjeux médicaux majeurs.

La méthode de référence de l’annotation du sommeil est l’examen de polysom-
nographie (PSG). Cet examen consiste en l’acquisition d’une collection de signaux,
notamment de signaux EEG. Ces signaux sont ensuite manuellement annotés par
des experts, afin de faire état de l’évolution du sommeil au cours d’une nuit (Sec-
tion 2.3). Ce diagramme d’évolution du sommeil, ou « hypnogramme », servira ainsi
d’outil diagnostique au médecin du sommeil. Mais il s’agit là d’un processus coû-
teux, en temps et en coût d’expertise. Un processus pourtant guidé par des normes
internationales standardisées, et donc qui pourrait a priori être automatisé. Un obs-
tacle à cette automatisation est le haut degré de variabilité existant entre les enre-
gistrements PSG issus de sujets différents, variabilité qui peut être amplifiée par des
différences de protocole expérimental d’un centre à l’autre (Section 3.3). C’est pour-
quoi l’annotation automatique du sommeil par signaux PSG comporte généralement
une composante d’apprentissage machine.
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Nous pouvons séparer ces approches d’annotation automatique en deux caté-
gories : par apprentissage profond, ou par apprentissage « classique » (c.à.d. non
profond). Des deux, les approches classiques (Section 3.1) sont les plus anciennes,
et les plus simples à appréhender. Après une segmentation des signaux PSG,
ces approches effectuent une extraction de descripteurs à partir de segments (ou
« époques ») PSG au travers de statistiques manuellement définies, potentiellement
suivie d’une étape de sélection automatique des descripteurs les plus pertinents.
Après cela, les descripteurs choisis passent par un modèle de classification : ma-
chine à vecteurs de support, arbre ou forêt décisionnelle, k-plus-proches-voisins,
etc. (Section 3.1.3) ; pour obtenir une classification pour chaque époque. Néanmoins,
la popularisation de l’apprentissage profond a fait basculer la majorité des efforts
en annotation automatique vers ce nouveau paradigme.

L’avantage principal de l’apprentissage profond est que le gros de l’extraction
des descripteurs est appris, plutôt que manuellement défini. Cela permet d’exhiber
des relations complexes entre l’entrée et sa classe. Outre cela, nous pouvons nous
permettre de fournir une entrée plus grande au modèle, car il devrait être capable de
se débarrasser de toute information superflue. Appliqué à l’annotation automatique
du sommeil (Section 3.2), cela permet d’utiliser une séquence temporelle d’époques
PSG comme entrée du modèle, avec l’information contextuelle des époques voisines
informant la classification d’une époque donnée. De ce fait, l’architecture profonde
la plus populaire en annotation du sommeil consiste en une analyse à deux échelles,
avec une extraction des descripteurs par époque suivie d’une comparaison des des-
cripteurs issus de chaque époque de la séquence d’entrée.

À l’échelle inter-époque, de tels modèles emploient généralement des couches
neuronales conçues pour l’analyse de séquence (Section 3.2.1). Ceci dit, il est
également commun d’appliquer ce type de couche à l’échelle intra-époque, en
représentant les signaux EEG sous forme de série temporelle. Bien souvent, des
couches récurrentes sont utilisées pour cette tâche, mais plus récemment, des
mécanismes d’auto-attention de type Transformer [184] commencent à être utilisées.
De telles architectures ont vu beaucoup de succès en analyse du langage naturel,
et forment la base des grands modèles de langage, tels que ceux utilisés par
l’application ChatGPT. Néanmoins, ils sont applicables à tout type de données
représentables par une séquence de vecteurs. C’est le cas des époques EEG (Sec-
tion 3.2.2), et plusieurs architectures profondes à base de Transformers ont pu être
implémentées avec succès en annotation automatique du sommeil.

En général, les approches profondes tendent à être plus performantes que les
approches classiques, mais leur plus grande complexité induit une difficulté accrue
à exprimer leurs résultats en termes de raisonnements humainement compréhen-
sibles. De là, l’incompréhension du clinicien face à des erreurs de classification dans
des cas qui lui semblent triviales peut heurter le degré de confiance porté à une ap-
proche profonde. Ce manque d’explicabilité contribue donc aux difficultés d’adop-
tion de telles approches en milieu médical, au même titre que la durée élevée de
correction des erreurs de classification, les difficultés d’adaptation aux contraintes
cliniques, etc.

Mais l’analyse des données EEG n’est pas exclusive à l’annotation du sommeil.
Elle est également centrale au domaine des interfaces cerveau-machine (ICM). En
particulier, il est commun dans ce domaine de représenter l’état du cerveau sur une
période donnée sous la forme de matrices de covariance. De fait, il existe un large
corps de recherche dédié à l’analyse de telles matrices, motivé notamment par les
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ICM, entre autres 1. Malgré cela, à notre connaissance, aucune automatisation de
l’annotation du sommeil par apprentissage n’utilise une telle représentation des si-
gnaux EEG.

Les matrices de covariance sont généralement symétriques définies positives
(SDP), et l’ensemble des matrices SDP forment une variété riemannienne, c.à.d. un
espace courbe métrique (Section 4.2). Utiliser des opérations euclidiennes sur cet
ensemble, à des fins d’interpolation ou d’analyse, introduit des artefacts de calcul
non désirables. D’où la définition de métriques et d’opérations riemanniennes sur
la variété, respectant la courbure de cet espace. Plusieurs modèles d’apprentissage
furent proposés pour analyser ce type de données. Cela inclut des modèles profonds,
qui commencent à être employés en ICM pour l’analyse de matrices SDP issues de
signaux EEG (Section 4.3). En particulier, des solutions partielles existent pour adap-
ter les Transformers à la géométrie des matrices SDP, mais elles restent très limitées
(Section 4.3.4).

Dans cette thèse, nous étendons l’analyse de matrices de covariance issues de si-
gnaux EEG par apprentissage profond au domaine de l’analyse du sommeil. Pour ce
faire, nous définissons une chaîne de prétraitement pour construire une série tem-
porelle de matrices de covariance à partir de signaux EEG, matrices que nous enri-
chissons sans sacrifier leur nature SDP. De là. nous construisons un modèle profond
de type Transformer, capable d’analyser des séquences de matrices SDP tout en res-
pectant la structure inhérente à leur variété.

En Chapitre 2, nous définissons plus en détail les enjeux de l’annotation du som-
meil, et explorons les caractéristiques et motifs des signaux EEG indicateurs de l’état
de sommeil.

En Chapitre 3, nous présentons en détail les approches existantes pour l’anno-
tation automatique du sommeil, ainsi que les obstacles qu’il reste à surmonter pour
une utilisation clinique.

En Chapitre 4, nous introduisons la variété des matrices symétriques définies
positives, les propriétés des matrices SDP, et les techniques d’analyse développées
pour cet espace.

Le Chapitre 5 est dédié à la première approche fructueuse développée durant
cette thèse, que nous utilisons comme point de comparaison pour nos approches
ultérieures.

Le Chapitre 6 fait état d’une première itération de notre approche finale, au tra-
vers de laquelle nous avons pu développer notre méthodologie et le prétraitement
de nos matrices.

Enfin, en Chapitre 7, nous détaillons notre approche finale, dénommée SPD-
TransNet. Nous présentons une architecture profonde capable d’analyser nos ma-
trices SDP au travers de mécanismes d’auto-attention tout en conservant leur struc-
ture SDP, et testons cette ce modèle de manière exhaustive pour prouver son utilité
en milieu clinique.

1. Par exemple, ces matrices sont également employées dans le cadre des IRM de diffusion, une
technique d’IRM structurelle [123].
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Chapitre 2

Analyse du sommeil

Le sommeil est un processus biologique crucial à notre bon fonctionnement. De
fait, un être humain passe environ un tiers de sa journée à dormir. Ceci dit, c’est
un processus complexe, qui n’est que partiellement compris. Le développement
de la médecine du sommeil, principalement durant la seconde moitié du 20ème

siècle [157], a permis une plus grande compréhension de ce processus. Aujourd’hui,
l’analyse du sommeil est devenue un outil de diagnostic pour certains troubles,
comme l’apnée du sommeil, l’insomnie, la narcolepsie, et les dérèglements du
rythme circadien. Cette analyse constitue également un champ de recherche actif,
au vu des nombreux points de questionnement entourant ce processus biologique.

2.1 Le sommeil

Le sommeil est associé à un grand nombre de processus biologiques, et affecte
tout le corps. Un manque de sommeil est lié à de nombreux troubles, de la dépres-
sion à l’obésité. Ceci dit, son rôle reste sujet à débat [22].

2.1.1 Les états de sommeil

Le sommeil n’est pas un processus statique. Une nuit de sommeil typique en-
chaîne des phases de sommeil lent (léger ou profond) et des phases dites de som-
meil paradoxal, ou sommeil REM (pour rapid eye movement, mouvement rapide des
yeux) [22]. L’étude du sommeil passe donc souvent par sa description en termes de
succession d’états, avec chaque état lié à une réponse physiologique. Cette descrip-
tion permet de comprendre l’évolution du sommeil au cours du temps, et de détec-
ter des anomalies au sein de cette évolution pour identifier d’éventuels troubles du
sommeil [166].

Le sommeil lent léger : états N1 et N2

Le sommeil lent léger est une période de transition vers le sommeil profond,
dans lequel l’éveil est facile. Il est généralement subdivisé en deux états, dénommés
NREM1 et NREM2 1 - ou, plus succinctement, N1 et N2.

L’état N1 est le plus actif des deux, et est généralement associé à l’endormis-
sement ; avec ralentissement de la respiration et du rythme cardiaque, relaxation
musculaire, et l’apparition de mouvements oculaires lents. Sur une nuit complète, il
s’agit souvent de l’état le moins représenté. Il reste néanmoins utile pour la détection

1. « NREM » ici désignant un état de sommeil non-paradoxal.
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de certains troubles, notamment en ce qui concerne les troubles de vigilance. Cer-
tains examens médicaux, comme les tests de latence d’endormissement et les tests
de maintien de l’éveil, sont utilisés en médecine d’expertise pour diagnostiquer de
tels troubles, notamment chez les chauffeurs de bus ou de poids lourd.

L’état N2 correspond à un sommeil lent plus profond, avec baisse de la tem-
pérature corporelle, ralentissement de l’activité cérébrale, et arrêt des mouvements
oculaires lents. L’éveil reste néanmoins facile, d’où sa classification en tant que som-
meil lent léger. L’état de sommeil N2 est généralement majoritaire lors d’une nuit
complète.

Le sommeil lent profond : état N3

L’état de sommeil lent profond, aussi appelé NREM3 ou N3, est caractérisé par
un degré de relaxation musculaire avancé, une activité cérébrale réduite, et une forte
difficulté à l’éveil. Il est associé à la récupération, en termes de repos, guérison des
plaies et renforcement immunitaire. À ce titre, un manque de sommeil N3 peut cau-
ser une fatigue après l’éveil.

Le sommeil paradoxal (REM)

Le sommeil paradoxal est principalement associé aux rêves, bien que les rêves
ne soient pas limités à cet état. Il est caractérisé par une activité cérébrale proche
de l’éveil, d’où son caractère paradoxal. À cela s’ajoute une accélération du rythme
cardiaque et de la fréquence respiratoire, l’apparition de mouvements oculaires ra-
pides, ainsi qu’une atonie du reste du corps, afin d’éviter tout mouvement dû aux
rêves. Ce sommeil est également associé à la consolidation de la mémoire.

Une nuit complète sera typiquement composée de quatre ou cinq cycles de som-
meil profond puis paradoxal, entrelacés de sommeil léger. Au cours de la nuit, la
durée de chaque phase de sommeil lent tend à diminuer d’un cycle à l’autre, tandis
que les phases de sommeil paradoxal tendent à s’allonger. La proportion de sommeil
REM dans le sommeil diminue également avec l’âge.

2.1.2 La quantification du sommeil

L’étendue des processus biologiques associés au sommeil rend possible l’esti-
mation de l’état de sommeil. Différents processus d’acquisition ont été proposés, se
différenciant par le type et le nombre de capteurs utilisés, ainsi que par la quan-
tité d’informations collectées. Notons que les dispositifs permettant l’acquisition de
nombreuses données sont souvent plus intrusifs pour le sujet, ce qui peut gêner l’en-
dormissement.

Actimétrie

L’actimétrie, aussi appelée actigraphie, mesure les mouvements du corps. Il
s’agit en général d’un bracelet comportant un accéléromètre, mesurant l’intensité
des mouvements d’un sujet pour déterminer l’évolution du rythme veille-sommeil
au cours du temps. Comparé à la polysomnographie, cette approche ne permet
pas de différentier les différents états de sommeil (sommeil lent léger ou profond,
ou sommeil paradoxal). Elle est néanmoins moins coûteuse, ne nécessitant pas un
changement d’environnement de sommeil pour le sujet, et permettant d’effectuer
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une étude sur plusieurs nuits relativement facilement. Cette méthode peut être
employée pour déterminer la qualité du sommeil d’un sujet, et pour diagnostiquer
des troubles tels que l’insomnie et la narcolepsie, entre autres [114].

Smartphones et autres appareils électroniques

La démocratisation des smartphones, et d’autres appareils électroniques similaires
adoptés par le grand public, offre de nouvelles opportunités en termes d’analyse du
sommeil. Un smartphone moderne contient de nombreux capteurs, notamment des
accéléromètres, des gyroscopes et des microphones. Les interactions entre sujet et
smartphone peuvent également permettre d’estimer l’activité d’un sujet au cours de
la journée, et des applications dédiées peuvent faciliter la collecte d’informations
complémentaires par sondage. Enfin, ils possèdent une puissance de calcul suffi-
sante pour dans certains cas directement analyser ces données. De plus, certains tra-
queurs d’activité (bracelets connectés, ...) peuvent mesurer d’autres données biolo-
giques, comme le rythme cardiaque, en plus de leur accéléromètre. Ces technologies
ont le potentiel de fournir une information plus complète qu’un bracelet d’actimé-
trie, et ce sans nécessiter de matériel supplémentaire. En particulier, contrairement à
l’actimétrie classique, l’inclusion du rythme cardiaque peut permettre une différen-
tiation des différents états de sommeil.

Ainsi, plusieurs études préliminaires ont été effectuées pour déterminer leur per-
tinence dans l’aide au diagnostic, avec des résultats prometteurs et parfois supé-
rieurs à l’actimétrie classique [58, 4].

Polysomnographie

L’examen de polysomnographie (PSG) constitue la méthode de référence en ana-
lyse du sommeil. Cet examen est généralement effectué en milieu clinique, avec me-
sure de l’activité biologique d’un sujet au travers de multiples capteurs. En particu-
lier, de multiples électrodes sont fixées sur la tête pour mesurer l’activité cérébrale
(électroencéphalographie - EEG), les mouvements oculaires (électrooculographie -
EOG) et l’activité musculaire (électromyographie - EMG). Ces signaux sont ensuite
découpés en segments de durée fixe (généralement 30 secondes), appelés époques 2.
En fonction des propriétés de ces signaux, à chaque époque est manuellement assi-
gnée un état de sommeil.

Cet examen présente plusieurs défauts. Tout d’abord, la présence de capteurs
peuvent négativement affecter le confort d’un sujet, et donc sa qualité de sommeil.
L’acquisition se fait généralement en milieu hospitalier, et ce nouvel environnement
peut également gêner la qualité du sommeil.

Le coût de cet examen est en partie lié à l’emplacement et à l’équipement. Tou-
tefois, le facteur majeur est le processus d’annotation manuelle. En supposant des
époques de 30 secondes, un enregistrement PSG sur une nuit complète peut dépas-
ser 1000 époques à annoter par un expert, ce qui peut durer plusieurs heures. La
formation d’un médecin expert capable d’annoter des enregistrements PSG de ma-
nière autonome peut durer 1 ou 2 ans.

Une analyse plus détaillée de la polysomnographie se trouve ci-après, en Sec-
tion 2.2.2.

2. Bien que les manuels d’annotation PSG présentés en Section 2.2.2 recommandent des époques de
30 secondes, il existe des bases de données PSG avec des époques plus courtes. Ces bases de données
ne sont cependant pas utilisées dans ce travail de thèse.
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2.2 Électroencéphalographie

L’électroencéphalographie (EEG) est une technique d’imagerie médicale, corres-
pondant à une estimation de l’activité cérébrale au travers de signaux électriques
émis par le cerveau. Comme dit précédemment, un signal EEG est acquis en mesu-
rant une différence de potentiel entre deux électrodes cutanées, au même titre que
les signaux EOG, ECG et EMG. Une variante de cette acquisition est l’électroencé-
phalographie intracrânienne, pour laquelle des électrodes sont implantées sous la
boite crânienne via une intervention chirurgicale. Néanmoins, cette approche sort
du cadre de cette thèse.

2.2.1 La nature des signaux

Comme dit ci-avant, un signal EEG est obtenu par différence de potentiel entre
deux électrodes (ou « dérivation » dans la nomenclature médicale). En général, cette
différence est calculée entre une électrode localisée sur la boîte crânienne, et une élec-
trode de référence. En Figure 2.1, les électrodes A1 et A2 (parfois appelées M1 et M2)
sont de telles références, localisées derrière l’oreille, sur le processus mastoïde de
l’os temporal. Typiquement, pour estimer l’activité cérébrale dans une région don-
née du cerveau, la référence contralatérale (sur l’hémisphère opposé) sera choisie 3.
Un signal correspondant à l’activité en position F4 sera donc couplé avec l’électrode
A1, et sera qualifié de « dérivation F4-A1 ». Par abus de langage, on pourra parler
d’« électrode F4 » pour faire référence à cette dérivation 4.

FIGURE 2.1 – Position des électrodes EEG dans le système 10-20 in-
ternational.

Le cerveau n’est pas uniforme, et différentes zones du cerveau contrôlent diffé-
rents processus biologiques. C’est pourquoi un enregistrement EEG comprend gé-
néralement plusieurs signaux, chacun faisant état d’une activité locale du cerveau.
Néanmoins, un signal EEG peut également encoder l’activité des régions voisines, y
compris des mouvements oculaires et autres activités musculaires. C’est pourquoi il
est commun d’effectuer un débruitage de ces signaux avant de les analyser, pour éli-
miner ces composantes non-pertinentes [26]. Ce chevauchement des sources est par-
ticulièrement problématique pour des enregistrements EEG à haute densité. Ainsi,

3. À noter que d’autres références peuvent être utilisées, telle qu’une moyenne des signaux tirés de
A1 et A2.

4. De même quand une autre référence est utilisée.
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TABLE 2.1 – Exemple de bandes de fréquence pertinentes en analyse
EEG.

Delta Thêta Alpha Bêtabas Bêtahaut Gamma
Hz [0,5 ; 4[ [4 ; 8[ [8 ; 12[ [12 ; 22[ [22 ; 30[ [30 ; 45[

Langheim et al. [105] ont pu observer un « effet de flou » suite à leur utilisation de
256 électrodes. Ceci dit, la nécessité d’un tel débruitage a plus récemment été remise
en question, comme vu dans les travaux de Delorme [42].

Les caractéristiques des signaux EEG sont souvent analysées au travers d’envi-
ron cinq bandes de fréquences, telles que celles présentées en Table 2.1. Ces bandes
tendent à varier légèrement d’un auteur à l’autre, mais en général, elles sont utilisées
ainsi [26] :

— La bande delta est associée aux ondes lentes et au sommeil profond ;
— La bande thêta est associée au sommeil léger, à la relaxation et à la méditation ;
— L’activité en bande alpha est corrélée avec des yeux fermés ;
— La bande bêta est associée à l’attention et aux processus cognitifs actifs ;
— La bande gamma est associée aux processus cognitifs avancés et au traitement

de l’information sensorielle.
Ainsi, les motifs présents dans un signal EEG peuvent varier en fonction de la po-

sition des électrodes, de l’activité en cours, et de l’état de sommeil. Mais ils peuvent
également varier avec l’âge, avec notamment des différences majeures entre nour-
rissons et adultes [147]. Dans le cadre de cette thèse, nous nous limiterons aux enre-
gistrements EEG issus de sujets adultes.

2.2.2 En polysomnographie

La différentiation des états de sommeil par polysomnographie se base principa-
lement sur les signaux EEG. Ceci dit, l’impact de l’état de sommeil n’est pas limité à
l’activité cérébrale (Section 2.1.1). De ce fait, un enregistrement PSG pourra notam-
ment contenir :

— Des signaux EOG pour détecter les mouvements des yeux, pertinents pour
identifier les états d’éveil et de sommeil REM;

— Des signaux EMG, particulièrement au niveau du menton, pour identifier les
mouvements du corps et les périodes d’atonie du REM;

— Des signaux ECG et des mesures de respiration, non seulement de par
leurs corrélations avec l’état de sommeil, mais aussi pour l’identification de
troubles tels que l’apnée du sommeil.

Historiquement, l’annotation d’enregistrements PSG se faisait à l’aide du manuel
rédigé par Rechtshaffen et Kales en 1968 [88], communément appelé manuel R&K.
Il est aujourd’hui supplanté par le manuel délivré par l’American Academy of Sleep
Medicine (AASM), initialement publié en 2007 [82], et dont la version la plus récente
date de 2023 [182]. Les deux décrivent les caractéristiques de l’éveil, du sommeil
lent (léger ou profond) et du sommeil paradoxal. En particulier, les états composant
le sommeil lent vus en Section 2.1.1 furent définis dans le manuel de l’AASM. Le
manuel R&K subdivisent le sommeil lent en 4 états, S1 à S4. S1 et S2 correspondent
au sommeil léger, et sont globalement équivalents aux états N1 et N2. Quant aux
états S3 et S4 décrivant le sommeil profond, ils furent combinés en un unique état
N3 par l’AASM.
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Un défi inhérent de l’analyse par polysomnographie est l’annotation des époques
de transition. La subdivision des signaux en époques de 30 secondes est en soi ar-
bitraire, et rien ne garantit que la transition d’un état de sommeil à un autre ait lieu
à proximité de la séparation entre époques. Les époques de transition doivent donc
être assignées à un état ou à un autre en fonction de l’état dominant à l’intérieur de
l’époque. Dans certains cas, déterminer l’état dominant peut être ambigu, menant
à des potentiels désaccords entre annotateurs. Afin de partiellement lever l’ambi-
guïté, l’annotation d’une époque sera partiellement décidée par l’état des époques
voisines. L’information contextuelle entourant une époque donnée est donc impor-
tante pour son annotation.

2.3 Caractérisation des signaux EEG en analyse du sommeil

Afin de capturer l’activité cérébrale générée dans différentes régions du cerveau,
un enregistrement PSG comprendra souvent plusieurs signaux EEG. Par exemple,
le manuel de l’AASM [182] recommande l’utilisation d’au moins une électrode fron-
tale, une centrale et une occipitale. En particulier, il suggère les dérivations F4-A1,
C4-A1 et O2-A1 (Figure 2.1). Une analyse classique de ces signaux reposera princi-
palement sur une extraction des caractéristiques de chaque signal, et ne sera pas ou
peu influencée par une comparaison entre signaux EEG.

Mais les signaux EEG peuvent également être utilisés pour estimer l’état du
cerveau au travers de la connectivité fonctionnelle cérébrale. Comme vu en Intro-
duction, ce type d’analyse est notamment prévalent dans le milieu des interfaces
cerveau-machine (ICM). Utiliser une telle approche pour l’analyse du sommeil pour-
rait donc s’avérer pertinent.

2.3.1 Les motifs pertinents des signaux EEG

Les enregistrements PSG ont longtemps été analysés visuellement à partir de
signaux temporels. De fait, le manuel R&K a été publié à une époque où les enregis-
trements EEG se faisaient sur papier [88]. Les caractéristiques des signaux EEG pour
l’annotation de l’état de sommeil ont donc été définies par leurs apparences, ainsi
que leurs durées, amplitudes relatives et fréquences (cf. les bandes de fréquence en
Table 2.1).

Une vue d’ensemble de ces catégories est disponible en Table 2.2. Les états de
sommeil correspondants sont donnés à titre indicatif, et des cas particuliers existent
(voir ci-après).
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TABLE 2.2 – Motifs caractéristiques des signaux EEG, d’après
l’AASM [182].

Nom État(s) de sommeil Commentaires

Rythme alpha Éveil
Régions occipitales

Généré les yeux fermés
Absent chez 10% des personnes

Activité FAFM N1, REM
Faible amplitude, fréquences mixtes

Bande thêta

Pointe vertex N1, N2
Onde en « V »

Durée < 0,5 seconde

Complexe K N2
Amplitude négative, puis positive

Durée ≥ 0,5 seconde

Fuseau de sommeil N2
Train d’ondes sinusoïdales

Bande bêta basse
Durée ≥ 0,5 seconde

Ondes lentes N3
Bande delta

Régions frontales
Ondes en

dent de scie
REM

Train d’ondes triangulaires
Bandes delta / thêta

Pointes vertex

FIGURE 2.2 – Une pointe vertex 5.

Une pointe vertex est une onde aiguë de durée inférieure à 0,5 seconde, identi-
fiable par sa forme en « V » (Figure 2.2). Son amplitude est généralement maximale
au niveau des régions centrales du cerveau. Ces ondes sont indicatrices de la transi-
tion vers l’état N1, mais peuvent être présentes en sommeil N2.

5. Source : http://www.eegpedia.org/index.php?title=File:Non_REM_1_SREM_(source)
_EEGpedia.png.

http://www.eegpedia.org/index.php?title=File:Non_REM_1_SREM_(source)_EEGpedia.png
http://www.eegpedia.org/index.php?title=File:Non_REM_1_SREM_(source)_EEGpedia.png
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Complexes K

FIGURE 2.3 – Un complexe K et un fuseau de sommeil 6.

Un complexe K, comme les pointes vertex, est une onde aiguë. De durée totale
supérieure à 0,5 seconde, son amplitude est d’abord négative, puis positive (ou l’in-
verse, en fonction de la référence utilisée). Cette amplitude est généralement maxi-
male au niveau des régions frontales du cerveau. Comme indiqué en Table 2.2, les
complexes K sont principalement associés avec l’état N2. Néanmoins, un complexe
K peut indiquer une transition vers une époque N1 lorsque suivie d’un micro-éveil.

Les règles concernant l’annotation des micro-éveils sort du cadre de cadre de
cette section. Plus de détails sont disponibles dans le manuel de l’AASM [182].

Fuseaux de sommeil

Les fuseaux de sommeil sont des trains d’onde sinusoïdale en bande bêta basse
(généralement entre 12 et 16 Hz), de durée supérieure à 0,5 seconde. Ils sont gé-
néralement d’amplitude maximale dans les régions centrales du cerveau. Ils sont
caractéristiques de l’état N2, mais peuvent persister en sommeil N3. L’absence de
fuseaux et de complexes K peut être indicateur de l’état de sommeil REM, ou de
l’état N1 après un micro-éveil. Un exemple de fuseau est représenté sur la figure 2.3.

Ondes en dents de scie

FIGURE 2.4 – Un train d’ondes en dents de scie 6.

Les ondes en dents de scie sont des trains d’ondes aiguës ou triangulaires, de
fréquence contenue entre 2 et 6 Hz (entre les bandes delta et thêta). Leur amplitude
est généralement maximale dans les régions centrales du cerveau. Ces ondes sont
indicatrices du sommeil REM.

6. Adaptation d’une image publiée dans [51], sous licence CC BY 4.0 (voir https://
creativecommons.org/licenses/by/4.0/).

https://creativecommons.org/licenses/by/4.0/
https://creativecommons.org/licenses/by/4.0/
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Autres motifs pertinents

Comme vu en Section 2.2.1, l’éveil est caractérisé par une activité en bande bêta
quand les yeux sont ouverts, et en bande alpha quand ils sont fermés. Ce « rythme
alpha » est composé d’un train d’ondes sinusoïdales générées dans les régions occi-
pitales du cerveau (c.à.d. vers l’arrière du crâne), et constitue l’indicateur principal
de l’éveil en annotation de nuits complètes. Ceci dit, environ 10% de la population ne
génèrent pas de rythme alpha. Dans ces cas-là, d’autres critères sont utilisés pour ca-
ractériser l’éveil, notamment les mouvements oculaires en dehors du sommeil REM.

L’activité dite de faible amplitude et fréquences mixtes (FAFM), confinée à la
bande thêta, est indicatrice de l’état de sommeil N1 ; mais elle peut également surve-
nir dans d’autres états. En particulier, une activité FAFM sans complexe K ou fuseau
peut correspondre à un sommeil REM.

Enfin, une activité en ondes lentes correspond à des signaux en bande delta, gé-
néralement inférieurs à 2 Hz, et ayant une amplitude suffisamment élevée (> 75 µV,
en suivant le protocole de l’AASM). Elles sont générées dans les régions frontales, et
sont caractéristiques du sommeil profond (donc de l’état N3).

2.3.2 État de sommeil et connectivité fonctionnelle

La connectivité fonctionnelle est l’ensemble des corrélations d’activité entre
différentes zones du cerveau au cours du temps. La connectivité entre deux zones
est donc déterminée par une étude statistique de leurs activations au cours du
temps [53]. Cette connectivité fonctionnelle est influencée par la connectivité
structurelle du cerveau, c.à.d. l’ensemble des connexions physiques existant entre
régions. Néanmoins, elle est généralement étudiée indépendemment de cette
dernière.

Estimation la connectivité fonctionnelle par imagerie médicale

La méthode privilégiée pour étudier la connectivité fonctionnelle est l’imagerie
par résonance magnétique (IRM) fonctionnelle, ou IRMf, faisant état de l’évolution
de l’activité au sein du volume cérébral. Afin d’étudier la connectivité fonctionnelle
lors du sommeil, plusieurs études ont été effectuées à partir d’acquisitions simul-
tanées d’imagerie IRMf et d’EEG (pour établir la vérité terrain). Wu et al. [192] ont
pu distinguer sommeil lent, sommeil paradoxal et éveil au travers des réseaux fonc-
tionnels obtenus. À partir d’une base de données similaire, Tagliazucchi et al. [177]
ont pu appliquer un algorithme d’apprentissage machine pour classifier l’état de
sommeil à partir de données d’IRMf, mettant en évidence le lien entre chaque état
de sommeil et la connectivité cérébrale résultante. Au travers de cette même base de
données, Stevner et al. [171] ont pu mettre en évidence la réponse du cerveau à l’évo-
lution de l’état de sommeil, associant de multiples réseaux fonctionnels à chaque état
déterminé par PSG.

Cette connexion entre état de sommeil et connectivité fonctionnelle a également
été étudiée exclusivement par EEG. Par exemple, Langheim et al. [105] ont pu ana-
lyser la connectivité fonctionnelle au sommeil via une collection dense d’électrodes
EEG, permettant l’identification précise des régions générant les motifs EEG perti-
nents à l’étude du sommeil 2.3.1. Plus récemment, Bouchard et al. [20] ont pu diffé-
rencier les états de sommeil via une étude de connectivité comprenant 20 électrodes
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EEG. Notamment, ils ont pu observer une différence entre les réseaux de connecti-
vité entre jeunes adultes et individus plus âgés.

L’IRMf a un avantage majeur en termes de résolution spatiale comparée à l’EEG,
avec des voxels 7 de moins d’un centimètre de côté. Mais ce gain spatial se fait au
détriment d’une faible résolution temporelle, de l’ordre de la seconde. À l’inverse,
les règles d’annotation recommandent une acquisition des signaux EEG à 200 Hz
ou plus [182] 8, permettant de calculer des covariances ou corrélations sur 0,5 ou 1
seconde, à savoir la durée approximative de la plupart des motifs étudiés en poly-
somnographie (Section 2.3.1). De plus, plusieurs études de connectivité fonctionnelle
du sommeil par EEG, comme celles de Langheim et al. [105] et Bouchard et al. [20],
ont prouvé que l’imagerie par EEG était capable de représenter des changements de
connectivité fonctionnelle entre états de sommeil, et ce malgré une faible résolution
spatiale. L’analyse du sommeil par connectivité fonctionnelle via des signaux EEG
est donc pertinente.

Représentation géométrique des connectivités fonctionnelles

L’analyse de la connectivité fonctionnelle requiert la définition d’un ensemble
des connectivités fonctionnelles possibles. Comme nous le verrons en Chapitre 4,
elle est souvent estimée au travers de matrices de corrélation ou de covariance issues
d’IRMf ou d’EEG. Une analyse de cette connectivité peut donc être effectuée sur la
variété (ou espace courbe) des matrices de covariance (Section 4.2).

La connectivité fonctionnelle peut cependant également être représentée par un
graphe, l’ensemble des connectivités fonctionnelles possibles prenant ainsi la forme
d’une famille de graphes. Un exemple notable est l’approche de Renard et al. [148],
qui construisent une variété de graphes fonctionnels à partir de données d’IRMf au
travers d’un algorithme de type ISOMAP [180]. Néanmoins, ce type de représenta-
tion sort du cadre de cette thèse.

7. Éléments de volume; équivalents 3D des pixels.
8. Certaines bases de données EEG présentent des fréquences d’échantillonnage inférieures à 200

Hz [90]. Néanmoins, ce n’est pas le cas de celles que nous utilisons dans le cadre de cette thèse.
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Chapitre 3

Analyse automatique de l’état de
sommeil

Comme vu en Section 2.1.2, l’annotation manuelle de l’état de sommeil à partir
de signaux EEG, et PSG plus généralement, est un processus coûteux. Par consé-
quent, de nombreuses approches ont été développées pour l’automatiser.

3.1 Les approches classiques

FIGURE 3.1 – Structure générale des approches par apprentissage
classique.

La publication du modèle AlexNet en 2012 [103] est souvent citée comme source
de l’explosion en popularité de l’apprentissage profond. Ce paradigme à notamment
rencontré beaucoup de succès en analyse automatique du sommeil, comme nous le
verrons en Section 3.2. Les efforts d’automatisation de l’annotation du sommeil sont
toutefois antérieurs à AlexNet, avec l’utilisation de modèles d’apprentissage non-
profonds 1 pour classifier des signaux PSG. Bien que ces approches classiques soient
aujourd’hui minoritaires, elles continuent à être proposées, suggérant ainsi qu’elles
restent pertinentes.

Comme indiqué en Figure 3.1, ces approches peuvent être subdivisées en quatre
étapes : l’extraction de descripteurs à partir de signaux PSG, la sélection de des-
cripteurs pertinents pour la classification, la classification par un modèle d’appren-
tissage, et une éventuelle correction d’erreurs. Dans cette section, nous analyserons
chacune de ces étapes, avant de déterminer le degré de pertinence de ces approches
en analyse automatique du sommeil.

3.1.1 Extraction manuelle de descripteurs PSG

Toute analyse du sommeil commence par une collection de signaux PSG (éven-
tuellement débruités), découpés en époques et annotés manuellement (Section 2.1.2).

1. Dans cette thèse, nous les qualifierons de modèles d’apprentissage « classiques ».
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De là, les approches classiques calculent une collection de statistiques pour chaque
époque, qui serviront de descripteurs.

Les statistiques utilisées

Comme indiqué en Table 3.1, la plupart de ces statistiques appartiennent aux
catégories suivantes :

— Les statistiques temporelles, calculées directement sur les signaux PSG;
— Les statistiques fréquentielles, pouvant être calculées à partir de transforma-

tions desdits signaux :
— Filtrages passe-bande du signal temporel [75, 113] ;
— Spectres temps-fréquence obtenus par transformées de Fourier sur des

sous-segments d’époques [69, 101, 112, 98, 91, 104, 110, 183, 158] ;
— Décompositions en ondelettes, généralement suivant plusieurs bandes de

fréquence [62, 91, 73, 5].
Notons que les approches présentées en Table 3.1 ne divisent pas les époques

temporellement ; toute statistique calculée décrit l’époque dans sa globalité. Néan-
moins, il est commun de subdiviser l’espace fréquentiel en bandes distinctes, simi-
laires à celles présentées en Table 2.1. Une époque peut donc être caractérisée par
des statistiques temporelles et/ou fréquentielles globales, ainsi que des statistiques
spécifiques à chaque bande de fréquence.

Ces statistiques temporelles et/ou fréquentielles sur signaux PSG peuvent être :
— La moyenne, variance et moments d’ordre supérieurs [62, 69, 101, 112, 98, 91,

104, 44, 73, 110, 5, 183, 158] ;
— La valeur minimale, maximale, les premier et dernier quartiles, dépassement

d’un seuil, etc. [62, 69, 101, 75, 112, 98, 91, 104, 44, 183, 158] ;
— La puissance du signal sur la durée de l’époque [62, 101, 112, 98, 91, 104, 110,

5, 183, 158] ;
— Différentes mesures d’entropie ou de la quantité d’information portée par un

signal [113, 98, 91, 104, 110, 183, 158] ;
— Des mesures inter-signaux (ratios de puissance, cohérence, information mu-

tuelle, etc.) [101, 98, 91, 104, 183].
Un cas particulier est l’approche de Huang et al. [78], qui calculent des statis-

tiques de verrouillage de phase entre paires de signaux EEG. Ces statistiques sont
indicatrices de la synchronisation entre électrodes, et ont été choisies afin d’estimer
la connectivité fonctionnelle cérébrale (Section 2.3.2).

On notera que parmi les approches considérées, seule celle de Güneş et al. [69]
intègrent un apprentissage dans leur extraction de descripteurs. Ici, les auteurs uti-
lisent un algorithme en k-moyennes (présenté en Section 3.1.3) pour pondérer leurs
descripteurs statistiques, afin de mettre en avant les plus pertinents. Cependant, leur
approche n’utilise que 4 descripteurs par époque, de loin le nombre de descripteurs
le plus faible parmi les approches considérées. Le fait que la plupart des approches
classiques d’analyse du sommeil ne répliquent pas cette pondération suggère qu’une
telle approche apporte peu en termes de performances, tout du moins lorsqu’un plus
grand nombre de descripteurs est utilisé.

Connexions avec l’annotation manuelle

La similarité dans les statistiques choisies pour chaque approche s’explique par
leur émulation de la littérature médicale (Sections 2.2.2 et 2.3.1). Ici, l’analyse par
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bandes de fréquence reflète l’importance de certains motifs fréquentiels en annota-
tion manuelle [88, 182]. Néanmoins, cette connexion à la littérature biomédicale est
souvent peu explicitée par les auteurs.

Une exception notable est Herrerra et al. [75], qui identifient le nombre et la durée
d’événements caractéristiques du signal pertinents pour l’annotation du sommeil.
Cette identification est faite par seuillage sur certaines bandes de fréquence, avec
les seuils induits par des considérations biomédicales. Les valeurs obtenues sont en-
suite utilisées comme descripteurs de l’époque considérée. Une approche similaire
fut utilisée par Liang et al. [112], calculant la proportion d’activité entre 8 et 13 Hz
(bande alpha), 12 et 15 Hz (détection de fuseaux de sommeil), et 0,5 et 2 Hz (activité
en sommeil lent).

Utilisation de la composante temporelle

Les modèles d’apprentissage classiques sont, pour la plupart, conçus pour l’ana-
lyse d’éléments individuels, et non pas pour l’analyse de séquences (Section 3.1.3).
Cela explique sans doute pourquoi la plupart des approches considérées décrivent
chaque époque individuellement et dans sa globalité. Néanmoins, deux approches
dévient de cette norme.

Van Der Donckt et al. [183] intègrent des descripteurs issus des époques voisines.
Au total, leurs statistiques prennent également en compte les deux époques précé-
dentes et suivantes. Ce faisant, ils intègrent une information contextuelle que nous
savons utile à la classification (Section 2.2.2).

L’approche de Diykh et al. [44], elle, caractérise l’évolution temporelle à l’inté-
rieur de l’époque pour un ensemble de descripteurs. Les auteurs subdivisent chaque
époque en 75 sous-segments, et calculent n = 6, 10 ou 12 statistiques temporelles sur
chaque sous-segment obtenu. Ils construisent ensuite un graphe non-pondéré à par-
tir de ces vecteurs descripteurs de Rn, dans lequel deux noeuds sont connectés si la
distance entre vecteurs descripteurs est inférieure à un seuil. Enfin, ils extraient du
graphe une sélection de descripteurs structurels, à savoir :

— La distribution des degrés du graphe ;
— Son coefficient de connexion ;
— Un coefficient de similarité entre chaque paire de noeuds.

En supposant que la similarité d’un noeud avec lui-même n’est pas calculée, cela
résulterait en 2775 coefficients de similarité, pour un total de 2777 descripteurs par
époque.

La prise en compte explicite de l’évolution temporelle au sein d’une époque par
cette approche peut être pertinente. Comme nous le verrons plus tard (Section 3.2.1),
de nombreux modèles profonds performants emploient une telle stratégie.

3.1.2 Sélection de descripteurs pertinents

L’extraction de descripteurs est souvent suivie d’une étape de sélection, afin de
supprimer les descripteurs contribuant le moins à la classification. Cette sélection a
un effet de régularisation, en empêchant le modèle de considérer des descripteurs
non pertinents, diminuant ainsi le risque de sur-apprentissage. Elle permet égale-
ment de simplifier la tâche de classification.
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La nécessité de cette sélection

L’importance des points mentionnés ci-avant dans un contexte d’apprentissage
classique est mis en évidence en Table 3.1. Seules 5 des 15 approches n’effectuent
pas de sélection. Trois d’entre elles ont les plus petits nombres de descripteurs ex-
traits [69, 113, 112], limitant la nécessité d’une étape de sélection. Pour sa part, bien
que l’approche de Van Der Donckt et al. [183] analyse un large nombre de descrip-
teurs, les auteurs défendent leur non-inclusion de cette étape par la robustesse de
leur modèle au sur-apprentissage. Leur approche étant relativement récente, la puis-
sance de calcul disponible et le degré de complexité des modèles utilisés peuvent
également avoir contribué. Ainsi, la seule approche où ne pouvons pas justifier l’ab-
sence d’une sélection de descripteurs est celle de Diykh et al. [44]. Néanmoins, de
par sa méthode d’extraction de descripteurs et son modèle choisi (voir plus loin),
cette approche est difficilement comparable avec les autres approches considérées.

Méthodes et critères de sélection

De nombreuses méthodes existent pour déterminer quel sous-ensemble de des-
cripteurs est le mieux adapté pour répondre à un problème de classification. Au sein
des approches considérées, nous pouvons distinguer globalement deux catégories :
avec et sans apprentissage.

Une méthode « sans apprentissage » utilise un critère statistique pour quantifier
la pertinence de chaque descripteur pour la classification.

Une option simple consiste à analyser la distribution de chaque descripteur selon
chaque classe. Un descripteur ayant une distribution similaire pour chaque classe
sera éliminé. Lajnef et al. [104] utilisent un test de Student pour quantifier cette sé-
paration des distributions, tandis que Hassan et al. [73] effectuent une analyse de la
variance. Pour leur part, Huang et al. [78] calculent une corrélation bisériale pour
déterminer le pouvoir discriminant de chaque descripteur suivant chaque classe.
Khagli et al. [91] et Li et al. [110] ne précisent pas la méthode utilisée, et ont poten-
tiellement effectué une analyse visuelle de ces distributions. À noter que Khagli et
al. et Lajnef et al. utilisent tous deux une seconde étape de sélection. En particulier,
comme indiqué en Table 3.1, Khagli et al. définissent et testent 6 méthodes après
cette première élimination, que nous développerons plus loin.

Une autre stratégie de sélection sans apprentissage consiste à quantifier l’infor-
mation utile encodée dans chaque descripteur. Pour cela, Fraiwan et al. [62] et Ali-
ckovic et Subasi [5] utilisent un rapport de gain d’information. Herrerra et al. [75]
et Khagli et al. [91] quantifient la pertinence et la redondance associées à chaque
descripteur au travers d’un calcul d’information mutuelle, et sélectionnent les des-
cripteurs à forte pertinence et faible redondance.

Une méthode sera dite « avec apprentissage » si elle emploie un modèle d’ap-
prentissage pour quantifier la pertinence d’un sous-ensemble de descripteurs. En
général, il s’agit du modèle de classification lui-même, mais il n’est pas rare d’utili-
ser un modèle classique plus simple pour cette tâche [98, 104, 158].

La stratégie de sélection avec apprentissage la plus commune est celle qualifiée
de « sélection itérative » en Table 3.1. De tels algorithmes fonctionnent par entraîne-
ments successifs d’un modèle, avec insertion [101, 104, 158] ou suppression [98, 158]
de descripteurs entre entraînements.
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Une sélection par algorithme glouton peut néanmoins être sous-optimale. Par
exemple, une collection de descripteurs peuvent individuellement sembler peu per-
tinents, mais collectivement encoder une information utile. C’est pourquoi Khalighi
et al. [91] testent quatre algorithmes par sélection itérative : les versions gloutonnes
des algorithmes par addition ou suppression, et des versions hybrides de ces straté-
gies.

D’autres stratégies existent, cependant. Krakovská et Mezeiová [101] évaluent
des sous-ensembles de descripteurs, et combinent ces sous-ensembles pour trou-
ver la collection de descripteurs optimale. Enfin, Khalighi et al. [91] testent un algo-
rithme génétique par évolution différentielle pour cette sélection [93].

On remarquera un compromis assez marqué entre l’exhaustivité de l’algorithme
de sélection et le temps de calcul. Les algorithmes sans apprentissage sont simples,
mais ceux avec apprentissage nécessitent l’entraînement d’un grand nombre de mo-
dèles pour effectuer une sélection optimale. De tels algorithmes sont donc unique-
ment viables lorsque combinés à des modèles rapides à entraîner, et donc relative-
ment simples.

3.1.3 Les modèles d’apprentissage classiques utilisés

Bien que généralement considérées comme moins performants que les modèles
profonds, la simplicité des modèles d’apprentissage classiques leur donne un
avantage majeur : leur explicabilité. Ces modèles sont généralement interprétables
comme une série de décisions logiques, compréhensibles par un humain, tandis que
les modèles profonds tendent à être plus opaques.

Dans des domaines tels que le milieu médical, où une mauvaise décision peut
avoir de lourdes conséquences, cette opacité peut fortement affecter la confiance
portée à un modèle. L’explicabilité des modèles classiques est donc un atout ma-
jeur. Couplé à leur simplicité de calcul, de tels modèles restent pertinents dans de
nombreuses applications médicales.

Les modèles linéaires

Certains modèles définissent une relation linéaire entre les descripteurs d’une
entrée et la classe correspondante. Par exemple, une machine à vecteurs de support
(SVM, support vector machine) définit des hyperplans de séparation entre classes en
maximisant la distance entre cet hyperplan et les descripteurs des classes qu’il sé-
pare.

Lorsque les données ne sont pas linéairement séparables, il est commun de leur
appliquer une transformation non linéaire ϕ(·). Cette transformation projette les
données d’entrée vers un espace où les classes sont linéairement séparables. Les
opérations linéaires du SVM sont alors remplacées par la fonction noyau ⟨ϕ(·), ϕ(·)⟩,
avec ⟨·, ·⟩ un produit scalaire dans l’espace de projection. À noter qu’il est souvent
possible de définir directement la fonction noyau, sans explicitement déterminer
ϕ(·). Néanmoins, déterminer le meilleur noyau pour un contexte donné reste un
problème difficile.

L’efficacité des SVMs est attestée par Koley et al. [98] en 2012, où ils décrivent les
SVM comme les modèles d’apprentissage les plus performants.

À noter qu’il existent d’autres modèles linéaires sur lesquels un noyau peut être
utilisé, tel que la régression logistique. Ce modèle est une variante de la régres-
sion linéaire, adaptée à la classification. De ce fait, il décrit directement la relation
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entre données et classes par une unique combinaison linéaire. Cependant, même
avec l’ajout d’un noyau, ce modèle généralement peu performant.

Notons également que le noyau appliqué à un modèle linéaire peut être appris.
En particulier, des algorithmes d’apprentissage à noyaux multiples (MKL, multiple
kernel learning) [66] sont parfois employés pour effectuer une sélection de descrip-
teurs, en définissant un noyau global comme une somme pondérée de noyaux asso-
ciés à chaque descripteur. Cette approche permet d’intégrer une sélection des des-
cripteurs au sein du modèle, par pondération de ces noyaux.

Les modèles probabilistes

Par abus de langage, nous qualifierons ici de modèles probabilistes les modèles
présupposant que les données analysées suivent une certaine loi de probabilités.

Si la loi de probabilité suivie par les données pour chaque classe est connue, il
est possible d’utiliser un modèle bayésien naïf (MBN) pour apprendre la distribution
de chaque classe. Néanmoins, il présuppose que les descripteurs soient statistique-
ment indépendants. En analyse PSG, cela n’est pas toujours le cas, notamment parce
qu’une même activité électrique est susceptible d’être mesurée par différentes élec-
trodes (Section 2.2.1).

Alternativement, si les données issues de chaque classe suivent une distribution
gaussienne multivariée (éventuellement après application d’une fonction noyau),
il est possible de les séparer via une analyse discriminante linéaire (ADL) [11] ou
quadratique (ADQ) [65]. Similairement à une SVM, l’ADL définit cette frontière de
décision entre les classes. Néanmoins, elle nécessite que la matrice de covariance
des lois gaussiennes de chaque classe soit identiques. L’ADQ généralise l’ADL pour
supprimer cette contrainte.

Ces modèles sont parfois utilisés quand la distribution des données n’est pas
connue à priori. Néanmoins, un haut degré de performance n’est pas garanti. En
termes d’explicabilité, ces modèles fournissent une estimation de la loi de probabilité
suivie par chaque classe.

Arbres de décision

Il est commun de représenter un raisonnement sous la forme d’un arbre de dé-
cision. Dans un contexte de classification par apprentissage, construire un tel arbre
fournit une chaîne de décisions claire entre les descripteurs d’entrée et la classifica-
tion finale. En général, chaque noeud effectue une décision par seuillage sur un ou
plusieurs descripteurs.

Par construction, un tel modèle présente donc un haut degré d’explicabilité. Cet
avantage est illustré dans la seconde approche proposée par Liang et al. [112]. Ici,
les auteurs présentent efficacement la relation entre chacun de leurs descripteurs et
la classe finale.

Cependant, lorsque cette relation est plus complexe, les arbres de décision
tendent à être sous-performants. À ce titre, les arbres de décision sont souvent
utilisés au sein d’un apprentissage ensembliste (voir plus loin).

Autres modèles classiques utilisés

Un des modèles d’apprentissage classique les plus simples est la méthode des
k-plus-proches-voisins (KPPV). La classification consiste en un calcul de distances
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entre l’élément à classifier et chaque élément de la base d’apprentissage. La classe
majoritaire parmi les k plus proches voisins sera la classe de ĺ’élément. Outre pour
le choix de la mesure de distance, ce modèle ne nécessite pas de connaissances préa-
lables sur la répartition des classes dans l’espace des données. Néanmoins, cette ap-
proche fournit peu d’information en termes d’explicabilité. De plus, ce modèle sera
particulièrement sensible à la répartition des données d’entraînement. Par exemple,
si il y a peu d’échantillons de classe A dans une région donnée, mais beaucoup
d’échantillons de classe B dans une région voisine, un élément de classe A dans cette
région pourra être classifié en classe B. Au vu du haut degré de variabilité inhérent
aux bases de données PSG (exploré en Section 3.3), dans les approches plus récentes,
ce modèle est généralement inclus uniquement à titre de comparaison [110, 158].

Comme dit plus haut, un modèle non standard fut choisi par Diykh et al. [44],
à savoir un partitionnement en k-moyennes. Les algorithmes de partitionnement
sont des modèles d’apprentissage non supervisés, catégorisant un ensemble de don-
nées sans avoir recours à une vérité terrain. L’algorithme des k-moyennes divise
les données en k catégories, telles que la distance du barycentre de chaque catégo-
rie aux éléments correspondants soit minimisée. Les auteurs offrent peu de détails
concernant leur implémentation de cet algorithme dans un contexte supervisé. No-
tamment, l’identification de chacune des k partitions à un état de sommeil n’est pas
expliquée.

Apprentissage ensembliste

Considérons un problème de classification complexe, et un modèle de classifica-
tion classique qui n’est pas suffisamment sophistiqué pour obtenir une performance
satisfaisante sur ces données. Il est parfois possible de prendre avantage du phéno-
mène de sagesse des foules, et d’entraîner plusieurs modèles sur des sous-problèmes
légèrement différents, de telle sorte à ce que l’ensemble des modèles soit suffisam-
ment performant. On parlera alors d’apprentissage ensembliste.

Cette technique est communément employée avec des arbres de décision. Par
exemple, les forêts aléatoires construisent des arbres de décision en tirant aléatoi-
rement des échantillons de l’ensemble d’entraînement, chaque arbre analysant un
sous-ensemble de descripteurs. La classification issue de la forêt est obtenue par
vote majoritaire. Cependant, ce n’est pas la seule stratégie ensembliste appliquée aux
arbres de décision utilisée en analyse du sommeil. Par exemple, Khalighi et al. [91]
utilisent la stratégie Adaboost [63], tandis que Van Der Donckt et al. [183] utilisent
la plus récente stratégie CatBoost [48].

Comme on peut le voir en Table 3.1, cette approche est aussi applicable aux SVM.
Notamment, Koley et al. [98] utilisent un ensemble de SVM binaires (un par classe).
Diykh et al. font de même, mais en combinant arbres de décision et SVM. Ici, la
décision à chaque noeud d’un arbre se fait par SVM binaire, et non par seuillage.

Notons que ces modèles ensemblistes peuvent obfusquer le processus de déci-
sion. Par exemple, il est souvent plus difficile d’expliquer une classification issue
d’une forêt aléatoire qu’une issue d’un arbre de décision unique.

3.1.4 Correction d’erreurs de transition

Les règles d’annotation manuelle de signaux PSG définissent les transitions po-
tentielles d’un état de sommeil à l’autre, afin d’assurer la cohérence des annotations
dans les sections ambiguës du signal [88, 82, 182]. Il est donc possible d’utiliser ces
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règles de transition pour « corriger » les successions d’annotations non conformes
à la littérature. À partir de la Table 3.1, nous pouvons identifier deux stratégies de
correction des transitions parmi les approches d’apprentissage considérées.

Les deux approches de Liang et al. [113, 112] utilisent des règles de transition
exclusivement issues de la littérature médicale pour effectuer cette correction. Au
total, 11 règles ont été utilisées pour « lisser » la sortie de leurs modèles, la plupart
définissant des substitutions entre triplets d’époques 2.

Plutôt que d’émuler cette stratégie, Li et al. [110] ont décidé d’apprendre les
règles de transition de manière probabiliste, à partir d’un modèle de Markov en-
traîné sur les données. Cette stratégie ne nécessite pas de connaissances préalables
sur les pratiques d’annotation manuelle, et permet d’utiliser des règles de correction
potentiellement mieux adaptées à la base de données considérée. Néanmoins, cette
approche est moins généralisable, et pourra être source d’erreurs si elle est utilisée
pour classifier des signaux PSG annotés par un expert différent de celui ayant annoté
la base de données d’entraînement (Section 2.2.2).

L’utilisation de ces stratégies présuppose que les sujets ne présentent pas de tran-
sitions d’état de sommeil atypiques. Cette supposition peut néanmoins être contre-
productive en milieu clinique, où de telles transitions peuvent être indicatrices de
pathologies du sommeil.

Notons finalement que cette correction d’erreurs constitue la seule prise en
compte des époques voisines parmi les approches classiques considérées ; mise à
part l’approche de Van Der Donckt et al. [183], qui analysent des descripteurs issus
de ces voisins (Section 3.1.1). Toutes les autres approches présentées en Table 3.1
ne prennent pas en compte l’information contextuelle contenue dans les époques
voisines, et ce malgré la pertinence de cette information en annotation manuelle.

2. Par exemple, le triplet Éveil → REM → S2 devient Éveil → S1 → S2.
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TABLE 3.1 – Résumé des approches d’apprentissage classique présentées en Section 3.1. Les nombres de descripteurs sont donnés par époque.

Extraction de descripteurs Sélection des descripteurs
Équipe Date Méthode Nombre Critère / méthode de sélection Nombre Modèle(s) de classification Règles de correction

des transitions
Fraiwan [62] 2009 Statistiques fréquentielles 54 Rapport de gain 20 Arbre de décision N/A

Güneş [69] 2010 Statistiques fréquentielles,
pondération apprise 4 N/A KPPV ou arbre

de décision N/A

Krakovská [101] 2011 Statistiques temporelles
et fréquentielles 825 Sélection itérative

ou meilleurs sous-ensembles Variable ADQ N/A

Herrera [75] 2011 Nombre et durée d’événements PSG,
via analyse fréquentielle et seuillage 24 Pertinence maximale,

redondance minimale 13 SVM avec
fonction de base radiale N/A

Liang [113] 2012 Entropie multi-échelles et autorégression
sur bandes de fréquence 21 N/A ADL Issues de la littérature

médicale

Liang [112] 2012
Statistiques fréquentielles,

avec détection d’événements PSG
par seuillage

12 N/A Arbre de décision Issues de la littérature
médicale

Koley [98] 2012 Statistiques temporelles
et fréquentielles 39 Sélection itérative assistée

par SVM 21 Union de SVM binaires
(un par classe) N/A

Khalighi [91] 2013 Statistiques temporelles
et fréquentielles >350

Élimination de descripteurs
non-discriminants, suivi
d’un de six algorithmes

de sélection testés

Variable SVM, ADL, MBN
ou AdaBoost N/A

Lajnef [104] 2015 Statistiques temporelles
et fréquentielles 102

Élimination de descripteurs
non-discriminants,

sélection itérative par SVM
<32

Arbre de décision avec
un SVM binaire
à chaque noeud

N/A

Diykh [44] 2016

Statistiques temporelles sur
sous-époques → construction

d’un graphe temporel par époque
→ descripteurs structurels

Variable N/A K-moyennes N/A

Hassan [73] 2017 Statistiques fréquentielles 96 Élimination de descripteurs
non-discriminants

7 Ensemble d’arbres
de décision N/A

Li [110] 2018 Statistiques temporelles
et fréquentielles 33 Élimination de descripteurs

non-discriminants
30 KPPV, arbre de décision

ou forêt aléatoire
Issues des données

(via modèle de Markov)

Alickovic [5] 2018 Statistiques fréquentielles 41 Rapport de gain
(aucune élimination) 41 Ensemble de SVM N/A

Huang [78] 2021 Verrouillage de phase 396 Corrélation bisériale Variable SVM N/A

V. D. Donckt [183] 2022

Statistiques temporelles
et fréquentielles,

y compris sur les époques
voisines

1048 N/A Régression logistique
ou CatBoost N/A
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Sekkal [158] 2022 Statistiques temporelles et
fréquentielles 62 Sélection itérative par

régression ou perceptron Variable

SVM, arbre de décision,
forêt aléatoire, régression
logistique, KPPV, QDA

ou MBN

N/A
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3.1.5 Avantages et inconvénients des modèles classiques

En début de Section 3.1, nous posions la question de la pertinence de l’appren-
tissage classique appliqué à l’annotation automatique de signaux PSG dans l’ère de
l’apprentissage profond. Dans cette section, nous présenterons les avantages et in-
convénients de telles approches, éclairés par l’analyse effectuée ci-avant.

Des descripteurs partiellement arbitraires

Comme dit en Section 3.1.1, l’extraction de descripteurs par analyse statistique
est en grande partie inspirée de la littérature médicale. Ceci dit, il y a un haut de-
gré de variabilité d’une approche à l’autre. Cette variation est notamment visible
au travers du nombre de descripteurs par époque (Table 3.1, colonne 4). De même,
les bandes de fréquence utilisées tendent à différer légèrement entre approches. En
d’autres termes, de par la nature manuelle de cette extraction, les descripteurs obte-
nus varient sans que ces variations soient toujours pleinement justifiées.

Cette observation est renforcée par la prévalence d’une étape de sélection des
descripteurs pertinents, comme vu en Section 3.1.2. La disparité parfois majeure
entre le nombre de descripteurs avant et après sélection (Table 3.1) indique qu’un
grand nombre de statistiques présupposées utiles à la classification s’avèrent non
pertinentes. Il n’y a donc pas encore consensus quant aux statistiques utiles à la clas-
sification de l’état de sommeil par apprentissage. Notons néanmoins que bien que
la plupart des sélections réduisent le nombre de descripteurs de plus de 50% avant
2018 [62, 101, 98, 104, 73], les approches publiées plus récemment tendent à conser-
ver une plus grande proportion de leurs descripteurs [110, 5, 158].

Le compromis sophistication - explicabilité

Comme vu en Section 3.1.3, une limite majeure de l’apprentissage profond est
l’explicabilité. En règle générale, on considérera que plus un modèle d’apprentissage
est sophistiqué, plus il sera capable de représenter des connexions complexes entre
descripteurs et classes, et moins il sera explicable.

Cette « règle » a ses exceptions. Par exemple, à sophistication égale, un arbre de
décision sera souvent mieux explicable qu’un KPPV. Malgré cela, elle demeure une
heuristique pertinente. Une forêt aléatoire sera en général plus difficile à interpré-
ter qu’un arbre de décision ; et de même pour d’autres stratégies d’apprentissage
ensembliste. Ainsi, sélectionner un modèle qui soit à la fois performant et suffisam-
ment explicable est non trivial.

Comparaison aux approches profondes

De nos jours, la pertinence des approches classiques se mesure par comparaison
avec les approches profondes. Comme dit en début de section, les approches pro-
fondes sont aujourd’hui majoritaires en annotation automatique du sommeil, prin-
cipalement pour des questions de performance.

En effet, les réseaux de neurones profonds sont réputés pour leur forte perfor-
mance, au coût d’une large quantité de données d’entraînement et d’un temps d’en-
traînement significatif. En termes de compromis sophistication - explicabilité, ces



26 Chapitre 3. Analyse automatique de l’état de sommeil

réseaux sont généralement hautement sophistiqués. Mais à l’inverse, ils sont éga-
lement connus pour être difficilement explicables, un désavantage majeur face aux
approches classiques dans un contexte médical.

Nous effectuons une analyse des approches profondes appliquées au problème
étudié en Section 3.2. En particulier, nous effectuons une comparaison plus détaillée
entre approches classiques et profondes en Section 3.2.3.

3.2 Les modèles d’apprentissage profond

Il y a une grande diversité des approches par apprentissage profond appliquées
à l’annotation automatique du sommeil par EEG. Pour autant, ces approches ma-
nifestent souvent des points communs. Dans cette section, nous présenterons ces
approches suivant deux axes principaux :

1. Une vue globale des différentes architectures utilisées, et en particulier l’in-
clusion de l’information contenue dans le voisinage de chaque époque ;

2. Une analyse plus détaillée de l’extraction d’information à partir des signaux
PSG.

3.2.1 Architecture et prise en compte du contexte

Considérons un enregistrement PSG, composé d’une collection de signaux 1D
subdivisés en époques de 30 secondes. Nous savons que l’annotation manuelle de
l’état de sommeil d’une époque est éclairée par l’information contenue non seule-
ment dans cette époque, mais aussi dans son voisinage. En particulier, l’information
contextuelle est cruciale pour identifier les transitions entre état de sommeil (Sec-
tion 2.2.2). Ainsi, contrairement aux modèles classiques (Section 3.1), la plupart des
architectures d’apprentissage profond appliquées à cette analyse sont conçues pour
la prendre en compte.

Stratégies de classification

FIGURE 3.2 – Différentes stratégies de classification d’une portion
d’enregistrement PSG, avec ei l’i-ème époque de l’enregistrement.

Tel qu’illustré en Figure 3.2, nous pouvons définir quatre stratégies de classifica-
tion des époques d’un enregistrement :

— Époque à époque, ou one-to-one : le modèle prend une époque en entrée, et
renvoie sa classification.
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— Époque à séquence, ou one-to-many : le modèle prend une époque en entrée,
et renvoie sa classification directe, ainsi que des prédictions sur les époques
voisines. La classification finale est obtenue par combinaison de cette classifi-
cation directe et des prédictions issues des voisins.

— Séquence à époque, ou many-to-one : le modèle prend en entrée une série tem-
porelle d’époques, et renvoie la classification correspondant à l’une de ces
époques.

— Séquence à séquence, ou many-to-many : le modèle prend en entrée une série
temporelle d’époques, et renvoie une classification pour chaque époque de la
séquence.

On parlera de classification « par séquence » pour les stratégies many-to-one et many-
to-many, au vu de la nature de leur entrée. Pareillement, les stratégies one-to-one et
one-to-many seront qualifiées de classification « par époque ».

En ignorant l’information contextuelle, les approches en one-to-one troquent une
partie de l’information utile pour plus de simplicité de calcul. Bien que minoritaires,
ces approches continuent à être proposées [81, 55, 57, 52, 40, 56, 94]. L’information
intra-époque serait donc suffisante pour atteindre un bon niveau de performance
globale.

Ceci dit, considérer la performance globale occulte la performance liée aux
époques de transition, minoritaires dans un enregistrement PSG. Un modèle en
one-to-one sera, par construction, limité dans leur classification.

La stratégie one-to-many permet de prendre en compte l’information contextuelle
tout en conservant la simplicité des approches en one-to-one. Cependant, cet apport
est limité, vu que cette stratégie ne permet pas la comparaison de descripteurs is-
sus de plusieurs époques. À notre connaissance, une seule approche en one-to-many
existe en analyse de sommeil, proposée par Phan et al. [133].

Ainsi, une grande majorité des approches effectuent une analyse contextuelle
plus poussée, au travers d’une classification par séquence (Table 3.2).

Considérons un enregistrement PSG, comprenant une série temporelle de LE
époques. Soit L la longueur d’une séquence d’époques en entrée d’un modèle, et
κ et N deux entiers naturels tels que LE = N × L + κ, avec 0 ≤ κ < L. Les séquences
d’époques sont définies à partir de l’enregistrement par fenêtres glissantes :

— Avec un pas de 1 : N′ = LE - L + 1 séquences successives avec recouvrement
maximal. Cela engendre une importante duplication de données (environ L
fois plus d’époques, en supposant LE ≫ L).

— Avec un pas de L : N séquences successives sans recouvrement, les κ dernières
époques étant ignorées.

Par abus de langage, on parlera de séquences définies avec et sans recouvrement.
Des deux stratégies de classification par séquence, many-to-one est la plus simple

conceptuellement, vu qu’il s’agit essentiellement d’une classification one-to-one avec
une entrée plus large. Pour pouvoir classifier un maximum d’époques, ces approches
se doivent de définir leurs séquences avec recouvrement maximal. Une époque de
chaque séquence sera donc désignée pour la classification.

En accord avec les pratiques d’annotation manuelle (Section 2.2.2), la plupart
des approches en many-to-one [30, 186, 199, 159, 202, 83, 86, 84, 54, 164] choisissent de
classifier l’époque centrale, avec ℓ époques contextuelles de part et d’autre - donnant
L = 2ℓ + 1.

Pour chaque enregistrement, certaines époques de bord seront utilisées exclusi-
vement comme information contextuelle, et ne pourront pas être classifiées. De plus,
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la duplication de données induite par le recouvrement entre séquences augmente les
ressources de calcul nécessaires pour faire tourner le modèle.

Contrairement au many-to-one, la stratégie many-to-many peut définir ses sé-
quences d’époques sans recouvrement (c.à.d. avec un pas de L, voir ci-avant). Cette
stratégie fut visiblement introduite via le modèle DeepSleepNet de Supratak et
al. [173], avant d’être reprise par plusieurs approches subséquentes [144, 85].

Ici, une époque en fin de séquence sera classifiée uniquement à l’aide des
époques qui la précède, tandis qu’une époque en début de séquence n’aura que
les époques qui suivent comme contexte. Cette disparité dans l’environnement de
chaque époque lors de sa classification induit donc un biais important.

Certaines approches [132, 174, 131] résolvent partiellement ce problème en
échantillonnant aléatoirement les séquences d’époques utilisées. Ainsi, au cours
de l’entraînement, une époque donnée pourra être présentée au modèle au sein de
multiples séquences différentes, et donc avec un emplacement différent de l’époque
au sein de chacune de ces séquences. Mais même dans ce cas, lors du test, chaque
enregistrement est analysé sans duplication. La position de chaque époque au sein
de sa séquence, et donc la nature de son contexte, reste donc arbitraire.

Alternativement, au même titre que les approches en many-to-one, une approche
en many-to-many peut définir ses séquences d’époques avec recouvrement. Une telle
implémentation n’est pas plus rapide qu’un many-to-one équivalent, mais en contre-
partie, elle permet une plus grande prise en compte de l’information contextuelle.

En effet, chaque époque d’un enregistrement (hors époques de bord) apparaît
dans L séquences, ayant à chaque fois une position différentes. Hors de l’entraîne-
ment, ces différentes classifications sont combinées pour obtenir une classification
unique par époque.

En d’autres termes, la classification de chaque époque combine jusqu’à L ana-
lyses dans des contextes différents, prenant compte des L - 1 époques précédentes
et suivantes, le double du contexte pris en compte dans les autres approches par
séquence.

Cette version de la stratégie fut introduite par Phan et al. [134, 135, 136, 139, 137],
et fut reprise par d’autres approches en many-to-many [67, 68].

Notons que pour tous modèles par séquence, le choix de la longueur de séquence
L est crucial :

— La complexité de calcul grandit avec L, augmentant les ressources de calcul
nécessaires ;

— Trop d’information contextuelle peut être néfaste, particulièrement si le mo-
dèle n’arrive pas à isoler l’information pertinente.

Dans ce dernier cas, un modèle pourra assigner trop d’importance à une information
inutile, ou ignorer une information utile noyée dans un contexte trop large.

La valeur optimale de L est donc un compromis entre les bénéfices du contexte
et les limites analytiques du modèle. De ce fait, la grande quantité d’information
contextuelle analysée par la dernière stratégie many-to-many pourrait être contre-
productive.

Analyse séquentielle et modèles à deux échelles

Mise à part leur stratégie de classification, les approches par séquence se dis-
tinguent de par l’architecture utilisée pour extraire et comparer les descripteurs issus
de chaque époque d’une séquence.
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Cette analyse peut être vue comme un problème de segmentation 1D, avec assi-
gnation d’un état de sommeil en tout point du signal d’entrée. Ces assignations sont
ensuite combinées pour chaque époque de la séquence pour obtenir la classification
finale (many-to-many).

Cette segmentation peut être effectuée via une architecture de type U-Net [153] :
un réseau de neurones convolutif (CNN) composé de deux branches successives.
Chaque branche comporte le même nombre de niveaux convolutifs, avec sous-
échantillonnage pour la première branche et sur-échantillonnage pour la deuxième,
et des connexions résiduelles entre niveaux équivalents de chaque branche. Deux
approches en U-Net furent proposés par Perslev et al. [132, 131]. Jia et al. sont allés
une étape plus loin avec SalientSleepNet [85], qui implémente une architecture
U2-Net [143]. Ici, chaque niveau convolutif du modèle contient lui-même un
sous-modèle de type U-Net.

Néanmoins, la grande majorité des approches par séquence poursuivent une
analyse à deux échelles (Table 3.2). Ici, l’extraction de descripteurs par époque et la
comparaison de ces descripteurs sont effectuées par deux sous-modèles successifs.
Cela permet d’utiliser une architecture spécialisée pour chaque tâche, et de décou-
pler les descripteurs par époque de leur position dans une séquence. On parlera ici
de sections intra-époque et inter-époque.

Certaines approches à deux échelles n’exploitent que peu ces avantages, et déve-
loppent principalement l’une des deux sections en gardant l’autre triviale.

L’approche de Chambon et al. [30], par exemple, extrait ses descripteurs intra-
époques par CNN, mais utilise une unique couche de perceptron (dans cette thèse,
on parlera de couche FC, pour fully connected, c.à.d. complètement connectée 3) à
l’échelle inter-époque.

À l’inverse, Vilamala et al. [186] et Dong et al. [45] extraient manuellement leurs
descripteurs par époque, et les combinent avant d’analyser la séquence en entier.

Le premier modèle à entièrement exploiter une architecture à deux échelles
semble être DeepSleepNet de Supratak et al. [173]. Comme chez Chambon et al. [30],
leur analyse intra-époque se fait par CNN, mais elle est suivie d’une comparaison
des descripteurs obtenus par réseaux de neurones récurrents (RNN), mieux adaptés
à l’analyse de séquence. DeepSleepNet utilise un CNN intra-époque préentraîné,
suivi à l’échelle inter-époque d’un RNN bi-directionnel basé sur des LSTM [76].
Plus tard, Supratak et al. raffineront leur approche, avec un réseau plus compact et
légèrement plus performant [174].

À partir de DeepSleepNet, Seo et al. ont développé IITNet [159], qui extrait une
série temporelle de vecteurs descripteurs à partir de segments de chaque époque,
avant de les analyser par RNN inter-époque. D’autres exemples plus récents de ce
type d’approche existent [31, 6, 164], mais elle n’est pas aujourd’hui la plus popu-
laire.

Une récente innovation en analyse de séquence fut l’introduction des Transfor-
mers [184] en traitement automatique des langues. Ces architectures utilisent des
mécanismes d’auto-attention au travers des couches d’attention multi-têtes (MHA,
pour multihead attention) pour traiter des séquences de vecteurs. Au vu du haut de-
gré de performance de cette approche, des architectures dérivées des Transformers se
sont vues appliquées à de nombreux domaines. Un exemple en analyse du sommeil
serait l’approche de Qu et al. [144], qui ont combiné leur CNN intra-époque avec un
MHA pour l’analyse inter-époque.

3. Par abus de langage, on pourra également parler de couche « fortement connectée ».
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Qu’il soit à base de RNN ou de Transformers, il est assez naturel de comparer
les descripteurs issus de différentes époques à l’aide d’un sous-modèle adapté à
l’analyse de séquence. Mais le fait est que chaque époque correspond à 30 secondes,
avec des événements caractéristiques de l’ordre de la seconde (cf. Table 2.2). À ce
titre, les approches à deux échelles ont évolué pour représenter chaque époque sous
forme de série temporelle de descripteurs. Ainsi, des modèles furent proposés uti-
lisant aux deux échelles des RNN [134, 135, 136, 137, 67, 68] ou des mécanismes
d’auto-attention [202, 139, 140]. Cette interprétation de chaque époque comme sous-
séquence est aujourd’hui majoritaire dans au sein des approches par séquence (c.à.d.
many-to-one et many-to-many), démontrant leur pertinence en analyse automatique
du sommeil.

Des modèles présentés ci-avant, peu prennent en entrée plus de quatre signaux
PSG. Parmi ceux qui le font [30, 67, 68], leur architecture n’est pas conçue pour ana-
lyser les relations entre ces signaux. Ces modèles ne prennent donc pas en compte la
connectivité fonctionnelle entre signaux EEG, pourtant pertinente (Section 2.3.2).

Cette connectivité peut assez naturellement être exprimée sous forme de
graphes, et être analysée par réseaux de neurones adaptés auxdits graphes (GNN).
Une telle approche fut d’abord proposée par Jia et al., au travers de leur modèles
GraphSleepNet [86] et MSTGCN [84]. Plus récemment, Einizade et al. ont développé
le modèle ProductGraphSleepNet [54] à partir de ces travaux.

Leur section intra-époque commence par l’apprentissage d’un graphe (GL, pour
graph learning) à partir des signaux. Ici, les sommets correspondent aux électrodes,
et les arêtes encodent la la similarité entre signaux de deux électrodes. Après cela,
chaque graphe entre dans un sous-réseau convolutif sur graphes (GCN) afin de com-
biner les informations des sommets. Jia et al. [86, 84] font précéder cette convolution
d’un mécanisme d’attention temporel, mêlant ainsi les étapes intra et inter-époques.

Les différents auteurs accomplissent la combinaison inter-époque des graphes
de différentes manière. Einizade et al. [54] réduisent chaque graphe de la séquence
à un vecteur, avant d’analyser la séquence par RNN. Ils re-construisent ensuite un
graphe temporel par GL avant de l’analyser via GNN attentif. Jia et al. [86, 84], eux,
appliquent des convolutions temporelles sur chaque sommet avant de synthétiser
l’information et d’obtenir leur classification.

À noter que les GNN, comme la plupart des techniques d’analyse de graphe,
sont conçus pour être insensibles à la numérotation des sommets. Ce faisant, ils ex-
traient l’information contenue dans la structure même du graphe. Or, ne serait-ce
qu’en EEG, la position des électrodes est une information pertinente en analyse du
sommeil (Section 2.3). À ce titre, les GNN ne sont pas optimaux pour analyser une
collection de signaux PSG dans ce contexte.

3.2.2 Traitement des signaux PSG

Quelque soit l’approche utilisée pour analyser les signaux PSG, il est crucial de
prendre en compte la nature de ces signaux et leurs propriétés.

Une réalité de toute mesure physique est l’introduction d’information non per-
tinente dans les enregistrements. Par abus de langage, on qualifiera souvent cette
information de bruit. Pour une base de données PSG, cela est vrai d’un enregistre-
ment à un autre, mais aussi au sein d’un même enregistrement. Dans les deux cas, le
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matériel utilisé, l’usure des électrodes, certaines caractéristiques physiques non per-
tinentes d’un sujet, etc. peuvent faire varier la comparabilité des signaux et affecter
la capacité d’un modèle à les analyser.

Une solution commune à ce problème consiste à normaliser nos données. Pour
nos signaux PSG, bien que leurs variations au cours du temps soient utiles, l’am-
plitude absolue ne l’est pas ; ainsi, plusieurs approches ont décidé de prétraiter ces
signaux en normalisant cette amplitude [30, 202, 131, 140, 57].

Classiquement, il s’agit d’une normalisation de type Z-score :

ex =
x − µx

σx
. (3.1)

Ici, x est un signal 1D comprenant d échantillons, correspondant à la totalité d’un
signal PSG [202, 140, 57] ou à une seule époque [30]. La moyenne euclidienne et
l’écart-type de x sont respectivement notés µx et σx. Le signal normalisé, ex, conserve
les variations de x tout en étant centré (µex = 0) et réduit (σex = 1).

À noter que les signaux PSG étant biologiques, ils encodent une information spé-
cifique au sujet correspondant, qui n’est pas entièrement retirée par la normalisation
ci-dessus.

Extraction de composantes fréquentielles

Comme vu en Section 2.3.1, les éléments des signaux EEG indicateurs de l’état
de sommeil présentent des caractéristiques fréquentielles spécifiques, qu’ils soient
de courte ou longue durée. C’est pourquoi, comme pour l’analyse classique (Sec-
tion 3.1.1), de nombreuses approches profondes analysent les caractéristiques fré-
quentielles de ces signaux.

Une première approche consiste à filtrer chaque signal suivant plusieurs bandes
de fréquences, souvent similaires à celles présentées en Table 2.1. Après cela, simi-
lairement aux approches classiques (Section 3.1.1), des descripteurs définis manuel-
lement synthétisent l’information de chaque bande.

GraphSleepNet [86] et ProductGraphSleepNet [54] utilisent l’entropie différen-
tielle, tandis que SleepPrintNet [83] et l’approche de Dong et al. [45] utilisent la den-
sité spectrale de puissance (DSP). SleepPrintNet utilise cette DSP entre plusieurs
signaux EEG pour générer des cartes spacio-temporelles par interpolation. Ce cal-
cul de descripteurs induit toutefois une importante réduction de l’information dis-
ponible, problème qui est aggravé par l’absence d’apprentissage pour sélectionner
l’information la plus pertinente.

Alternativement, plutôt qu’un unique vecteur, nous pouvons construire un
spectre temps-fréquence à partir de chaque signal sur une époque. Comme vu en
Section 3.1.1, un tel spectre est obtenu en subdivisant un segment de signal, suivi
d’une décomposition spectrale de chaque sous-segment par transformée de Fourier.
L’image 2D résultante contient un continuum de caractéristiques du signal, autant
fréquentiellement que temporellement.

Vilamala et al. [186] utilisent ce procédé pour générer des images à partir
d’époques, pour une analyse par CNN visuel (modèle d’architecture VGG16 [165]
préentraîné sur la base de données ImageNet [155]).

Plus récemment, Phan et al. [133, 134, 135, 139, 136, 137] ont utilisé de tels spectres
pour représenter chaque époque sous forme de séquence, qui pourra être ensuite
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analysée par un RNN ou un MHA. Cette stratégie fut également reprise par d’autres
approches [67, 68, 57, 40, 100].

Enfin, CoSleepNet d’Efe et Ozen [52] traite les signaux PSG et leur représentation
fréquentielle par transformée en cosinus discrète (TCD) en parallèle. Chaque signal
passe par un CNN et un RNN, avant combinaison de leurs descripteurs.

Notons toutefois que de nombreuses méthodes (Table 3.2) privilégient une ex-
traction de descripteurs par des convolutions 1D, plutôt que par une analyse fré-
quentielle directe. Une convolution étant équivalente à une multiplication dans l’es-
pace de Fourier, ces approches peuvent également être rattachées à l’analyse fré-
quentielle. Pour cette raison, les opérations convolutives d’un CNN sont souvent
appelées « filtres ».

Afin d’extraire des informations de haute fréquence et de basse fréquence, cer-
tains modèles [173, 83, 84, 55, 140, 57] analysent chaque signal via plusieurs branches
de CNN parallèles, la taille des filtres convolutifs pouvant différer d’un ordre de
grandeur d’une branche à l’autre. Néanmoins, cette utilisation des CNN semble peu
dominante.

À tire de contre-exemple, dans leur modèle TinySleepNet [174], Supratak et al.
ont décidé d’utiliser une seule branche. D’après eux, un nombre suffisant de petits
filtres convolutifs successifs possède un champ réceptif assez vaste pour émuler le
fonctionnement de filtres convolutifs plus larges.

Combinaison de différentes modalités

En polysomnographie, la position des électrodes EEG est importante, vu que
les signaux obtenus représentent une activité cérébrale locale. Ces différences entre
signaux, significatives au sein d’une même modalité, sont accentuées lorsque l’on
compare plusieurs modalités (EOG, EMG, ECG...). Par exemple, l’activité musculaire
mesurée par EOG n’aura pas les mêmes caractéristiques que l’activité cérébrale.

Comme nous pouvons le voir en Table 3.2, la nature et le nombre de signaux
PSG utilisés peut varier drastiquement d’une approche à l´autre. De nombreuses
approches, par exemple, analysent un seul signal EEG, présupposant que l’informa-
tion contenue dans ce signal est suffisante pour atteindre un niveau de performance
satisfaisant [173, 186, 132, 81, 174, 159, 164, 144, 202, 139, 137, 55, 31].

À noter qu’au lieu d’une dérivation EEG standard, acquis entre une électrode
EEG et une électrode de référence (Section 2.2.1), certaines approches utilisent une
dérivation de type EEG-EEG (entre deux électrodes EEG 4), voire de type EEG-EOG.
La première option est souvent non justifiée par les auteurs, et découle générale-
ment de l’utilisation de bases de données comprenant des signaux EEG-EEG [90,
67]. Les dérivations EEG-EOG [173, 45, 174, 159] sont, elles, générées afin d’inclure
dans l’analyse l’information liée aux mouvements oculaires, pertinente en étude
du sommeil (Section 2.2.2), tout en conservant la simplicité d’une approche mono-
signal. Néanmoins, cette combinaison engendre immanquablement une dégradation
de l’information contenue dans les signaux EEG et EOG originels.

De nombreuses approches intègrent l’information contenue dans les modalités
non-EEG en analysant plusieurs signaux PSG par enregistrement, y compris au
moins un signal EEG et un signal EOG. Néanmoins, parmi celles-ci, certaines
architectures ne discriminent pas les différentes modalités dans leur analyse. Par
exemple, GraphSleepNet [86] et ProductGraphSleepNet [54] appliquent la même

4. On pourra également parler ici de montage bipolaire.
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procédure d’analyse fréquentielle aux modalités EEG, EOG, EMG et ECG. De
même, plusieurs approches basées sur des CNN [133, 84, 131, 6, 136] considèrent les
différents signaux PSG comme les canaux de l’image d’entrée. Elles combinent donc
plusieurs modalités dès la première couche convolutive. Enfin, après génération de
spectres, certaines approches combinent l’axe fréquentiel et l’axe des signaux par
concaténation [134, 135, 136] ou simple couche FC [67, 68].

Ceci dit, certaines approches multi-signal opèrent un plus grand degré de dis-
crimination entre les modalités. Dans ces cas-là, l’architecture utilisée reste généra-
lement la même d’une modalité à l’autre, mais les paramètres appris sont distincts,
permettant ainsi l’extraction de descripteurs spécifiques à chaque modalité. Cham-
bon et al. [30] effectuent une discrimination partielle, regroupant signaux EEG et
EOG dans une même analyse par CNN, mais un CNN distinct est utilisé pour les
signaux EMG. Similairement,cSleepPrintNet de Jia et al. [83] et l’approche de Zhang
et al. [199] sautent l’échelle intra-époque, et analysent chaque modalité séparément
par CNN inter-époque. Dans SalientSleepNet, Jia et al. [85] analysent EEG et EOG au
travers de modèles de segmentation parallèles. Enfin, plusieurs approches par Trans-
formers [140, 40, 94] divisent l’analyse intra-époque de leurs modèles (Section 3.2.1)
en deux sous-échelles : intra-signal et inter-signal, avec analyse par MHA à chaque
échelle et poids indépendants pour chaque section intra-signal. CoRe-Sleep de Kon-
tras et al. [100] va plus loin, analysant chaque modalité dans des branches multi-
échelles séparées, avec combinaison inter-signal aux échelles intra- et inter-époques.

À noter que prendre en compte les différences entre modalités entraîne sou-
vent une augmentation de la complexité du modèle, ce qui peut se révéler contre-
productif. Cela est particulièrement vrai pour une approche par Transformers, l’ar-
chitecture de ces derniers étant peu adaptée aux séquences de données à plus d’une
dimension [184]. Par exemple, plutôt que de diviser leur section intra-époque en
sous-sections intra- et inter-signal, Phan et al. ont imposé une analyse mono-signal
à leur modèle SleepTransformer [139], malgré leur utilisation de multiples signaux
dans d’autres modèles avec analyse multi-échelles par RNN [134, 135, 136].
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TABLE 3.2 – Résumé des approches d’apprentissage profond présentées en Section 3.2.

Données analysées Section intra-époque Section inter-époqueModèle
ou équipe Date Combinaisons utilisées

de signaux PSG Total Descripteurs
par. . .

Analyse
supplémentaire

Analyse
par. . .

Stratégie de
classification

DeepSleepNet [173] 2017 1 EEG-EEG 1 EEG-EOG 1 CNN N/A RNN Many-to-many
Vilamala [186] 2017 1 EEG-EEG 1 Spectres N/A CNN Many-to-one

Chambon [30] 2018
2→20 EEG

& 0→2 EOG
&0→3 EMG

2→25 CNN N/A 1 FC Many-to-one

Phan [133] 2018 1 EEG-EEG
& 1 EOG

1 EEG
& 1 EOG
& 1 EMG

2 ou 3 Spectres CNN N/A One-to-many

Dong [45] 2018 1 EEG-EOG 1 DSP
& amplitude N/A RNN Many-to-one

U-Time [132] 2019 1 EEG 1 EEG-EEG 1 N/A U-Net Many-to-many

SeqSleepNet [134] 2019
1 EEG

& 1 EOG
& 1 EMG

3 Spectres RNN RNN Many-to-many

Humayun [81] 2019 1 EEG-EEG 1 CNN N/A N/A One-to-one
IITNet [159] 2020 1 EEG 1EEG-EEG 1 EEG-EOG 1 CNN N/A RNN Many-to-one

Qu [144] 2020 1 EEG 1 EEG-EEG 1 CNN N/A MHA Many-to-many
Zhu [202] 2020 1 EEG-EEG 1 CNN MHA MHA Many-to-one

TinySleepNet [174] 2020 1 EEG-EEG 1 EEG-EOG 1 CNN N/A RNN Many-to-many

SeqSleepNet+ [135] 2020
1 EEG

& 1 EOG
& 1 EMG

1 EEG-EEG
& 1 EOG
& 1 EMG

1 EEG-EEG
& 1 EOG 2 ou 3 Spectres RNN RNN Many-to-many

SleepPrintNet [83] 2020
6 EEG

& 2 EOG
& 3 EMG

11 N/A
CNN

& DSP
interpolée

Many-to-one

SimpleSleepNet [67] 2020

8 EEG(-EEG)
& 2 EOG
& 1 EMG
& 1 ECG

12 EEG(-EEG)
& 2 EOG
& 1 EMG
& 1 ECG

12 ou 16 Spectres RNN RNN Many-to-many

GraphSleepnet [86] 2020

20 EEG
& 2 EOG
& 3 EMG
& 1 ECG

26 Entropie
différentielle GL & GCN CNN Many-to-one

Zhang [199] 2020
2 EEG

& 2 EOG
& 1 EMG

2 EEG-EEG
& 2 EOG
& 1 EMG

5 N/A CNN Many-to-one
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MSTGCN [84] 2021

6 EEG
& 2 EOG
& 3 EMG
& 1 ECG

20 EEG
& 2 EOG
& 3 EMG
& 1 ECG

12 ou 26
CNN

& info.
géométrique

GL & GCN CNN Many-to-one

U-Sleep [131] 2021 1 EEG
& 1 EOG

1 EEG-EEG
& 1 EOG 2 N/A U-Net Many-to-many

SalientSleepNet [85] 2021 1 EEG-EEG
& 1 EOG 2 N/A U2-Net Many-to-many

AttnSleep [55] 2021 1 EEG 1 EEG-EEG 1 CNN MHA N/A One-to-one

RobustSleepNet [68] 2021
8 EEG(-EEG)

& 2 EOG
& 1 EMG

12 EEG(-EEG)
& 2 EOG
& 1 EMG

11 ou 15 Spectres RNN RNN Many-to-many

Alvarez-Estevez [6] 2021
2 EEG

& 1 EOG
& 1 EMG

2 EEG-EEG
& 1 EOG
& 1 EMG

4 CNN N/A RNN Many-to-?

XSleepNet [136] 2022 1 EEG-EEG
& 1 EOG

1 EEG
& 1 EOG
& 1 EMG

2 ou 3 CNN
& Spectres RNN RNN Many-to-many

SleepTransformer [139] 2022 1 EEG 1 EEG-EEG 1 Spectres RNN RNN Many-to-many

Pradeepkumar [140] 2022 1 EEG-EEG
& 1 EOG 2 CNN MHA MHA Many-to-many

L-SeqSleepNet [137] 2023 1 EEG 1 EEG-EEG 1 Spectres RNN RNN Many-to-many

MultiChannelSleepNet [40] 2023 2 EEG-EEG
& 1 EOG

2 EEG
& 2 EOG 3 ou 4 Spectres MHA N/A One-to-one

ProductGraphSleepNet [54] 2023 2 EEG-EEG
& 1 EOG

20 EEG
& 2 EOG
& 3 EMG
& 1 ECG

3 ou 26 Entropie
différentielle GL & GCN

RNN
& GL

& GAT
Many-to-one

SleepCapsNet [31] 2023 1 EEG-EEG 1 CNN N/A RNN
& auto-attention Many-to-many

ADAST [56] 2023 1 EEG 1 EEG-EEG 1 CNN MHA N/A One-to-one

Fang [57] 2023 1 EEG-EEG 1 CNN
& Spectres

CNN
attentif N/A One-to-one

CoSleepNet [52] 2023 1 EEG
& 1 EOG

1 EEG-EEG
& 1 EOG 2 DCT

& CNN RNN N/A One-to-one

DFformer [94] 2024 1 EEG 1 EEG-EEG 1 CNN MHA N/A One-to-one

CoRe-Sleep [100] 2024 1 EEG
& 1 EOG 2 Spectres MHA MHA Many-to-?

Sharma [164] 2024 1 EEG 1 EEG-EEG 1 CNN N/A RNN Many-to-one
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3.2.3 Comparaison aux approches classiques

En Section 3.1.5, nous avons présentés les différents avantages et inconvénients
des approches d’apprentissage classiques pour automatiser l’annotation du sommeil
à partir de signaux PSG. Dans cette section, nous comparons ces approches avec les
approches profondes explorées ci-avant.

L’extraction de descripteurs

Les approches classiques tendent à extraire leurs descripteurs des signaux exclu-
sivement au travers de statistiques manuellement définies. À l’inverse, une caracté-
ristique majeure de l’apprentissage profond est que cette extraction de descripteurs
est apprise. Les descripteurs obtenus seront ainsi adaptés aux données et à la tâche
à effectuer.

Cela ne veut pas dire que les approches profondes ignorent la littérature médi-
cale dans l’extraction de descripteurs. Comme vu en Section 3.2.2, les données sont
souvent prétraitées avant d’être analysées par apprentissage, afin de mettre en avant
l’information utile. Ce prétraitement, ainsi que l’architecture du modèle profond ef-
fectuant l’extraction des descripteurs, sont généralement éclairés par une expertise
médicale.

Comparaison des performances

Contrairement aux autres approches classiques considérées en Section 3.1, l’ap-
proche récente proposée par Van Der Donckt et al. [183] se présente directement
comme une alternative à l’apprentissage profond. Nous pouvons donc utiliser leurs
résultats, ainsi que les performances des approches profondes de l’État de l’Art aux-
quelles ils se comparent, pour estimer l’écart de performance entre approches clas-
siques et profondes en analyse automatique du sommeil.

Lesdits résultats et performances, obtenus via la bases de données MASS
SS3 [125] et SleepEDF [90], sont présentés en Table 3.3. Ces bases de données seront
explorées plus en détail en Section 3.3. Comme vu dans la table, Van Der Donckt
et al. comparent leur implémentation de deux modèles classiques (CatBoost et
régression logistique) à des approches profondes de référence (cf. Table 3.2). Sur
MASS SS3 comme sur SleepEDF, ces approches classiques atteignent un niveau
de performance légèrement inférieur à celui de la plupart des modèles profonds
récents.

Notons cependant que ces résultats ne sont pas parfaitement comparables, au
vu des différences de méthodologie d’une approche à l’autre (ne serait-ce que par
l’utilisation de blocs de validation croisée différents). Dans le cas de la Table 3.3,
cet effet est vraisemblablement mineur, vu que la même base de données est uti-
lisée à chaque fois. Néanmoins, cette supposition est parfois plus hasardeuse. Un
exemple est l’approche de Sekkal et al. [158], une autre approche classique se com-
parant à des approches profondes via la base SleepEDF. Comme Van Der Donckt et
al., les auteurs présentent des résultats légèrement inférieurs à l’État de l’Art pro-
fond. Cette conclusion est cependant discutable, car ils n’entraînent leur modèle que
sur 19 enregistrements parmi les 153 de SleepEDF, et se comparent à des approches
analysant d’autres sous-ensembles de la base [61, 64, 50] ou la base toute entière [200,
50]. Ce problème de comparabilité des approches sera exploré plus en détails en Sec-
tion 6.5.1.
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TABLE 3.3 – Résultats de Van Der Donckt et al. [183] sur les bases
SleepEDF et MASS SS3, et leurs points de comparaison.

BDD
Modèle

ou équipe
Signaux PSG

Exactitude
globale

MF1

CatBoost [183] 83,1 77,5
Régression

logistique [183]

2 EEG-EEG
& 1 EOG & 1 EMG 82,1 77,1

TinySleepNet [174] 1 EEG-EEG 83,1 78,1

RobustSleepNet [68]
2 EEG-EEG

& 1 EOG
/ 82,2

XSleepNet [136]
1 EEG-EEG

& 1 EOG
84,0 78,7

SleepEDF

SleepTransformer [139] 1 EEG-EEG 81,4 74,3
CatBoost [183] 86,7 81,7

Régression
logistique [183]

2 EEG
& 1 EOG & 1 EMG 85,3 80,7

TinySleepNet [174] 1 EEG-EEG 87,5 83,2

SimpleSleepNet [67]

2 EEG-EEG
& 1 EEG-EOG

& 1 EOG
& 1 EMG

/ 84,7

U-Sleep [131]
1 EEG

& 1 EOG
/ 80MASS SS3

RobustSleepNet [68]
3 EEG

& 2 EOG
& 1 EMG

/ 76,3
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En conclusion

En ce qui concerne l’analyse automatique du sommeil par signaux PSG, les ap-
proches par apprentissage profond semblent surclasser les approches classiques. Les
modèles profonds dominent en termes de performance de classification et de per-
tinence des descripteurs calculés, et bien que les modèles classiques tendent à être
mieux explicables (Section 3.1.5), les modèles classiques les plus performants ne sont
pas facilement explicables.

Sur ce dernier point, notons également que l’explicabilité des modèles profonds
est un champ de recherche actif. De nombreuses approches ont été développées pour
mieux comprendre leur raisonnement intrinsèque [25]. Les approches profondes
permettent donc d’obtenir de meilleures performances tout en conservant une cer-
taine explicabilité.

Le haut niveau de performance des approches profondes découle notamment de
leur extraction de descripteurs. Tandis que les approches classiques sont beaucoup
plus dépendants de l’État de l’Art pour cette extraction, les approches profondes ef-
fectuent une extraction automatique, permettant d’identifier toute information utile
omise par la littérature en vigueur.

Un avantage des modèles classiques que nous avons peu exploré est leur rapi-
dité de calcul. À l’inverse, les modèles profonds tendent à être coûteux en termes
de ressources de calcul. Au vu de leur performance toujours comparable à l’État
de l’Art en apprentissage profond, les approches classiques pourraient donc être
particulièrement pertinentes pour une application embarquée. Cependant, de telles
applications sortent du cadre de cette thèse. Pour ces raisons, nous privilégierons les
approches profondes aux approches classiques dans le reste de ce manuscrit.

3.3 En contexte multi-base

Un obstacle majeur à l’automatisation de l’annotation des signaux PSG est la
non-uniformité des données. Outre le bruit introduit dans chaque enregistrement
au cours de l’acquisition (Section 3.2.2), le protocole expérimental peut également
changer d’un environnement à l’autre. Un exemple de cela est la disparité entre les
bases de données PSG publiques, pouvant différer largement en termes de nature
et nombre des signaux PSG inclus (Table 3.4) 5. Une approche appliquée en milieu
clinique se doit d’être performante malgré un tel contexte multi-base.

La solution la plus pratique pour l’utilisateur serait d’employer un modèle ca-
pable de conserver un bon niveau de performance dans plusieurs environnements
PSG. On parlera de transfert direct (TD).

Le réseau SimpleSleepNet [67] fut créé avec cet objectif en tête. Il fut entraîné
sur les deux sous-ensembles de la base Dreem (Table 3.4) : DOD-H (sujets sains) et
DOD-O (sujets souffrant d’apnée du sommeil). Lorsqu’entraîné sur DOD-O et testé
sur DOD-H, le modèle présente une exactitude de 84,8%; une baisse de 4 points
d’exactitude comparé à sa performance sur DOD-O uniquement (égale à 88,3%).
Néanmoins, inverser les deux bases de données entraîne une baisse de 27 points
(62,6% contre 89,9%). Ainsi, les spécificités de la base d’entraînement peuvent être
plus ou moins propices à la classification dans d’autres bases.

5. Dans ce travail de thèse, nous utilisons les bases MASS SS1 et SS3, ainsi que Dreem DOD-H. Les
signaux EEG de DOD-H utilisent une référence contralatérale (Section 2.2.1), tandis que ceux de SS1 et
SS3 utilisent une référence commune, dérivée des électrodes A1 et A2 (Figure 2.1).
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TABLE 3.4 – Signaux PSG inclus dans les bases de données publiques
communément utilisées. Seuls les signaux EMG au niveau du menton

sont considérés.

Base de données
Signaux. . .

EEG EEG-EEG EOG EMG ECG Total
SleepEDF [90] 0 2 1 1 0 4

SHHS [198, 145] 2 0 2 1 1 6
ISRUC-Sleep I à III [92] 6 0 2 1 1 10

Dreem DOD-O [67] 5 3 2 1 1 12
Dreem DOD-H [67] 5 7 2 1 1 16

MASS SS1 [125] 17 ou 19 0 2 3 1 23 ou 25
MASS SS2 [125] 19 0 4 1 1 25
MASS SS3 [125] 20 0 2 3 1 26
MASS SS4 [125] 4 0 4 1 3 12
MASS SS5 [125] 20 0 2 3 1 28

Alvarez-Estevez et Rijsman [6] résolvent ce problème en employant une collec-
tion de bases d’entraînement, et en entraînant leur modèle sur chaque base indé-
pendamment. Toute nouvelle entrée est ensuite classifiée par vote majoritaire des
sorties de chaque modèle. Ce faisant, ils font abstraction des spécificités de chaque
base, permettant à l’ensemble de modèles de mieux généraliser.

Néanmoins, une solution plus commune consiste à faire de l’apprentissage par
transfert (AT). Étant donné un modèle entraîné sur une première base de données,
il peut être réentraîné sur une base similaire, généralement plus petite. Si les bases
sont bien choisies, le modèle obtenu convergera plus rapidement et/ou sera plus
performant que s’il avait été entraîné uniquement sur la seconde base [135, 68, 136,
139, 137, 175]. Par construction, l’AT est plus performante que le TD; c’est pourquoi
certains auteurs incluent ce dernier uniquement pour souligner les bonnes perfor-
mances de l’AT [135, 68, 175].

Une application clinique avec AT nécessiterait l’établissement d’une base de don-
nées annotée. Après entraînement, le modèle sera fixe, et utilisable sans contraintes
supplémentaires. Ceci dit, tout changement de l’environnement PSG pourra néces-
siter une nouvelle base de données et un réapprentissage.

Une solution partielle fut présentée par Kim et al. via leur modèle DFformer [94].
Afin de mieux généraliser l’extraction des descripteurs de signaux EEG, ils en-
traînent une architecture de type encodeur-décodeur sur une première base EEG
pour reconstruire les signaux d’entrée. La partie encodeur est ensuite réentraînée
sur une seconde base. Crucialement, la première base n’a pas besoin d’être annotée,
ce que les auteurs ont démontré en utilisant des bases développées pour les ICM [24,
107].

Le modèle ADAST d’Eldele et al. [56] emploie une autre technique d’apprentis-
sage multi-bases. Il classifie non seulement l’état de sommeil, mais aussi la source
des signaux PSG. Cela lui permet de mieux découpler le bruit des éléments perti-
nents de chaque source. On parlera ici d’adaptation de domaine (AD).

Les approches ci-avant nécessitent toutes la présence de multiples bases de don-
nées annotées. Cependant, comme dit en Introduction, l’annotation manuelle du
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sommeil est coûteuse. Outre cela, de multiples standards d’annotation existent (Sec-
tion 2.2.2), et la combinaison de bases de données annotées suivant différents stan-
dards peut être problématique.

Une stratégie permettant d’utiliser ces données non-annotées (ou à annotation
incompatible) serait d’initialiser les poids du modèle utilisé par apprentissage auto-
supervisé. Cette stratégie consiste en un entraînement des couches du modèle sur
un problème annexe ne nécessitant pas d’annotation, par exemple au travers d’une
re-création du signal d’entrée par auto-encodeur. Une telle initialisation des poids
du modèle via des données non annotées sera souvent plus performante qu’une
initialisation aléatoire.

Ainsi, Banville et al. [12] ont défini et testé plusieurs stratégies d’apprentissage
auto-supervise pour l’annotation automatique du sommeil par EEG. De là, les au-
teurs ont pu observer une séparation pertinente des données dans l’espace latent
après apprentissage auto-supervisé, résultant en une amélioration des performances
finales.

3.4 Gestion du déséquilibre de classes

D’après une étude publiée en 2022 [138], les modèles d’apprentissage profond
appliqués à ce problème ont atteint un haut niveau de performance globale. Ce
constat s’applique à certaines bases de données publiques (Table 3.4), issues prin-
cipalement de sujets sains ; les auteurs notent toutefois une baisse de performance
sur sujets avec pathologies du sommeil. Ceci dit, même sur sujets sains, une bonne
performance globale ne veut pas dire une performance homogène.

L’annotation de l’état N1 (ou S1 en annotation R&K, voir Section 2.2.2), par
exemple, est souvent significativement plus mauvaise que celle des autres classes.
De fait, pour toutes les approches classiques ou profondes en Tables 3.1 et 3.2
présentant leurs performances par classe, les performances liées à cet état sont
systématiquement les plus faibles, tout du moins sur les bases de données PSG
standard 6. Notons cependant que quelques articles ne présentent pas leurs perfor-
mances par classe, que ce soit en apprentissage classique [183] ou profond [68, 6,
136, 56, 100]. De plus, l’approche de Herrera et al. [75] regroupent les états S1 et S2,
nous empêchant de faire la même observation à leur sujet. Ceci dit, cela ne contredit
pas notre conclusion : l’état N1/S1 semble particulièrement difficile à classifier.
Au vu de son utilité en diagnostic, notamment en ce qui concerne les troubles de
vigilance (Section 2.1.1), cette sous-performance est problématique.

Un enregistrement PSG ne garantit pas un même nombre d’époques par classe.
Au contraire, les classes sont souvent déséquilibrées, et les moins représentées
tendent à être les moins performantes. Certaines approches corrigent ce déséqui-
libre à l’entraînement par sur-échantillonage, et donc duplication de données. Ainsi,
elles favorisent la performance des classes minoritaires, au prix d’un entraînement
plus long.

La stratégie de sur-échantillonage varie selon la stratégie de classification
(Section 3.2.1). Hors classification en many-to-many, étant donnée une séquence
d’époques en entrée, il y aura toujours une époque de « référence ». Le sur-
échantillonnage se fera donc au travers de la classe de cette référence [186, 133,
30].

6. C.à.d. les bases de données en Table 3.4.
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Pour les approches en many-to-many, plusieurs façons de sur-échantillonner
existent. DeepSleepNet [173] effectue un pré-entraînement en one-to-one de leur
section intra-époque, permettant un sur-échantillonnage trivial. Perslev et al. [132,
131], eux, sur-échantillonnent en sélectionnant aléatoirement une classe, puis une
époque, et enfin une position dans la séquence pour définir les séquences d’entrée.

À noter qu’appliquer une telle duplication à une approche par séquence
duplique également des époques de classes non minoritaires, allant ainsi à l’en-
contre de l’effet voulu. Cela est particulièrement vrai en one-to-many [133] et
many-to-many [132, 131], où chaque époque est classifiée.

Cette compensation des classes peu performantes peut être également atteinte
par pondération de la fonction de coût. Ici, l’augmentation des pénalités associées
aux classes mal classifiées permet de renforcer l’importance de ces classes.

Certains auteurs pondèrent la fonction de coût semi-arbitrairement, en asso-
ciant un poids supérieur aux classes peu performantes [202, 174, 55, 140]. Dans un
contexte d’apprentissage, cette approche est discutable.

D’autres appliquent une pondération basée sur la fréquence d’apparition des
classes, soit sur l’ensemble de la base d’entraînement [81], soit en se restreignant au
lot (batch) analysé [132, 144, 31]. Cette approche ne considère que le déséquilibre des
classes comme source de mauvaises performances. Ceci dit, il n’y a aucune garantie
qu’il s’agisse du seul facteur en jeu.

Pondérer le coût via la performance sur chaque classe plutôt que par la fréquence
des classes peut donc être plus pertinent.

Un exemple d’une telle pondération par la performance est le modèle CoSleep-
Net [52], qui utilise une fonction de type focal loss [115], réduisant exponentiellement
l’influence des classes bien classifiées.

Pour sa part, XSleepNet [136] définit sa pondération via la distribution de proba-
bilité des données d’un côté, et le taux de sur-apprentissage au cours de l’entraîne-
ment de l’autre. Les deux sont estimés dynamiquement.

Enfin, Fang et al. [57] résolvent ce déséquilibre par adaptive boosting (Ada-
Boost) [63], c’est à dire en entraînant un ensemble de classifieurs simples pour
obtenir une classification finale par vote majoritaire 7. Les classifieurs sont entraînés
séquentiellement, avec pondération du coût en fonction des performances par classe
du classifieur précédent.

Notons que cette dernière approche est similaire à celle employée par Alvarez-
Estevez et Rijsman [6] (Section 3.3), appliquée ici au déséquilibre de classes au sein
d’une base plutôt qu’à plusieurs bases.

3.5 En conclusion

L’automatisation de l’analyse du sommeil par polysomnographie n’est pas une
idée nouvelle. En particulier, des approches par apprentissage machine ont été pro-
posées depuis plus d’une décennie. Aujourd’hui, bien que des approches d’appren-
tissage classique conserve un certain degré de pertinence de par leur simplicité et ex-
plicabilité intrinsèque (Section 3.1.5), la majorité des nouvelles approches se basent
sur l’apprentissage profond, généralement plus performant (Section 3.2).

Il existe une grande diversité parmi ces approches profondes, mais l’approche la
plus commune consiste à faire une analyse de séquences d’époques à deux échelles

7. Cette technique est souvent appliquée aux arbres de décision, comme vu en Section 3.1.3.
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(intra-époque et inter-époque), popularisée par DeepSleepNet [173] (Section 3.2.1).
Ceci dit, il n’y a aucun consensus en termes de la nature et du nombre de signaux
PSG analysés, du prétraitement des signaux, et du type d’analyse effectuée au sein
de l’architecture profonde du modèle utilisé (Section 3.2.2).

Outre la nature du modèle choisi, une automatisation de l’annotation du som-
meil utilisable en milieu clinique doit être robuste à la variabilité inhérente aux don-
nées PSG. De par leur nature, deux jeux de données PSG peuvent présenter des
différences significatives, que l’approche choisie devra surmonter (Section 3.3). Mais
même au sein d’un même jeu de données, un déséquilibre parmi les états de sommeil
présents pourra favoriser la performance de classification de certains états plutôt que
d’autres (Section 3.4). Bien que des solutions à ces problèmes ont été proposées, il n’y
a pas encore de consensus quant à la meilleure stratégie à adopter.



43

Chapitre 4

Géométrie des matrices
Symétriques Définies Positives

Dans ce travail de thèse, nous classifions automatiquement l’état de sommeil par
l’analyse de matrices de covariance. Il est donc nécessaire de comprendre la structure
de ces matrices, afin de pouvoir exploiter au mieux l’information qu’elles encodent.

Comme nous le verrons dans ce chapitre, nous pouvons analyser la covariance
au travers de l’ensemble des matrices symétriques définies positives (SDP). Nous
étudierons la structure géométrique de cet ensemble, ainsi que les méthodes déve-
loppées pour son analyse.

4.1 Propriétés matricielles

Dans cette section, nous considérons les ensembles matriciels suivants :
— Rn×n l’ensemble des matrices (réelles) carrées de taille n ;
— Sym(n) ⊂ Rn×n l’ensemble des matrices symétriques de taille n ;
— SSDP(n) ⊂ Sym(n) l’ensemble des matrices symétriques semi-définies posi-

tives (SSDP) de taille n ;
— SDP(n) ⊂ SSDP(n) l’ensemble des matrices symétriques définies positives

(SDP) de taille n.

4.1.1 Sym(n) et ses sous-ensembles

Définition 4.1.1 (Matrices symétriques). Une matrice est symétrique si et seulement
si elle est égale à sa transposée.

Propriété 4.1.1 (Dimension de Sym(n)). L’ensemble Sym(n) est un espace euclidien de
dimension n(n+1)

2 .

Démonstration. Sym(n) est un sous-espace vectoriel de Rn×n. Nous pouvons

construire une bijection entre Sym(n) et R
n(n+1)

2 par vectorisation de la triangulaire

supérieure. Sym(n) est donc isomorphe à R
n(n+1)

2

Soit O(n) ⊂ Rn×n l’ensemble des matrices orthogonales (telles que UT = U−1).
Soit diag(V) ∈ Rn×n la matrice diagonale issue du vecteur V ∈ Rn.

Propriété 4.1.2 (Diagonalisation d’une matrice symétrique). Une matrice X est dans
Sym(n) si et seulement si il existe U dans O(n) et Λ dans Rn tels que :

X = U · diag(Λ) · UT. (4.1)
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Le vecteur Λ et la matrice U contiennent respectivement les valeurs propres de X et les
vecteurs propres associés.

Démonstration. Voir [152]

Définition 4.1.2 (Matrices SSDP et SDP). Posons v ∈ Rn un vecteur non nul quel-
conque.

Une matrice symétrique est semi-définie positive si et seulement si ses valeurs
propres sont positives ou nulles. De manière équivalente [152] :

X ∈ SSDP(n) ⇐⇒ vT · X · v ≥ 0 ; (4.2)

Une matrice symétrique est définie positive si et seulement si ses valeurs propres
sont strictement positives. De manière équivalente [152] :

X ∈ SDP(n) ⇐⇒ vT · X · v > 0. (4.3)

Propriété 4.1.3 (Somme de matrices SDP et SSDP). La somme d’une matrice de SDP(n)
et d’une matrice de SSDP(n) est une matrice de SDP(n).

Démonstration. Soient A ∈ SDP(n), B ∈ SSDP(n), et v ∈ Rn un vecteur non nul
quelconque. Il est évident que A + B est dans Sym(n). De plus :

vT · (A + B) · v = vT · A · v + vT · B · v > 0 ;

vu que vT · A · v > 0 et vT · B · v ≥ 0 (Définition 4.1.2).
D’où A + B ∈ SDP(n)

4.1.2 Matrices de covariance

Avant de pouvoir décrire les matrices de covariance à l’aide des ensembles pré-
cédents, il nous faut définir la notion de covariance.

Définition 4.1.3 (Opérations de variance et covariance). Soit X une variable aléa-
toire à valeurs réelles, et E[X ] son espérance (c.à.d. la valeur moyenne attendue). La
variance de X correspond à l’espérance des carrés des écarts à la moyenne :

var(X ) = E[(X − E[X ])2] = E[X 2] − E[X ]2. (4.4)

Soit Y une autre variable aléatoire à valeurs réelles. La notion de variance peut être
étendue en une mesure de la relation entre X et Y , qu’on appelle la covariance :

cov(X , Y) = E[(X − E[X ]) · (Y − E[Y ])] = E[X · Y ] − E[X ] · E[Y ]. (4.5)
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Définition 4.1.4 (Matrice de covariance). Soit le vecteur aléatoire X⃗ = (X0, . . . , Xn−1)T,
tel que chaque Xi soit une variable aléatoire. La matrice de covariance correspon-
dante est construite ainsi :

Cov({X0, . . . , Xn−1}) = E[(X⃗ − E[X⃗ ]) · (X⃗ − E[X⃗ ])T]

=


var(X0) cov(X0, X1) . . . cov(X0, Xn−1)

cov(X1, X0) var(X1) . . . cov(X1, Xn−1)
...

...
. . .

...
cov(Xn−1, X0) cov(Xn−1, X1) . . . var(Xn−1)

 .

(4.6)

Considérons un vecteur aléatoire X⃗ = (X0, . . . , Xn−1), tel que chaque Xi est une
variable aléatoire réelle suivant une loi continue. Soient {x0, . . . , xn−1} ⊂ Rd tels que
chaque xi corresponde à d réalisations indépendantes de Xi. Enfin, posons µxi ∈ R

la moyenne euclidienne de xi.
Les opérations appliquées aux variables aléatoires présentées en Définitions 4.1.3

et 4.1.4 peuvent être estimées au travers de ces vecteurs de réalisations :

cov(xi, xj) =
1

d − 1 ∑d−1
k=0(xi,k − µxi ) × (xj,k − µxj ) ;

var(xi) = cov(xi, xi) ;
(4.7)

Cov({x0, . . . , xn−1}) =


var(x0) cov(x0, x1) . . . cov(x0, xn−1)

cov(x1, x0) var(x1) . . . cov(x1, xn−1)
...

...
. . .

...
cov(xn−1, x0) cov(xn−1, x1) . . . var(xn−1)

 .

(4.8)
Les fonctions cov(·, ·) et var(·) en Équation 4.7 correspondent à des estimations non
biaisées, d’où la multiplication par 1

d−1 plutôt que par 1
d [189].

Dans le cadre de cette thèse, une variable aléatoire Xi mesure l’activité cérébrale
au voisinage d’une électrode. Son vecteur de réalisations xi est un signal EEG, c.à.d.
une mesure de cette activité sur un intervalle de temps donné (Section 2.2). Enfin,
la matrice de covariance sur {x0, . . . , xn−1} permet d’estimer les relations entre les
zones du cerveau durant cet intervalle.

Propriété 4.1.4 (Ensemble des matrices de covariance). Toute matrice de covariance est
SSDP. Si construite à partir de vecteurs linéairement indépendants, elle est SDP.

Inversement, toute matrice SSDP est interprétable comme une matrice de covariance.
Toute matrice SDP est interprétable comme une matrice de covariance entre vecteurs linéai-
rement indépendants.

Démonstration. Voir [170]

A priori, toute électrode incluse dans notre analyse est porteuse d’une informa-
tion utile et non redondante. Nous supposerons donc que les signaux correspon-
dants sont linéairement indépendants 1. Nous pouvons ainsi restreindre notre étude
aux matrices SDP.

1. Comme nous le verrons en Section 6.2, dans les rares cas où cette supposition s’avère erronée,
nous pouvons appliquer une correction à nos matrices pour qu’elles soient SDP.
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4.1.3 Autres estimations des covariations

La formule présentée en Équation 4.8 n’est pas la seule estimation possible de
la matrice de covariance associée à une collection de variables aléatoires. Notam-
ment, les valeurs propres obtenues peuvent différer significativement de celles de la
matrice de covariance estimée. À la place de cette estimation « naïve » de la cova-
riance, plusieurs opérations plus robustes furent proposées [39, 151], dont les deux
exemples présentés ci-après.

Dans ce travail de thèse, ces estimations avancées de la covariance ne sont pas
étudiées avant le Chapitre 7.

Estimations par shrinkage et OAS

Une modification commune de l’estimation naïve est de lui appliquer l’opération
dite de « shrinkage » (contraction). Étant donné ϵ ∈ R∗

+ et ρ ∈ ]0, 1[, une telle opération
prend la forme :

Cov(ρ,ϵ)({x0, . . . , xn−1}) = (1 − ρ) Cov({x0, . . . , xn−1}) + ρϵIn. (4.9)

avec chaque xi dans Rd. Notons que comme Cov(·) renvoie une matrice SSDP (Pro-
priété 4.1.4), et comme ρ × ϵ > 0, la sortie de Cov(ρ,ϵ)(·) est forcément une matrice
SDP (Propriété 4.1.3).

Plusieurs versions de ce shrinkage furent proposées. Notamment, Ledoit et
Wolf [106] et Hardin et Rocke [71] proposèrent la même expression pour ϵ :

ϵ =
Tr(Cov({x0, . . . , xn−1}))

d
. (4.10)

À partir de là, chaque approche définit un algorithme pour déterminer la valeur
optimale de ρ, afin de minimiser l’erreur quadratique entre l’estimation Cov(ρ,ϵ)(·)
et la vraie matrice de covariance sous-jacente. Des deux, l’algorithme dit d’Oracle
Approximating Shrinkage (OAS) proposé par Hardin et Rocke [71] semble fournir la
meilleure estimation sur données gaussiennes.

Estimation itérative et MCD

Une autre méthode d’estimation est l’algorithme du déterminant à covariance
minimale (MCD, pour Minimum Covariance Determinant) proposé par Rous-
seeuw [154]. L’idée étant de sélectionner un sous-ensemble des d échantillons de
chaque vecteur d’observations xi, afin d’éliminer d’éventuelles valeurs aberrantes
pouvant affecter la qualité de notre estimation. Ce faisant, la matrice obtenue sera
théoriquement une estimation plus robuste de la covariance réelle que l’estimation
naïve. Ceci dit, cet algorithme est coûteux en temps de calcul, et est susceptible de
ne pas converger quand utilisé dans un contexte multimodal [121].

4.2 La variété riemannienne des matrices SDP

Dans cette section, nous démontrerons que l’ensemble SDP(n) est un espace mé-
trique non-euclidien. Nous étudierons également les opérations possibles dans cet
espace.
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4.2.1 Définitions sur les variétés

Définition 4.2.1 (Variété). Une variété est communément définie comme étant un
espace localement euclidien. Plus formellement, pour chaque point de la variété, il
existe un homéomorphisme entre le voisinage du point et un espace euclidien de di-
mension finie [17, 2]. La dimension d de l’espace Euclidien est appelée la dimension
de la variété.

Définition 4.2.2 (Espace tangent d’une variété). Soit M une variété de dimension d,
et x ∈ M. L’ensemble des vecteurs tangents en x aux courbes définies sur M définit
un espace vectoriel de dimension d [17, 2].

L’espace tangent TxM nous donne donc une approximation locale de M par un
espace vectoriel en tout point.

Définition 4.2.3 (Variété riemannienne). Une variété est dite « riemannienne » si en
tout point x de M, l’espace tangent TxM admet un produit scalaire de classe C∞

(c.à.d. infiniment dérivable) [2]. Ce produit scalaire sera qualifié de métrique rie-
mannienne.

Une métrique riemannienne au sens de la Définition 4.2.3 n’est pas une mesure de
distance sur la variété. Néanmoins, elle permet de définir la longueur d’une courbe
sur la variété, à partir de quoi une distance peut être définie [17, 2].

Une définition rigoureuse d’une telle courbe n’est pas nécessaire pour com-
prendre ce travail de thèse. Notons juste qu’une variété riemannienne est un espace
métrique, c.à.d. sur lequel la notion de distance est définie.

4.2.2 La nature de SDP(n)

Nous pouvons analyser la géométrie de SDP(n) au travers de sa connexion avec
Sym(n).

Propriété 4.2.1 (Géométrie de Sym(n)). L’ensemble Sym(n) est une variété rieman-
nienne de dimension n(n+1)

2 .

Démonstration. Conséquence de la Propriété 4.1.1. Tout espace euclidien de dimen-
sion finie est une variété riemannienne de même dimension [2]

Propriété 4.2.2 (Logarithme et exponentielle sur SDP(n)). Il existe une bijection entre
Sym(n) et SDP(n) de par les opérations d’exponentielle et de logarithme matriciels sui-
vantes :

∀Y ∈ Sym(n), expIn
(Y) = UY · diag(exp(ΛY)) · UT

Y ∈ SDP(n) ; (4.11)

∀X ∈ SDP(n), logIn
(X) = UX · diag(log(ΛX)) · UT

X ∈ Sym(n) ; (4.12)

avec X = UX · diag(ΛX) · UT
X, Y = UY · diag(ΛY) · UT

Y , et exp(V) et log(V) les opérations
d’exponentielle et de logarithme classiques appliquées à chaque scalaire d’un vecteur V.

Les opérations expIn
(·) et logIn

(·) sont également de classe C∞.

Démonstration. Bijection : combinaison des définitions du logarithme et de
l’exponentielle matriciels (Annexe A.1) et des puissances entières sur Sym(n)
(Annexe A.2). Pour plus de détails, voir [129, 7].

Classe C∞ : voir [7]
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Propriété 4.2.3 (Géométrie de SDP(n)). L’ensemble SDP(n) est une variété rieman-
nienne de dimension n(n+1)

2 .

Démonstration. Voir [7]

Propriété 4.2.4 (Nature vectorielle de SDP(n)). SDP(n) n’est pas un sous-espace vec-
toriel de Sym(n).

Démonstration. La matrice nulle 0n×n, élément neutre de Sym(n), n’est pas dans
SDP(n)

Ceci étant dit, considérons l’opération suivante :

Définition 4.2.4 (Moyenne euclidienne pondérée). Soient {X0, . . ., Xd−1} ⊂ Rn×n

et {α0, . . ., αd−1} ⊂ R+. Par abus de langage, on appellera « combinaison linéaire »
ou « somme / moyenne (euclidienne) pondérée » toute opération matricielle de la
forme :

X̃ =
d−1

∑
i=0

αiXi. (4.13)

Si au moins un αi est non nul dans l’Équation 4.13, X̃ reste SDP 2. Une moyenne
euclidienne pondérée pourrait donc être appliquée à SDP(n), par exemple pour ef-
fectuer une interpolation.

Néanmoins, de multiples auteurs [129, 8, 195] ont prouvé qu’une telle opération
engendre un « effet de gonflement ». Le déterminant sur R3×3 définit un volume
orienté dans R3, concept qui peut être étendu à Rn. La moyenne euclidienne de
deux matrices SDP de même déterminant peut avoir un déterminant supérieur. Cela
indique une augmentation du volume au cours de l’interpolation, ce qui n’est pas le
comportement attendu.

4.2.3 Opérations riemannienes sur SDP(n)

Afin de correctement analyser des matrices SDP, il est nécessaire d’utiliser des
opérations riemanniennes, plus à même de respecter la structure de l’espace.

La distance affine-invariante

Une mesure de distance riemannienne communément utilisée sur SDP(n) est la
distance dite affine-invariante [129], conçue pour être invariante aux transformations
affines.

Définition 4.2.5 (Invariance affine sur SDP(n)). Soit GLn(R) l’ensemble des ma-
trices inversibles de Rn×n.

Soient X ∈ SDP(n) et A ∈ GLn(R). Une transformation affine sur SDP(n) est
définie par l’opération suivante [109] :

A ⋆ X = A · X · AT. (4.14)

Une distance δ(·, ·) sur SDP(n) est dite à invariance affine, c.à.d. invariante aux
transformations affines, si pour toute matrice A de GLn(R) :

δ(A ⋆ X1, A ⋆ X2) = δ(X1, X2). (4.15)

2. C’est là une conséquence de la nature convexe de SDP(n) [7].
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Propriété 4.2.5 (Distance affine-invariante standard). Soit l’opération suivante sur
SDP(n) :

δai(A, B) = ∥ logIn
(A−1/2 · B · A−1/2)∥F ; (4.16)

avec ∥ · ∥F la norme de Frobenius (Annexe A.4).
Cette opération définit une distance invariante aux transformations affines (Défini-

tion 4.2.5).

Démonstration. Voir [60, 129]

La distance affine-invariante standard (Propriété 4.2.5) effectue une projection
logarithmique autour de l’identité. Or, de par la Définition 4.2.2, l’espace tangent
fournit une approximation euclidienne locale à la variété.

Si les matrices considérées sont localisées autour d’un point P distant de l’iden-
tité, il peut être intéressant d’utiliser la projection logarithmique centrée en P, afin
de minimiser toute « déformation » éventuelle [129].

Définition 4.2.6 (Projection affine-invariante entre SDP(n) et Sym(n)). Étant donné
SDP(n) doté de la distance affine-invariante standard (Propriété 4.2.5), les opé-
rations de projection logarithmique et exponentielle au voisinage de P ∈ SDP(n)
s’écrivent [129, 128] :

∀X ∈ SDP(n), logP(X) = P1/2 · logIn
(P−1/2 · X · P−1/2) · P1/2 ;

∀Y ∈ Sym(n), expP(Y) = P1/2 · expIn
(P−1/2 · Y · P−1/2) · P1/2 ;

(4.17)

avec P1/2 la racine carrée de P (Annexe A.3), et P−1/2 l’inverse de P1/2.
Ces opérations prennent cette forme pour toute distance affine-invariante telle

que définie en Table 4.1 [128].

Ainsi :

Définition 4.2.7 (Distance affine-invariante paramétrée). Par combinaison des
Équations 4.16 et 4.17, la distance affine-invariante standard au voisinage du point
P ∈ SDP(n) s’écrit :

δ
(P)
ai (A, B) = ∥ logP(A−1/2 · B · A−1/2)∥F

= ∥P1/2 · logIn
(P−1/2 · A−1/2 · B · A−1/2 · P−1/2) · P1/2∥F

= ∥ logIn
(P−1/2 ⋆ (A−1/2 · B · A−1/2))∥(P)

F ;
(4.18)

avec ∥X∥(P)
F = ∥P1/2 ⋆ X∥F. Alternativement, elle peut s’écrire (Propriété 4.2.5) :

δ
(P)
ai (A, B) = ∥ logIn

(P−1/2 ⋆ (A−1 · B))∥(P)
F . (4.19)

Notons que dans la littérature, le terme « affine-invariant » désigne une famille
spécifique de distances riemanniennes (cf. la troisième ligne en Table 4.1). Les plus
utilisées sont la distance affine-invariante standard (Propriété 4.2.5) et la distance
affine-invariante paramétrée (Définition 4.2.7). Dans cette thèse, nous faisons réfé-
rence à ces deux distances comme étant « la distance affine-invariante », par abus
de langage. Il existe cependant des distances riemanniennes satisfaisant la Défi-
nition 4.2.5 sans appartenir à la famille des distances affines-invariantes pré-citée
(Table 4.1).
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Moyenne affine-invariante pondérée sur SDP(n)

Outre ses propriétés d’invariance, une distance affine-invariante permet d’éviter
l’effet de gonflement [129] (Section 4.2.2). Néanmoins, définir la moyenne pondérée
associée nécessite l’introduction d’une généralisation de cette dernière :

Définition 4.2.8 (Moyenne de Fréchet pondérée). Soit X un espace métrique doté
d’une multiplication par un scalaire. Soient {X0, . . ., Xd−1} un sous-ensemble de X ,
et {w0, . . ., wd−1} ⊂ R∗

+. Enfin, soit δ(·, ·) une distance sur X . La moyenne des Xi
pondérée par les wi s’écrit :

X̃ = argmin
X∈X

d−1

∑
i=0

wiδ
2(Xi, X). (4.20)

La moyenne euclidienne pondérée (Équation 4.13) est solution de l’Équation 4.20
pour la distance euclidienne sur Rn×n.

Sur SDP(n), la moyenne pondérée induite par δ
(P)
ai (·, ·) ne possède pas de

forme analytique lorsque d > 2, et doit dans ce cas être approximée algorith-
miquement [129]. De plus, il peut être nécessaire d’imposer des contraintes
supplémentaires pour garantir une solution unique [27].

Au vu de ces limitations, des distances alternatives sur SDP(n) ont été propo-
sées.

Les distances LogEuclidiennes

Définition 4.2.9 (Distance LogEuclidienne). Soit ∥ · ∥∗ une norme euclidienne sur
Sym(n). Une distance LogEuclidienne standard sur SDP(n) [8] est définie par :

δ
(In)
LE (A, B) = ∥ logIn

(A) − logIn
(B)∥∗. (4.21)

À noter que les projections entre SDP(n) et Sym(n) associées à la distance Log-
Euclidienne sont distinctes de celles définies en Définition 4.2.6. Néanmoins, leur
expression sort du cadre de cette thèse. Pour plus d’information, voir [7].

En plus de définir une distance sur SDP(n), δ
(In)
LE (·, ·) offre des facilités de calcul

significatives par rapport à la distance affine-invariante :

Propriété 4.2.6 (Moyenne LogEuclidienne pondérée). Soient {X0, . . ., Xd−1}
⊂ SDP(n), {w0, . . ., wd−1} ⊂ R∗

+, et X̃ la moyenne de Fréchet des Xi pondérée par
les wi (Équation 4.20) au travers de δ

(In)
LE (·, ·). Cette moyenne possède la forme analytique

suivante :

X̃ = expIn

 
d−1

∑
i=0

wi logIn
(Xi)

!
. (4.22)

Démonstration. Voir [7]

Cette forme retire la complexité associée à une estimation algorithmique, mais
aussi tous calculs d’inverses et de racines. De plus, contrairement à une moyenne
issue d’une distance affine-invariante (Équation 4.16), nous n’avons pas à calculer
de logarithme pour chaque paire de matrices. Le nombre d’opérations matricielles
nécessitant une diagonalisation évolue donc linéairement, et non quadratiquement,
avec d.
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Tout comme la moyenne affine-invariante, la moyenne LogEuclidienne per-
met d’éviter le gonflement du déterminant (Section 4.2.2). Néanmoins, elle est
plus sensible aux déformations induites par l’orientation que la moyenne affine-
invariante [8].

Appliqués à des matrices proches de l’identité, des opérations issues de la
distance LogEuclidienne standard tendent à être similaires aux opérations affine-
invariantes équivalentes [130]. Si les matrices sont centrées en un point P distinct
de l’identité, nous pouvons nous ramener à l’identité en substituant logIn

(·) par
logP(·) (Équation 4.17) dans les Équations 4.21 et 4.22. Ce faisant, nous combinons
une projection affine-invariante avec une distance LogEuclidienne.

Définition 4.2.10 (Distance LogEuclidienne paramétrée). Soit ∥ · ∥∗ une norme eu-
clidienne sur Sym(n) (Équation 4.21). Nous qualifierons de distance LogEuclidienne
(Définition 4.2.9) au voisinage du point P ∈ SDP(n) l’expression :

δ
(P)
LE (A, B) = ∥ logP(A) − logP(B)∥∗

= ∥ logIn
(P−1/2 ⋆ A) − logIn

(P−1/2 ⋆ B)∥(P)
∗ ;

(4.23)

avec ∥X∥(P)
∗ = ∥P1/2 ⋆ X∥∗.

Propriété 4.2.7 (Moyenne LogEuclidienne pondérée paramétrée). Soient {X0, . . .,
Xd−1} et {w0, . . ., wd−1} tels que définis en Propriété 4.2.6. Soit X̃ la moyenne de Fréchet
pondérée associée (Équation 4.20), au travers de δ

(P)
LE (·, ·). Cette moyenne possède la forme

analytique suivante :

X̃ = expP

 
d−1

∑
i=0

wi logP(Xi)

!
. (4.24)

Démonstration. Voir [130]

Transport sur SDP(n)

Soit P ∈ SDP(n). Considérons l’opération suivante :

whit(P)(X) = P−1/2 ⋆ X = P−1/2 · X · P−1/2. (4.25)

Considérons maintenant A, B ∈ SDP(n), A′ = whit(P)(A) et B′ = whit(P)(B). Notons
que :

δ
(In)
LE (A′, B′) = ∥ logIn

(A′) − logIn
(B′)∥∗

= ∥ logIn
(P−1/2 ⋆ A) − logIn

(P−1/2 ⋆ B)∥∗

= ∥P−1/2 ⋆ (logP(A) − logP(B))∥∗

= ∥ logP(A) − logP(B)∥(P−1)
∗ ;

avec ici ∥X∥(P−1)
∗ = ∥P−1/2 ⋆ X∥∗.

Remarquons que ∥ logP(A) − logP(B)∥(P−1)
∗ définit une distance LogEuclidienne

paramétrée valide (Définition 4.2.10). Ainsi, une distance LogEuclidienne paramé-
trée par P sur des matrices avant l’opération whit(P)(·) équivaut à une distance Log-
Euclidienne à l’identité pour les mêmes matrices après l’opération whit(P)(·).
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Dans la littérature, cette opération est souvent qualifiée de whitening, ou blan-
chissement, et est utilisée comme une opération de transport. En effet, si A et B sont
localisées au voisinage de P, A′ et B′ seront dans le voisinage de In.

Ce whitening peut également être utilisé comme normalisation sur SDP(n) (cf.
Section 3.2.2). En effet, considérons A, B ⊂ SDP(n), avec les matrices issues de A au
voisinage de PA, et celles issues de B au voisinage de PB . En leur appliquant les opé-
rations whit(PA)(·) et whit(PB)(·) respectivement, toutes les matrices post-whitening
seront au voisinage de In, et pourront être comparées plus facilement.

Autres distances sur SDP(n)

De nombreuses autres distances sur SDP(n) furent également proposées. Une
vue d’ensemble est proposée en Table 4.1. Pour plus de détails, nous recommandons
aux lecteurs les références suivantes : [33, 130, 181] (Chevallier et al., Pennec et al.,
Thanwerdas et Pennec).

Notons que par construction, les distances affine-invariantes et LogEuclidiennes
sont infinies si au moins une des matrices est non-SDP. Un problème d’optimisation
basé sur ces distances ne pourra donc pas calculer de solution en dehors de la variété.
Ce travail de thèse étant centré sur une classification par apprentissage, en soi un
problème d’optimisation, cette propriété est souhaitable.

Dans le cadre de cette thèse, nous limitons notre analyse aux distances affine-
invariante et LogEuclidienne standard.

Cas particulier : les matrices de corrélation

La covariance est sensible aux différences d’amplitude entre vecteurs de réalisa-
tion. Si ces différences sont peu pertinentes, l’opération de covariance (Équation 4.7)
peut être remplacée par la corrélation, sa version normalisée :

corr(xi, xj) =
cov(xi, xj)

σxi × σxj

; (4.26)

avec σxi =
p

var(xi) l’écart-type de xi.
Une matrice de corrélation prendra alors la forme suivante :

Corr({x0, . . . , xn−1}) =


1 corr(x0, x1) . . . corr(x0, xn−1)

corr(x1, x0) 1 . . . corr(x1, xn−1)
...

...
. . .

...
corr(xn−1, x0) corr(xn−1, x1) . . . 1

 .

(4.27)

Propriété 4.2.8 (Ensemble des matrices de corrélation). L’ensemble des matrices de cor-
rélation de Rn×n est une sous-variété riemannienne de SDP(n).

Démonstration. Voir [197]

D’après You et Park [197], bien que les matrices de corrélation soient SDP, l’uti-
lisation d’opérations riemanniennes sur SDP(n) ne conserve pas nécessairement
la structure de cette sous-variété. À ce titre, ils définissent des opérations rieman-
niennes adaptées à la variété des matrices de corrélation.
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Néanmoins, comme vu en Équation 4.27, une matrice de corrélation n’encode
pas l’information de variance de chaque signal, potentiellement pertinente. Comme
l’opération de whitening (Équation 4.25) permet de normaliser les matrices de co-
variance sans supprimer cette information, nous avons décidé de ne pas nous res-
treindre aux matrices de corrélation dans ce travail de thèse.
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TABLE 4.1 – Distances sur SDP(n).

Nom de la distance Distance au carré Notes
Euclidienne à

invariance orthogonale
(Thanwerdas [181])

α Tr((A − B)2) + β(Tr(A) − Tr(B))2,
α > 0, β > −α

n

Toutes normes sur Sym(n) invariantes à
l’action de O(n) prennent la forme

∥X∥ = α Tr(X2) + β Tr(X)2

LogEuclidienne à
invariance orthogonale

(Thanwerdas [181])

α Tr((logP(A) − logP(B))2) + β Tr(logP(A) − logP(B))2,
α > 0, β > −α

n

Invariance orthogonale obtenue en
imposant la norme ci-dessus comme

norme euclidienne ∥ · ∥∗ (Définition 4.2.9)
Affine-invariante généralisée

(Thanwerdas [181])
α Tr(logP(A−1 · B)2) + β Tr(logP(A−1 · B))2,

α > 0, β > −α
n

Mêmes propriétés que la distance
affine-invariante standard

Bures-Wasserstein
(Bhatia [19])

Tr(A) + Tr(B) − 2 Tr((A · B)1/2)

Définit la distance entre distributions
gaussiennes centrées multivariées ;

invariance orthogonale,
moyenne sans forme analytique

J-divergence
(Wang [188])

Tr(A · B−1 + B · A−1) − 2n

Ne définit pas une vraie distance, car
ne satisfait pas l’inégalité triangulaire

Quand même utilisée, de par ses bonnes
propriétés : à invariance affine,

sa moyenne a une forme analytique

Cholesky
(Dryden [49])

∥ chol(A) − chol(B)∥,
chol(X) = L telle que X = L · LT

Projection sur l’ensemble des matrices
triangulaires inférieures à diagonale positive

plutôt que sur Sym(n)

Stein
(Sra [169])

log
�
det

� X+Y
2

��
− 1

2 log (det (X · Y)),
det(·) le déterminant, log(·) le logarithme népérien

À invariance affine, pas de moyenne
analytique, mais plus simple à calculer

que la moyenne affine-invariante

Divergence
Log-Déterminant

(Cichocki [35])

1
αβ log

�
det

�
α(X·Y−1)β+β(X·Y−1)−α

α+β

��
,

det(·) le déterminant, log(·) le logarithme népérien

Forme générale d’autres distances :
affine-invariante pour (α, β) → (0, 0),

J-divergence pour α = 1 et β → 0,
Stein pour α = β = 1

2
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4.3 Apprentissage sur la variété

Les matrices SDP ont de nombreux champs d’application, de l’analyse finan-
cière [172] à l’imagerie médicale [108]. Plus pertinent pour ce travail de thèse, elles
fournissent une bonne estimation de la connectivité fonctionnelle cérébrale (Sec-
tion 2.3.2). À ce titre, de multiples approches ont été proposées pour les analyser,
tout en prenant en compte leur structure géométrique.

Dans cette section, nous explorerons les approches par apprentissage dévelop-
pées pour la géométrie SDP, tout particulièrement en analyse fonctionelle.

4.3.1 Les approches classiques

Malgré l’explosion de l’apprentissage profond ces dix dernières années, des ap-
proches plus classiques continuent à être pertinentes dans de nombreux milieux.
Dans le contexte des interfaces cerveau-machine (ICM), par exemple, une étude de
2018 par Lotte et al. [116] conclut que de telles méthodes, lorsqu’elles sont adap-
tées à la géométrie riemannienne, peuvent surclasser des approches plus complexes
basées sur des opérations euclidiennes.

Modèles de classification

Tout modèle de classification définit intrinsèquement une frontière de décision
entre les différentes classes dans l’espace d’origine des données. Pour des données
riemanniennes, nous pouvons raisonnablement supposer qu’une frontière de déci-
sion définie par des opérations riemanniennes, et donc respectant la courbure de
l’espace, sera plus performante qu’une frontière euclidienne.

L’approche triviale consiste à projeter les matrices sur Sym(n), avant d’utiliser
un classifieur linéaire simple. Cette approche étant analogue à la définition des dis-
tances LogEuclidiennes (Définition 4.2.9), on pourra parler ici de « paradigme Log-
Euclidien ».

Ce paradigme a notamment été appliqué aux machines à vecteurs de support
(SVM). Comme vu en Section 3.1.3, nous pouvons remplacer le produit scalaire eu-
clidien au sein de ce modèle par une fonction noyau ⟨ϕ(·), ϕ(·)⟩ (avec ⟨·, ·⟩ un pro-
duit scalaire). Sur SDP(n), Barachant et al. [14] et Yger [194] utilisent comme trans-
formation ϕ(·) la projection logarithmique ϕ(·) = logP(·) (Équation 4.17), avec P la
moyenne affine-invariante des matrices de la base d’entraînement.

Un autre classifieur simple est la version riemannienne du MDM (minimum dis-
tance to mean). Étant donné une base d’entraînement, la matrice moyenne de chaque
classe est calculée (Définition 4.2.8, avec wi = 1

d ). La classe d’une matrice est alors dé-
finie comme la classe de la matrice moyenne la plus proche. Au vu de la simplicité
du modèle, la moyenne affine-invariante est généralement utilisée [13, 15, 16, 120,
89, 119].

Plus récemment, pour leur modèle RIGOLETTO appliqué aux ICM, Corsi et
al. [37] ont utilisé des MDM riemanniens pour analyser en parallèle plusieurs es-
timations SDP de la connectivité fonctionnelle. Ici, les auteurs utilisent une variante
des blocs MDM développés par Barachant et al. [13], composés d’un filtrage Log-
Euclidien des matrices (c.à.d. un filtrage sur l’espace tangent) suivi d’un classifieur
MDM. Contrairement à Barachant et al., Corsi et al. utilisent un MDM LogEuclidien
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plutôt qu’affine-invariant. De plus, les auteurs normalisent leurs matrices par white-
ning (Équation 4.25) avant toute analyse. D’après eux, cette combinaison résulte en
un modèle final à la fois robuste et efficace.

De tels classifieurs simples peut être combinés à un algorithme de réduction de
dimensionnalité. Comme vu en Section 3.1.2, cette réduction peut être accomplie par
une sélection de descripteurs pertinents. Mais il est également possible de conser-
ver l’information utile de chaque descripteur tout en réduisant leur nombre via une
transformation. Par exemple, l’analyse en composantes principales (ACP) [149] et
l’analyse discriminante linéaire (ADL) [11] utilisent la covariance entre variables
aléatoires pour effectuer cette réduction 3. La réduction de dimension est alors ef-
fectuée en projetant les données sur les vecteurs contenant le plus d’information.
Des versions riemaniennes de ces deux algorithmes ont été développées, via le para-
digme LogEuclidien, par Fletcher et al. [59] et Wang et al. [187] pour respectivement
l’ACP et l’ADL.

Harandi et al. [70] ont décidé de réduire la dimensionnalité des matrices direc-
tement dans l’espace des matrices SDP. Étant donné une matrice X de SDP(n) et
W ∈ Rn×m de rang plein (m < n), leur projection de X sur SDP(m) s’écrit :

X′ = WT · X · W ∈ SDP(m). (4.28)

La valeur de W est déterminée via la moyenne de Fréchet pondérée (Équation 4.20)
suivante :

W = argmin
W ′∈Rn×m

∑
Xi ,Xj∈X

ai,j δ2
s

�
W ′T ⋆ Xi, W ′T ⋆ Xj

�
tels que W ′T · W ′ = Im ;

(4.29)

avec :
— X ⊂ SDP(n) la base de données considérée ;
— δs(·) la distance de Stein [169] sur SDP(m) ;
— ai,j ∈ R un indicateur de similarité entre Xi et Xj, basée sur leur classe et

distribution dans X ;
Notons que la contrainte W ′T · W = Im permet d’assurer le rang plein. Il s’agit donc
de trouver la matrice W qui minimise la somme des distances entre les projections de
matrices que l’on sait similaires (via ai,j). Le choix de la distance de Stein est justifié
par ses facilités de calcul comparé à la distance affine-invariante, tout en conservant
la propriété d’invariance affine (Table 4.1).

Horev et al. [77] se basent sur ces travaux pour proposer une ACP riemannienne
utilisant la distance affine-invariante. Ces travaux sont à leur tour repris par Ro-
drigues et al. [36], qui combinent cet algorithme à un MDM riemannien. Leur classi-
fication avec ACP conserve un niveau de performance équivalent à une classification
sans ACP. Ainsi, cette approche permet de simplifier la classification par réduction
de dimensionnalité des matrices d’entrée, et ce sans perte d’information utile.

Plus récemment, Tang et al. [178] ont proposé une version riemannienne du mo-
dèle LVQ (learning vector quantization) [97, 156]. Étant donné c classes et un paramètre
k ≥ c, le modèle apprend k « prototypes », c.à.d. k éléments de l’espace des entrées.
La classe d’une entrée sera donc la classe du prototype le plus proche de l’entrée.

3. Notons que, comme vu en Section 3.1.3, l’ADL peut également servir de classifieur. À ce titre,
Barachant et al. [15] ont pu l’utiliser conjointement au noyau ϕ(·) = logP(·) pour classifier des matrices
SDP.
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Les auteurs définissent un LVQ riemannien général, ainsi qu’une version SDP uti-
lisant la distance affine-invariante. Leur approche surclasse d’autres généralisations
existantes du LVQ, et est comparable à l’État de l’Art des méthodes classiques rie-
manniennes dans le domaine des ICM.

Comme dit plus haut, ces modèles d’apprentissage riemanniens « classiques »
tendent à avoir un niveau de performance supérieur à des modèles euclidiens plus
complexes. De plus, les modèles utilisant des opérations affine-invariantes semblent
surclasser les autres. Néanmoins, leur inhérente complexité de calcul (Section 4.2.3)
rend difficile leur utilisation au sein de modèles riemanniens plus complexes. Dans
ce dernier cas, des opérations LogEuclidiennes pourraient s’avérer plus pertinentes.

Apprentissage de distance

De par sa simplicité et versatilité, la distance LogEuclidienne peut être facilement
modifiée pour intégrer une composante apprise.

Comme vu précédemment, lorsque la forme paramétrée de cette distance est
utilisée (Equation 4.23), nous pouvons choisir P comme étant la moyenne affine-
invariante de la base d’entraînement. Mais comme l’ont montré Yger et al. [196],
cela ne garantit pas une performance optimale. En utilisant une fonction de coût
adaptée, leur matrice P apprise a amélioré les performances d’un classifieur simple
(algorithme des k plus proches voisins, avec k = 1). La distance LogEuclidienne avec
P appris a même pu surpasser la distance affine-invariante dans ce contexte.

La distance LogEuclidienne peut également être paramétrée par n’importe quelle
distance euclidienne sur Sym(n) (Définition 4.2.10). Il en résulte une distance Log-
Euclidienne apprise sur SDP(n). Ainsi, Vemulapalli et Jacobs [185] ont choisi d’ap-

prendre une distance (euclidienne) de Mahalanobis sur R
n(n+1)

2 :

δM(x, y) =
q

(x − y)T · M · (x − y) ; (4.30)

avec M ∈ SDP
�

n(n+1)
2

�
. Ici, les auteurs apprennent M en appliquant l’algorithme

ITML [41] aux matrices projetées sur Sym(n), puis vectorisées sur R
n(n+1)

2 . De par
la Propriété 4.1.1, la distance δM(·, ·) ainsi obtenue est bien euclidienne sur Sym(n).
Associée à un algorithme de partitionnement en k-moyennes, cette distance arrive
encore une fois à surclasser la distance affine-invariante.

Huang et al. [80] adoptent une approche similaire. Leur approche combine
une distance LogEuclidienne sur SDP(n) avec une projection similaire à l’Équa-
tion 4.28, mais appliquée de Sym(n) à Sym(m) (m < n). Cette combinaison prend
la forme d’une quasi-distance de Mahalanobis sur Sym(m), paramétrée par
Q = (W · WT)2 ∈ SSDP(n), avec W ∈ Rn×m. De là, ils adaptent l’algorithme
ITML [41] pour choisir Q. Combinée à un classifieur simple, cette méthode ob-
tient des résultats supérieurs à Vemulapalli et Jacobs [185] sur un problème de
classification d’images.

Une troisième approche fut adoptée par Zhou et al. [201], via l’apprentissage
d’un vecteur V ∈ Rn pour définir la distance suivante sur SDP(n) :

δV(X, Y) = ∥UX · diag(V) · logIn
(diag(ΛX)) · UT

X − UY · diag(V) · logIn
(diag(ΛY)) · UT

Y ∥F ;
(4.31)
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avec UX · ΛX · UT
X et UY · ΛY · UT

Y les diagonalisations de X et Y, respectivement.
Au travers de V, cette distance applique une pondération directement aux valeurs
propres des matrices considérées. Dans un contexte de classification, V est choisi tel
que pour chaque triplet de matrices (Xi, Xj, Xk) avec Xi de même classe que Xj
mais pas Xk, on ait δV(Xi, Xk) > δV(Xi, Xj). Les auteurs présentent des performances
similaires à l’approche de Huang et al. [80], avec amélioration lorsque les deux ap-
proches sont combinées.

Il existe également des méthodes d’apprentissage de distances riemanniennes
non-LogEuclidiennes. Considérons par exemple la divergence Log-Déterminant pa-
ramétrée [35], qui correspond à une généralisation de plusieurs distances à inva-
riance affine (Table 4.1). Cherian et al. [32] ont récemment proposé un apprentissage
des paramètre de cette distance, avec des résultats prometteurs. Cette approche sort
cependant du cadre de cette thèse.

Notons bien que toutes ces distances sont apprises pour une base de données,
et appliquées sur un problème de classification unique. Lorsque plusieurs bases de
données sont considérées, il est nécessaire de calculer une distance par base, ou une
distance adaptée à l’union des bases. L’intégration d’un tel apprentissage de distance
en contexte multi-bases est donc non trivial.

Combinaison de bases de données

Un point commun entre l’annotation du sommeil via PSG et l’analyse fonction-
nelle pour ICM est le haut degré de variabilité pouvant exister entre bases de don-
nées EEG (Section 3.3). En particulier, le nombre et la nature des électrodes utilisées
peut varier significativement.

Soient deux bases de données B1 et B2. Par abus de langage, on dira qu’une base
« contient » une électrode si pour chaque enregistrement EEG de la base, un signal
issu de l’électrode est présent. Deux bases « partagent » une électrode si chaque base
« contient » cette électrode. Dans le cadre d’une analyse de ces bases par matrices de
covariance, Rodrigues et al. [150] ont proposé une approche riemannienne pour les
combiner en une base B1 ∪ B2.

Supposons que :
— B1 et B2 partagent k électrodes,
— B1 contient n électrodes absentes dans B2,
— B2 contient m électrodes absentes dans B1.

Ainsi, B1 contient k + n électrodes et B2 en contient k + m, avec {k, n, m} ⊂ N. Dans
un contexte SDP, on notera par exemple que X ∈ B1 si X est une matrice de SDP(k +
n) issue de B1.

Notons f (·) la projection proposée par Rodrigues et al. [150], telle que :
— ∀X ∈ B1, f (X) ∈ B1 ∪ B2 ⊂ SDP(k + n + m) ;
— ∀X1, X2 ∈ B1, δai(X1, X2) = δai( f (X1), f (X2)) ;
— De même en substituant B2 à B1 ci-dessus ;
— Les distributions de f (B1) et f (B2) sont alignées dans B1 ∪ B2.
Pour obtenir les propriétés ci-dessus, f (·) est construite en deux étapes.
Tout d’abord, les dimensions des matrices sont étendues. Pour X ∈ B1, cela

donne :

X′ =

 X 0(k+n)×m

0m×(k+n) Im

 ∈ SDP(k + n + m). (4.32)
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Une version générale de cette opération est présentée en Propriété 6.3.1.
On voit rapidement que :
— X′ reste SDP (Équation 4.3) ;
— δai(X′

1, X′
2) = δai(X1, X2) (Équation A.9).

À partir des matrices ainsi étendues, les auteurs alignent les distributions des
deux bases de données par transformations affines, donc sans affecter la distance
affine-invariante entre matrices issues d’une même base.

Cette approche est bien adaptée à la génération d’une large base d’entraînement
à partir de plusieurs bases de données plus petites. Néanmoins, elle n’utilise pas la
notion de similarité entre électrodes qui pourrait être utile dans ce contexte. De plus,
l’introduction d’une nouvelle base de données nécessiterait un nouvel apprentissage
de la base commune, suivi d’un nouvel entraînement des modèles utilisés.

4.3.2 Construction d’un réseau profond sur matrices SDP

En termes d’apprentissage, la catégorie de modèles la plus performante aujour-
d’hui est celle des réseaux de neurones profonds. Par construction, ces modèles sont
modulaires, composés d’une longue succession de couches neuronales. Chacune de
ces couches effectue une ou plusieurs opérations tensorielles sur son entrée, ces opé-
rations étant généralement euclidiennes. À partir de quelques types de couches, il
est possible de construire un large éventail d’architectures, chacune adaptée à un
problème spécifique.

Comme pour l’apprentissage classique (Section 4.3.1), l’obstacle principal à l’ana-
lyse de matrices SDP par apprentissage profond est la nature non euclidienne des
modèles utilisés. Cet obstacle peut être surmonté en construisant des équivalents
riemanniens de certaines couches neuronales. De là, nous pouvons assembler des
modèles profonds préservant la structure SDP des matrices d’entrée.

Ce faisant, nous pouvons profiter des performances de l’apprentissage profond,
particulièrement en classification, tout en définissant des frontières de décision
adaptées à la variété étudiée (Section 4.3.1).

Projection SDP-à-SDP comme couche convolutive

Un réseau de neurones profond classifie son entrée en lui appliquant une série
de transformations pondérées par des paramètres appris (ou « poids »). La sortie de
cette opération est souvent plus petite que son entrée, afin d’imposer la conservation
de l’information utile uniquement. Dans notre contexte, il nous faudrait donc une
transformation SDP à SDP paramétrée par un ensemble de poids scalaires.

Un bon candidat serait la réduction de dimensionnalité présentée en Équa-
tion 4.28, qui effectue une projection de SDP(n) à SDP(m) (m < n). Huang et Van
Gool [79] et Dong et al. [47] ont proposé en parallèle une implémentation de cette
projection pour l’apprentissage profond. Des deux, la première implémentation
semble la plus utilisée, potentiellement dû à un algorithme de rétropropagation
sophistiqué, développé pour cet applicatif.

Huang et Van Gool présentent cette projection, qu’ils appellent la couche BiMap
(bilinear mapping), comme version riemannienne d’une couche convolutive. La sortie
d’un BiMap serait donc analogue aux cartes d’activation d’un CNN classique, mais
conservant la structure SDP de l’entrée. Toute matrice SDP étant une matrice de
covariance (Propriété 4.1.4), les sorties d’un BiMap sont interprétables comme étant
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des matrices de covariance. Les cartes d’activation tout au long d’un modèle par
BiMap conservent donc une interprétation physique.

Ceci dit, cette couche n’est définie que dans un sens. Elle ne peut pas effectuer
d’augmentation de dimensionnalité, ce qui limite les architectures réalisables. De
plus, l’opération en Équation 4.28 n’est pas vraiment analogue à une couche convo-
lutive. Par exemple, la matrice de poids W est appliquée directement à toute la ma-
trice d’entrée, un comportement plus proche d’une couche FC que d’une convolu-
tion. La version proposée par Dong et al. [47] est d’ailleurs qualifiée de couche FC
2D. Un modèle à BiMap serait donc plus proche d’un perceptron multicouches que
d’un CNN.

Convolutions sur tenseurs de matrices SDP

Plutôt que d’appliquer une convolution riemannienne à une matrice unique,
Chakraborty et al. [27] proposent une couche convolutive applicable à un tenseur 4

de matrices SDP. Dans un CNN standard, la convolution correspond essentiellement
à un ensemble de moyennes pondérées, calculées à partir de sections du tenseur
d’entrée et d’une matrice de poids.

Ici, plutôt que de scalaires, le tenseur d’entrée est composé de matrices de
SDP(n). Leur couche ManifoldConv effectue un ensemble de moyennes de Fréchet
entre matrices, pondérées par les poids de la couche. Plus précisément, les auteurs
ont choisi d’utiliser la moyenne affine-invariante, estimée algorithmiquement.

Les couches ManifoldConv sont, par construction, adaptées à la classification
d’un ensemble structuré de matrices SDP. Notons néanmoins qu’ici, n’y a pas d’évo-
lution de la dimensionnalité des matrices ; seul le tenseur de matrices change de
taille au cours de l’entraînement. Ce choix affecte significativement la complexité de
calcul d’un modèle utilisant de telles couches (voir plus bas).

Fonctions d’activation riemanniennes

Certaines couches neuronales, telles que les couches convolutives et FC, sont in-
trinsèquement linéaires. De ce fait, une succession de telles couches est équivalente
à une seule couche. L’apprentissage profond étant basé sur la succession d’un grand
nombre de couches, les réseaux profonds sont parsemés d’opérations non linéaires,
appelées fonctions d’activation, pour contrer ce phénomène. À ce titre, des équiva-
lents riemanniens ont été proposés pour l’analyse SDP.

L’un des plus populaires est la fonction ReLU, qui met à zéro les entrées néga-
tives. En s’en inspirant, Huang et Van Gool [79] ont défini la couche ReEig (pour
rectified eigenvalues), paramétrée par ϵ ∈ R∗

+.

ReEig(X) = UX · diag(max(ΛX, ϵ)) · UT
X ; (4.33)

où X = UX · diag(ΛX) · UT
X, et l’opérateur max(·) est appliqué sur chaque élément

de la diagonale de ΛX.
Pour leur part, Dong et al. [47] utilisent une version riemannienne de la couche

dropout. Étant donné une matrice X SDP et les indices i et j (i ̸= j), mettre à zéro
les éléments d’indices (i, j) et (j, i) de X ne change pas sa nature SDP. En appliquant

4. Tableau N-dimensionnel. Un vecteur est un tenseur de dimension 1, une matrice est un tenseur
de dimension 2, etc.
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cette opération à une collection aléatoire de paires d’indices, ils définissent une non-
linéarité sur SDP(n).

Enfin, Chakraborty et al. [27] prouvent que de par la nature de leur couche Ma-
nifoldConv, une telle non-linéarité n’est pas nécessaire.

Couche récurrente sur SDP(n)

L’apprentissage profond sur matrices SDP ne se limite pas aux CNN. Chakra-
borty et al. ont proposé une version SDP d’une couche de RNN [28], à savoir la
couche SRU (statistical recurrent unit).

Une SRU classique calcule une série de statistiques via les opérations suivantes :

rt = ReLU
�

W(r) · µt−1 + b(r)
�

;

ϕt = ReLU
�

W(ϕ) · rt + W(x) · xt + b(ϕ)
�

;

∀αi, µ
(αi)
t = αiµ

(αi)
t−1 + (1 − αi)ϕt ;

ot = ReLU
�

W(o) · µt + b(o)
�

;

(4.34)

avec xt l’entrée à un instant t, ot la sortie correspondants, W(r), W(ϕ), W(x) et W(o)

des matrices de poids appris, b(r), b(ϕ) et b(o) des biais appris αi ∈ [a, b[, et µt la
concaténation des moyennes cumulées {µ(α0)

t , . . ., µ
(αm−1)
t }.

D’après les auteurs, cette couche surclasse des couches récurrentes plus clas-
siques, tout en ne se basant que sur des opérations simples.

La version SDP du SRU proposée par Chakraborty et al. [28] effectue les substi-
tutions suivantes :

— Les combinaisons linéaires (multiplications par W(∗)) deviennent des
moyennes affine-invariantes pondérées (Section 4.2.3) ;

— Les additions de biais b(∗) sont remplacées par l’action de matrices inversibles
(Équation 4.14) ;

— La concaténation des µ
(αi)
t et l’opération W(o) · µt sont combinées dans une

moyenne affine-invariante pondérée ;
— Une unique non-linéarité est appliquée en fin de couche (Équation 4.35), rem-

plaçant toutes les activations ReLU dans l’Équation 4.34.
Soit X ∈ SDP(n). La non-linéarité finale du SRU SDP prend la forme :

X′ = chol′ (ReLU (chol(X))) ∈ SDP(n) ; (4.35)

avec chol(X) la matrice triangulaire inférieure telle que X = chol(X) · chol(X)T, et :

∀A ∈ SDP(n), L = chol(A) ⇔ A = chol′(L).

Normalisation par batch

Comme vu en Section 3.2.2, nous pouvons normaliser une entrée euclidienne en
appliquant une normalisation de type Z-score (Équation 3.1). Néanmoins, il peut
être pertinent d’appliquer une telle normalisation au sein d’un modèle profond, afin
de restreindre la distribution des cartes d’activation. On parlera ici de normalisation
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par batch 5 :

y = γ × x − µx

σx
+ β. (4.36)

Durant l’entraînement, la moyenne µx et l’écart-type σx sont calculées par batch ; et
des statistiques cumulées µcumul et σcumul sont estimées en parallèle. Ces dernières
remplacent µx et σx en dehors de l’entraînement. Ici, γ et β sont des paramètres ap-
pris, typiquement des tenseurs de même taille que chaque élément du batch. L’opé-
ration « × » est une multiplication terme à terme.

Un équivalent riemannien a été proposé par Brooks et al. [23] Soit M(t−1) la
moyenne calculée à l’instant t − 1 de l’entraînement. Soient X(t)

0 , . . ., X(t)
N−1 les

matrices d’entrée de la couche de normalisation à l’instant t, et M̃(t) leur moyenne
affine-invariante estimée. Durant l’entraînement, la normalisation riemannienne
prend la forme :

Y(t)
i = G1/2 ⋆

�
(M̃(t))−1/2 ⋆ X(t)

i

�
. (4.37)

Ici, M̃(t) est analogue à µx, et l’influence de la moyenne est retirée des X(t)
i par white-

ning (Équation 4.25). Ce transport vers l’identité est suivi par un transport au voisi-
nage d’une matrice G ∈ SDP(n) apprise, analogue au biais β.

Étant donné le paramètre η ∈ [0, 1], la moyenne cumulée M(t), analogue à µcumul ,
est calculée par :

M(t) = (M̃(t))1/2 ⋆
�

(M̃(t))−1/2 ⋆ M(t−1)
�η

= (M̃(t))1/2 ·
�

(M̃(t))−1/2 · M(t−1) · (M̃(t))−1/2
�η

· (M̃(t))1/2. (4.38)

On remarquera une absence d’équivalents pour le facteur γ et l’écart type σx dans
l’équation 4.37. Kobler et al. ont proposé une variante de cette normalisation afin de
les prendre en compte [96]. Notamment, ils définissent l’écart-type σ(t) ∈ R du batch
{X(t)

0 , . . ., X(t)
N−1} par :

(σ(t))2 =
1
N

N−1

∑
i=0

δ2
ai(X(t)

i , M̃(t)). (4.39)

Étant donné un paramètre appris σ ∈ R, leur normalisation par batch devient :

Y(t)
i = G1/2 ⋆

�
(M̃(t))−1/2 ⋆ X(t)

i

� σ

σ(t) . (4.40)

Couche de classification

La sortie d’un modèle de classification profond est typiquement un vecteur
VC ∈ RC, avec C le nombre de classes. La classe de l’entrée est obtenue via indice de
l’élément maximum de VC.

En général, ce vecteur est calculé à partir de plusieurs couches FC, suivie(s) d’une
fonction d’activation softmax. Cette dernière imposent VC ∈ RC

+, tels que la somme
de ses éléments soit 1. VC est alors souvent interprété comme un vecteur de probabi-
lités codant l’appartenance de l’entrée à chaque classe. Certaines fonctions de coût,
comme l’entropie croisée, utilisent ces probabilités pour pénaliser l’indécision.

On appellera cet ensemble d’opérations la couche de classification du modèle.

5. L’anglicisme « batch » ici fait référence à un lot d’entrées traitées indépendemment, en parallèle.
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Le calcul de VC étant intrinsèquement euclidien, de nombreux modèles profonds
riemanniens rajoutent une projection logarithmique (Équation 4.12) en amont de la
première couche FC. Huang et Van Gool [79] nomment cette projection la couche Lo-
gEig, tandis que Chakraborty et al. [27] qualifient la couche de classification entière
(projection incluse) de couche ManifoldFC.

Ceci dit, cette étape peut être ignorée via l’utilisation d’une fonction de coût
adaptée. Par exemple, la fonction de coût par triplet est définie à partir d’une dis-
tance. Équipée d’une distance riemannienne, elle peut être directrement appliquée
à des descripteurs SDP; ce que font Dong et al. [47]. Néanmoins, cette approche est
peu utilisée comparé à LogEig/ManifoldFC.

Les limites des approches affines-invariantes

Notons que plusieurs de ces couches riemanniennes utilisent des moyennes
affine-invariantes. Au vu de la complexité de calcul de cette opération (Section 4.2.3),
le temps de calcul associé pourrait augmenter drastiquement en fonction du nombre
de couches et/ou de la dimension des matrices d’entrée. Un modèle utilisant de
telles couches risque donc d’avoir un champ d’applications limité.

4.3.3 Exemples d’architectures profondes pour classification SDP

L’analyse de données SDP par apprentissage profond est un champ de recherche
en pleine expansion. À partir des couches présentées ci-avant, de nombreuses
approches ont pu construire des versions riemanniennes d’architectures profondes
ayant fait leurs preuves. À titre d’exemple, dans cette section, nous explorons une
sélection non-exhaustive de ces approches. Ceci dit, le calcul des matrices SDP
analysées étant ici hors sujet, nous ne rentrerons pas dans ses détails.

Le réseau ManifoldNet de Chakraborti et al. [27] fut conçu pour l’analyse de
grilles de matrices SDP, notamment dans le cadre des IRM de diffusion, une tech-
nique d’imagerie structurelle. De là, Zhen et al. [29] ont construit une version de
ManifoldNet adaptée à l’analyse de longue séquences temporelles de matrices SDP.
Les auteurs ont adapté le CNN 1D dilaté proposé par Bai et al. [10], en remplaçant
les couches convolutives par des couches ManifoldConv. Appliqué à des données
biologiques, ils ont obtenu de meilleurs résultats que SPD-SRU [28] en termes de
performances et de temps de calcul.

Ceci dit, les innovations de Chakraborti et al. sont moins répandues que celles
de Huang et Van Gool [79]. La couche convolutive BiMap et la fonction d’activation
ReEig introduites par ces derniers sont utilisées dans de nombreuses architectures.
Un premier exemple est le réseau de reconnaissance de gestes proposé par Nguyen
et al. [122] Leur réseau calcule des matrices SDP de plus en plus larges par agréga-
tion spatiale et temporelle, régularisées par des fonctions ReEig. Les N matrices de
SDP(n) obtenues sont ensuite combinées en une large matrice diagonale par blocs
appartenant à SDP(nN), qui est ensuite projetée sur SDP(m) (m ≤ n) par BiMap.
La classification finale est obtenue par un SVM appliqué sur la vectorisation Log-
Euclidienne de cette matrice.

Nous pouvons également mentionner les architectures proposées par Wilson et
al. [191], qui étendent l’architecture SPDNet de Huang et Van Gool [79] par l’ajout
de couches profondes avant le calcul des matrices de covariance. Ici, les auteurs
proposent deux architectures : EE(G)-SPDNet et FBSPDNet.
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L’architecture EE(G)-SPDNet (end-to-end EEG SPDNet) combine une banque de
filtres convolutifs avec un SPDNet. Étant donné n signaux EEG en entrée, chaque si-
gnal est transformé par k filtres, nous donnant n × k signaux filtrés. De là, les signaux
sont combinés dans une matrice de covariance de taille n × k, qui sera analysée par
le SPDNet. Les auteurs proposent deux variantes de ce modèle : avec des couches
convolutives classiques ; ou avec des couches de type SincNet [146], c.à.d. des filtres
discrets équivalents à des fenêtres passe-bandes dans le domaine fréquentiel. Ici, les
filtres SincNet permettent de comprendre plus facilement le comportement du mo-
dèle, tandis que les couches convolutives peuvent apprendre des filtrages plus com-
plexes et, potentiellement, plus pertinents. Dans les deux cas, les poids de chaque
filtre sont indépendants.

L’architecture FBSPDNet (Filterbank Optimised EEG SPDNet) est similaire, à la
différence que les poids des filtres convolutifs sont préentraînés par optimisation
bayésienne, puis figés pendant l’entraînement du SPDNet. En d’autres termes, les
composantes euclidiennes et riemanniennes du modèle sont entraînées séparément.
Lors de ce préentraînement, le SPDNet est remplacé par un classifieur riemannien
plus simple (MDM ou SVM). Ici, les auteurs ont décidé de comparer cette approche
par optimisation bayésienne uniquement à un EE(G)-SPDNet avec couches SincNet.
Par conséquent, FBSPDNet emploie exclusivement des filtres SincNet.

Les auteurs testent leurs architectures via des bases de données d’ICM. Pour
ces données, ils obtiennent de meilleurs résultats pour les deux variantes de
EE(G)-SPDNet que pour FBSPDNet, avec la meilleure performance obtenue pour
les convolutions classiques. Ainsi, un apprentissage direct de l’ensemble d’un tel
réseau semble favorable à un entraînement séparé de ses composantes euclidiennes
et riemanniennes, et la restriction des filtres convolutifs à un simple passe-bande
semble heurter la performance du modèle.

Toujours dans le domaine des ICM, une autre approche relativement récente
semble être devenue une référence en analyse spatio-temporelle de données EEG.
L’approche Tensor-CSPNet de Ju et Guan [87] commence par appliquer C filtres fré-
quentiels à leurs n signaux EEG, avant de subdiviser chaque signal en L segments
temporels. Après calcul des covariances, ils obtiennent L × C matrices de SDP(n),
correspondant à l’entrée de leur modèle. Celui-ci combine d’abord l’information
fréquentielle par une couche BiMap, suivie d’une normalisation riemannienne par
batch et d’une couche ReEig. Enfin, les matrices sont projetées sur l’espace tangent,
et analysées suivant la dimension temporelle par un CNN standard (et donc eucli-
dien). Il n’y a donc pas de préservation de la structure SDP au travers de ce CNN.

Les auteurs justifient ce choix avec deux arguments. Tout d’abord, de par la
nature bijective de la projection logarithmique (Propriété 4.2.2), il n’y a pas de perte
d’information non plus ; l’entrée du CNN comprend toute l’information présente
dans les matrices SDP correspondantes, et ce sous forme euclidienne. De plus,
l’analyse par CNN se fait exclusivement suivant l’axe temporel, lui-même euclidien.
D’après les auteurs, une analyse euclidienne restreinte à cet axe n’est donc pas
problématique.

Cette utilisation de la géométrie riemannienne comme étape intermédiaire, avant
de passer à une analyse plus standard via un CNN sur l’espace tangent, n’est pas
unique à Tensor-CSPNet. L’approche LGL-BCI de Lu et al. [118], toujours dans le do-
maine des ICM, fait de même. Après leur calcul de L × C matrices de SDP(n) issues
de signaux EEG, les auteurs effectuent une sélection de descripteurs par couches
BiMap et ReEig successives, suivies d’une normalisation riemannienne par batch.
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Cette sélection n’inclue visiblement pas de réduction de dimensionnalité. Ensuite,
les auteurs définissent une série de k « transformations bilinéaires » (couches Bi-
Map modifiées) parallèles, cette fois avec réduction de dimensionnalité, résultant en
k × L × C matrices de SDP(m) (m < n) en sortie. Ces transformations sont supposées
identifier des corrélations spatiales pertinentes distinctes les unes des autres. Enfin,
toutes ces matrices sont projetées sur l’espace tangent, et analysées par CNN suivant
l’axe temporel. L’utilisation d’un CNN sur l’espace tangent est ici moins profondé-
ment justifié que pour Tensor-CSPNet, mais le fait que LGL-BCI ait été développé
pour être peu coûteux en puissance de calcul peut expliquer l’utilisation de couches
standard et optimisées.

Enfin, nous pouvons mentionner deux approches récentes proposant une version
SDP d’un réseau siamois, c.à.d. un réseau où deux entrées différentes sont analysées
en parallèle par un même réseau, et où la fonction de coût dépend de la distance
entre vecteurs descripteurs en sortie [34]. Le réseau SiameseSPD-MR de Tang et
al. [179] est conçu pour apprendre une représentation SDP condensée de la connec-
tivité fonctionnelle cérébrale. Les auteurs construisent un graphe dérivé de signaux
EEG, qu’ils analysent par GNN et CNN avant de calculer une matrice de covariance
à partir des descripteurs obtenus. Ils utilisent ensuite deux paires de couches BiMap
et ReEig successives pour transformer la matrice, avant de la projeter sur l’espace
tangent. L’idée ici est qu’en minimisant la distance entre les descripteurs obtenus
d’une même classe, et en la maximisant pour des classes différentes, les matrices
SDP obtenues par le GNN et le CNN seront de bons descripteurs de la connectivité
fonctionnelle. Vu que ce calcul de distance est effectué sur l’espace tangent, il s’agit
essentiellement d’une distance LogEuclidienne.

L’approche de Peng et al [127] a un objectif similaire, implémentée via un réseau
plus simple. Plutôt que d’apprendre une matrice SDP, ils souhaitent diminuer la di-
mensionnalité d’une matrice SDP existante en vue d’une classification par MDM
riemannien (cf Section 4.3.1). Leur réseau est composé d’une succession de couches
SPD-Mani-Net, elles-mêmes composées d’une couche BiMap et d’une opération de
shrinkage (Section 4.1.3). Ce shrinkage permet de régulariser le réseau, tout en servant
de fonction d’activation, au vu de sa non-linéarité. Contrairement à SiameseSPD-
MR, ce réseau utilise directement la distance affine-invariante entre matrices de sor-
tie pour sa fonction de coût.

4.3.4 Point sur les Transformers

La majorité de ce travail de thèse repose sur une architecture de type Transformer
adaptée à la variété des matrices SDP. Comme vu en Section 3.2, ce type d’architec-
ture est utilisé en annotation automatique du sommeil par signaux PSG. Néanmoins,
les mécanismes d’attention utilisés se basent exclusivement sur des opérations eu-
clidiennes. D’après une étude récente d’Abibullaev et al. [1], il en est de même pour
les Transformers appliqués à l’analyse EEG en ICM.

Certaines approches par Transformer génèrent des matrices SDP dans le cadre de
leur analyse. Plus précisément, leur MHA calcule des matrices de covariance pour
servir de cartes d’attention [99, 46]. Néanmoins, cela reste une analyse de données
euclidiennes par des opérations euclidiennes, et donc en dehors du cadre de cette
thèse.
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FIGURE 4.1 – Version simplifiée de l’attention multi-têtes (MHA) clas-
sique. Pour plus de détails, voir [184].

Ceci dit, comme l’ont prouvé Kratsios et al. [102], il est possible d’étendre les
Transformers à certaines géométries non-euclidiennes, y compris à des variétés rie-
manniennes. Notamment, des Transformers ont été appliqués à l’étude de surfaces
2D depuis quelques années déjà [74, 111].

À notre connaissance, en dehors de ce travail de thèse, la seule approche utilisant
les mécanismes d’auto-attention inhérents aux Transformers dans un contexte SDP est
le le module d’attention proposé en 2022 par Pan et al. pour le modèle MAtt [126]. Ce
module prend en entrée la séquence {X0, . . ., XL−1} ⊂ SDP(n), et renvoie la séquence
la séquence {Ṽ0, . . ., ṼL−1} ⊂ SDP(m) (m < n) via les étapes suivantes :

1. Projeter chaque Xi sur SDP(m) via trois couches BiMap (Équation 4.28). No-
tons Qi, Ki et Vi les matrices résultantes.

2. Pour chaque paire (Qi, Kj), calculer un coefficient de similarité wi,j (Équa-
tion 4.41) :

wi,j =
1

1 + log
�

1 + δ
(In)
LE (Xi, Xj)

� . (4.41)

3. Construire la matrice W telle que l’élément en ligne i et colonne j soit wi,j.
Comme wi,j = wj,i, W appartient à Sym(L).

4. Calculer W ′ = softmax(W). On notera w′
i,j l’équivalent de wi,j dans W.

5. Calculer les Ṽi par moyenne LogEuclidienne pondérée (Équation 4.22) :

Ṽi = expIn

 
L−1

∑
j=0

w′
i,j logIn

(Vj)

!
. (4.42)
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Nous pouvons constater que ce module est relativement analogue à une couche
MHA classique vue en Figure 4.1. Posons Q = K = V (calcul d’auto-attention). On
voit que :

— Les tenseurs Q, K et V sont analogues à {X0, . . ., XL−1}, correspondant à des
séquences de L éléments ;

— Les premières couches FC de la figure projettent des vecteurs de Rd sur Rd/h,
tout comme les BiMap projettent les Xi sur SDP(m) ;

— La matrice W ′ du module SDP correspond aux cartes d’attention (sorties du
softmax) du MHA classique ;

— La deuxième multiplication matricielle de la figure effectue des moyennes
des vecteurs issus de V pondérés par les cartes d’attention, similairement à
l’Équation 4.42.

Néanmoins, certains éléments sont absents. Un MHA classique compense la ré-
duction de dimensionnalité en combinant h opérations d’attention. Le module d’at-
tention SDP n’en fait qu’une seule, et réduit quand même la dimension de l’entrée.
Ici, la sortie du module est donc plus petite que l’entrée, contrairement au MHA.
Notons également l’absence de redimensionnement de la matrice d’attention avant
le softmax (division par

√
d/h en MHA classique), non justifiée par les auteurs.

Appliqué à l’analyse EEG sur des bases de données d’ICM, les auteurs déclarent
des résultats équivalents ou supérieurs à l’État de l’Art. En particulier, leur modèle
conserve une bonne performance sur différents environnements (analyse de don-
nées synchrones ou asynchrones), une robustesse que ne partagent pas les autres
modèles testés.

Ce module fut repris dans le modèle BNMTrans de Qin et al [142], et appliqué au
diagnostic de pathologies cognitives par EEG. Contrairement à MAtt [126], BNM-
Trans est décrit comme une architecture de Transformer à part entière. Néanmoins, le
module d’attention utilisé est essentiellement identique.

Un Transformer classique enchaîne plusieurs couches MHA, et régularise la sortie
de ces couches par des connections résiduelles, entre autres [184]. En considérant de
plus les modifications par rapport au MHA, ce modèle simplifie grandement l’archi-
tecture des Transformers dans le cadre de l’analyse EEG. Ceci dit, les auteurs déclarent
quand même une performance supérieure à l’État de l’Art.

Les Transformers nécessitant généralement de grandes quantités de données d’en-
traînement. Il est donc possible que la base de données utilisée soit trop petite pour
entraîner une version de ce modèle plus proche d’un Transformer classique. Néan-
moins, cela n’est que spéculation, puisque les auteurs n’ont pas mentionné cette
possibilité.
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Chapitre 5

Classification par réseau sur images

En parallèle de notre exploration de la géométrie riemannienne pour la classifica-
tion des états de sommeil (Chapitres 6 et 7), nous avons exploré plus profondément
la représentation d’une époque EEG sous forme de spectres temps-fréquence (Sec-
tions 3.1.1 et 3.2.2). Nous établissons ensuite la pertinence de ces représentations
au travers d’une architecture profonde convolutive conçue pour l’analyse d’images.
Une vue d’ensemble de cette approche est disponible en Figure 5.1.

Les travaux présentés dans cette section furent initialement publiés dans le cadre
de la conférence AIME 2023 [43]. Dans ce manuscrit de thèse, nous appellerons cette
approche SleepVGG16.

FIGURE 5.1 – L’approche SleepVGG16, du prétraitement à la classifi-
cation, avec L = 2 × ℓ + 1 le nombre d’époques en entrée, ℓ + 1 l’indice

de l’époque centrale, et ŷℓ+1 la classification correspondante.

5.1 Prétraitement des signaux EEG

Le classifieur visuel utilisé prend en entrée une image comportant C canaux.
Dans cette section, nous présentons la chaîne de prétraitement utilisée pour repré-
senter l’information utile de nos signaux EEG sous une telle forme.

5.1.1 Le choix des signaux

Bien qu’un examen de polysomnographie utilise d’autres modalités en plus de la
modalité EEG (Section 2.2.2), cette modalité devrait être suffisante pour déterminer
l’état cérébral, et donc l’état de sommeil, d’un sujet (Section 2.3.2). De fait, comme
nous avons pu le voir en Table 3.2, certains modèles profonds arrivent à obtenir un
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bon niveau de performance à partir d’un unique signal EEG. Pour ces raisons, nous
faisons l’hypothèse que la modalité EEG contient une information suffisante pour
déterminer l’état de sommeil.

Pour cette analyse, nous avons choisi les n = 8 électrodes EEG présentées en Fi-
gure 5.2. Nous avons choisi d’analyser de multiples signaux EEG pour éviter toute
perte d’information, ainsi que pour mieux contraster l´activité des différentes ré-
gions pertinentes du cerveau. Dans notre cas, les régions « pertinentes » sont celles
générant les motifs présents dans nos signaux (Section 2.3.1). Pour cette même rai-
son, nous avons inclus les deux hémisphères dans notre analyse. Comme en anno-
tation manuelle (Section 2.3), nous avons choisi des électrodes frontales, centrales
et occipitales. Cette collection d’électrodes permet d’analyser les différences d’ac-
tivité selon le plan sagittal (suivant l’axe antérieur-postérieur), mais couvre peu le
plan coronal (suivant l’axe transverse). Ainsi, nous avons décidé d’ajouter des élec-
trodes temporales à notre analyse. Nous étudierons la pertinence de plusieurs sous-
collections de ces électrodes en Section 5.4.3.

FIGURE 5.2 – Notre choix de 8 électrodes EEG.

5.1.2 Les spectres temps-fréquence

Chacun des n signaux EEG est subdivisé en époques de 30 secondes. Nous ra-
joutons également une seconde de l’époque précédente à chaque époque, résultant
en un recouvrement de 1 seconde entre époques de 31 secondes. Chaque signal de
chaque époque est ensuite à nouveau subdivisé en segments de 2 secondes, avec
50% de recouvrement entre segments, pour un total de 30 segments par époque. De
là, nous calculons une représentation fréquentielle de chaque segment, en utilisant
l’une de deux approches :

— Application d’une fenêtre de pondération (ou taper en anglais) de Hamming,
suivie d’une transformée de Fourier discrète, approche utilisée par Phan et
al. [133] ;

— L’approche dite par multitapers, dans laquelle de multiples fenêtres suivant
une séquence de Slepian [167] sont appliquées au signal en parallèle, avec
transformée de Fourier discrète sur chaque signal pondéré, et calcul de la
moyenne des spectres résultants. Cette approche est supposée conserver l’in-
formation utile en éliminant le bruit, et est utilisée par Vilamala et al. [186]

L’approche par fenêtre de Hamming nous donne une résolution fréquentielle de 0,5
Hz pour chaque spectre. Pour obtenir le même échantillonnage fréquentiel via l’ap-
proche par multitapers, nous déterminons la taille de la séquence de Slepian LS via



5.1. Prétraitement des signaux EEG 71

l’heuristique décrite dans Prerau et al. [141], selon laquelle une valeur de LS = 3
résultera en une résolution fréquentielle de 0,5 Hz.

Nous supprimons les informations supérieures à 45 Hz, jugées non pertinentes
pour l’analyse du sommeil par EEG (cf. Table 2.1), limitant l’axe fréquentiel à 90
points. Enfin, pour ne pas négliger les composantes de basse amplitude du signal,
nous appliquons une transformation logarithmique à nos données. Un exemple de
cette représentation temps-fréquence est présentée en Figure 5.3. À l’issue de cette
opération, chacune des deux approches décrit chaque époque par une image de taille
n × 30 × 90.

FIGURE 5.3 – Spectre temps-fréquence du signal issu de F4 sur 30
minutes 1. La courbe blanche indique l’évolution de l’état de sommeil.

5.1.3 Représentation visuelle des co-évolutions

Les spectres temps-fréquence permettent de représenter directement l’évolution
d’un signal EEG au cours du temps. Néanmoins, ils ne permettent pas de comparer
cette évolution entre les n différents signaux considérés. Ainsi, nous avons décidé de
comparer visuellement cette évolution en calculant une matrice de covariance entre
les n signaux de chaque époque de 30 secondes (sans recouvrement, cette fois). Afin
d’isoler les co-évolutions restreintes à des fréquences spécifiques, nous filtrons les
signaux EEG suivant chaque bande de fréquence décrite et Table 2.1. Pour chaque
époque, nous calculons une matrice de covariance sur chacune des 6 bandes de fré-
quence. Nous calculons également une matrice sur le signal non filtré, nous donnant
un total de F = 7 matrices de covariance de taille n × n par époque. Plus de détails
sur le calcul des matrices de covariance sont disponibles en Section 6.2.

Pour que les représentations visuelles des matrices et des spectres soient com-
parables au sein de notre modèle, nous agrandissons la taille de nos matrices n × n
en images de taille 30 × 90 par duplication de ligne. En moyenne, chaque élément
des matrices originelles sera étendu à un rectangle de 3,75 pixels de largeur et 11,25
pixels de hauteur.

5.1.4 Construction des images d’entrée et prise en compte du contexte

Comme nous pouvons le voir en Figure 5.1, notre modèle prend en entrée une
image de taille 224 × 224 × C, avec C le nombre de canaux. Nous avons choisi

1. Les 60 premières époques du premier enregistrement de la base de données MASS SS3 [125],
correspondant à un endormissement.
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de poser C = n + F, avec chacun des n premiers canaux dédié aux spectres temps-
fréquence issus d’un signal EEG, et les F suivants dédiés aux matrices de covariance
suivant chaque bande de fréquence (y compris le signal non filtré). Avec n = 8 et
F = 7, on obtient C = 11.

Afin de prendre en compte l’information contextuelle (Section 3.2.1), chaque ca-
nal pourra être composée de L images consécutives de taille 30 × 90, chaque image
correspondant à une époque. La classification se fera sur l’époque centrale, corres-
pondant donc à une stratégie en many-to-one (Section 3.2.1). Chaque canal contiendra
alors une image de 90 pixels de hauteur, et de largeur 30 × L, avec L dans {1, 3, 5, 7}.
Le reste de l’image de taille 224 × 224 est mis à 0.

5.2 Le modèle utilisé

Comme vu en Section 2.3.1, l’évaluation manuelle du sommeil est un proces-
sus principalement visuel. À ce titre, l’utilisation de CNN conçus pour l’analyse
d’images en classification du sommeil est cohérente. Cela permet également de béné-
ficier des avancées en apprentissage profond appliqué à la reconnaissance d’images
dans un contexte différent.

L’approche SleepVGG16 se base sur les travaux de Vilamala et al. [186], présentés
en Section 3.2. Comme eux (cf. Section 3.2.2), nous utilisons une architecture VGG16
préentraînée sur ImageNet. Notre approche se distingue principalement au travers
de notre prétraitement, notamment l’utilisation de plusieurs signaux EEG (contre
une analyse mono-signal via la dérivation Fpz-Cz chez Vilamala et al.), et l’intro-
duction de l’information de covariance.

Le modèle VGG16 est conçu pour prendre une image à 3 canaux en entrée. Nous
avons donc modifié sa première couche convolutive afin qu’elle puisse accepter nos
C = 11 canaux. De même, nous avons remplacé la couche fortement connectée finale
pour obtenir une sortie dans R5, correspondant aux 5 états de sommeil considérés
(N1, N2, N3, REM et éveil, cf. Section 2.1.1). Afin d’entraîner ces deux couches sup-
plémentaires, nous gelons les poids préentraînés restants du modèle VGG16 pour 10
cycles d’entraînement 2 avant de les dégeler pour le reste de l’entraînement. Nous
utilisons une entropie croisée comme fonction de coût, avec une descente de gra-
dient stochastique pour la rétropropagation.

Le reste de notre méthodologie est expliqué ci-après, en Section 5.3.

5.3 Méthodologie expérimentale

Notre méthodologie pour cette approche est motivée par nos observations en
termes de déséquilibre des bases de données PSG communément utilisées (Sec-
tion 3.3). En particulier, nous voulions améliorer la performance en classification
de l’état N1, souvent significativement plus faible que celle des autres classes (Sec-
tion 3.4). C’est pourquoi nous privilégions un bon niveau de performance par classe
plutôt qu’une performance globale élevé.

2. En nomenclature informatique, on parlera normalement d’époques d’entraînement. Le terme
« cycle » est utilisé ici pour éviter toute confusion avec les époques PSG.
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TABLE 5.1 – Vue d’ensemble des bases de données PSG publiques
retenues. L’incertitude associée à l’âge moyen correspond à l’écart-

type.

Base Âge moy. # époques % N3 % N2 % N1 % REM % Éveil
SS1 [125] 63,6 ± 5,3 51292 6,64 43,22 13,87 12,41 23,87
SS3 [125] 42,5 ± 18,9 59317 12,90 50,24 8,16 17,84 10,86

DOD-H [67] 35,32 ± 7,51 24662 14,25 48,17 6,10 19,17 12,31

5.3.1 Données utilisées

Le choix de la base de données fut motivé par plusieurs objectifs :
— La base de données doit être publique et couramment utilisée dans l’État de

l’Art, pour faciliter les comparaisons.
— Elle doit être annotée en utilisant les règles de l’AASM, pour s’assurer que

nos résultats soient pertinents dans le contexte médical actuel.
— Elle doit comporter un nombre suffisant d’électrodes EEG, si possible les

mêmes que celles sélectionnées en Section 5.1.1.
— Au même titre que la majorité de l’État de l’Art, nous nous restreignons à des

bases composées de sujets sains.
Au vu de ces restrictions, des bases de données présentées en Table 3.4, seuls

MASS SS1, MASS SS3, ISRUC-Sleep III et Dreem DOD-H satisfont nos critères. Ne
comprenant que 10 sujets et 6 signaux EEG, ISRUC-Sleep III fut rapidement élimi-
née, laissant les trois autres comme candidates potentielles.

Comme nous pouvons le voir en Table 5.1, en plus de ne pas contenir toutes les
électrodes voulues, DOD-H possède moins de la moitié du nombre d’époques de
SS1 ou SS3. De plus, tandis que SS3 couvre une large fourchette d’âges, SS1 contient
principalement des sujets âgés, résultant en une plus grande variation inter-sujet au
sein de cette base. À l’inverse, les enregistrements de SS3 et DOD-H sont en moyenne
plus homogènes, et donc plus faciles à classifier, car ils contiennent une majorité de
sujets plus jeunes.

Nous avons donc décidé, dans un premier temps, de ne tester l’approche
SleepVGG16 que sur les 62 enregistrements PSG de MASS SS3 (chaque enregistre-
ment provenant d’un sujet différent). Des tests plus exhaustifs utilisant également
SS1 et DOD-H sont présentés en Chapitre 7.

Conformément aux pratiques standard en apprentissage profond, nous divisons
cette base de données en ensembles d’entraînement, de validation et de test, tel que
les époques issues d’un même enregistrement PSG soient présentes dans un seul de
ces ensembles. Ce processus est expliqué plus en détails en Section 5.3.2.

5.3.2 Gestion du déséquilibre des classes

Comme le montre la Table 5.1, la base de données MASS SS3 est hautement
déséquilibrée, avec 50,24% d’époques en N2 contre seulement 8,16% en N1. Afin
de corriger partiellement ce déséquilibre, nous effectuons un rééquilibrage par sur-
échantillonage de notre base de données d’entraînement (Section 3.4), assurant que
le modèle observera le même nombre d’époques de chaque état de sommeil à chaque
cycle d’entraînement.

La mesure de performance la plus utilisée dans l’État de l’Art est l’exactitude (ac-
curacy en anglais), correspondant au taux de classifications correctes. pour une base
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de données déséquilibrée, cette mesure sous-représente la performance des classes
minoritaires. Pour compenser ce déséquilibre, nous pouvons représenter la perfor-
mance de la i-ème classe par la valeur d’exactitude spécifique à cette classe :

exacti =
[# vrais positifs] + [# vrais négatifs]

[# total d’éléments]
; (5.1)

avec [# total d’éléments] correspondant au nombre total d’éléments, [# vrais positifs]
le nombre d’éléments de classe i correctement classifiés, et [# vrais négatifs] le
nombre d’éléments d’autres classes non classifiés en classe i.

Alternativement, une mesure communément utilisée dans l’État de l’Art est le
score F1 de la classe considérée :

F1i =
2 × [# vrais positifs]

2 × [# vrais positifs] + [# faux positifs] + [# faux négatifs]
; (5.2)

avec [# faux positifs] le nombre d’éléments d’autres classes classifiés en classe i et
[# faux négatifs] le nombre d’éléments de classe i mal-classifiés.

Dans un contexte multi-classes, les vrais négatifs (c.à.d les éléments d’autres
classes non-classifiés comme classe i) contribuent fortement à l’exactitude par classe.
Or un vrai négatif ne correspond pas nécessairement à une bonne classification. Le
score F1 permet d’ignorer l’influence des vrais négatifs, et est donc la mesure de
performance par classe privilégiée.

Afin d’obtenir des mesures de performance globales, nous calculons des sta-
tistiques macro-moyennées, c.à.d. les moyennes des statistiques par classe. Par
exemple, le score F1 macro-moyenné (MF1) se calcule ainsi :

MF1 =
1
c

c−1

∑
i=0

F1i ; (5.3)

avec c le nombre de classes. Pareillement, nous pouvons calculer l’exactitude macro-
moyennée (ou macro-exactitude) par moyenne des exacti (équation 5.1). Néanmoins,
au vu de l’influence des vrais négatifs sur sa valeur, nous avons choisi d’utiliser le
MF1 comme mesure de performance privilégiée. Par souci de complétion, nous cal-
culons également le kappa de Cohen, une autre statistique communément calculée.

5.3.3 Validation du modèle

Les performances de chaque configuration du modèle sont obtenues après deux
étapes : une recherche d’hyperparamètres suivie d’une validation croisée. Pour cette
dernière, nous utilisons les 31 blocs de validation croisée (chaque bloc étant une di-
vision entre ensembles d’entraînement, de validation et de test) proposés par Seo et
al. pour IITNet [159], afin de pouvoir mieux comparer nos résultats. Des 62 sujets de
MASS SS3, chaque bloc alloue 50 sujet à l’entraînement, 10 à la validation et 2 au test,
de manière visiblement aléatoire, mais telle que chaque sujet apparaisse exactement
une fois dans un des 31 ensembles de test. Nous estimons la performance d’un mo-
dèle en apprentissage au travers du MF1 calculé sur son ensemble de validation, à la
fin de chaque cycle d’entraînement. Seuls les poids du modèle associés au meilleur
MF1 avant sur-apprentissage sont retenus.
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La recherche d’hyperparamètres est effectuée via l’outil Optuna [3], qui applique
l’algorithme Tree-structured Parzen Estimator [18] pour sélectionner les hyperpara-
mètres contrôlant la descente de gradient, à savoir le taux d’apprentissage, la dé-
croissance exponentielle de ce taux, le moment de descente stochastique (momentum
en anglais), et le taux de décroissance des poids. Cette recherche d’hyperparamètres
est effectuée uniquement sur le bloc de validation d’indice 0. Les hyperparamètres
associés aux meilleur MF1 de validation sont ensuite utilisés pour entraîner un mo-
dèle par bloc de validation croisée.

Une fois tous ces modèles entraînés, nous calculons la moyenne et l’écart-type
des résultats de chaque modèle sur l’ensemble de test, obtenant ainsi les perfor-
mances du modèle pour cette configuration. À noter qu’au vu de la faible taille
des ensembles de test (deux sujets parmi 62) et du haut degré de variabilité inter-
sujets noté dans les bases de données PSG (Section 3.3), cet écart-type est relative-
ment large, rendant difficile une description des résultats en termes d’intervalles de
confiance.

5.4 Expériences

Dans cette section, nous présentons notre analyse de différentes configurations
de l’approche SleepVGG16, ainsi qu’une comparaison à quelques méthodes de l’État
de l’Art. Tous les résultats sont présentés sous la forme d’une moyenne sur tous les
blocs de validation croisée, plus ou moins l’écart-type correspondant.

5.4.1 Comparaison des représentations temps-fréquence

Comme indiqué en Section 5.1.2, nous avons testé deux représentations diffé-
rentes de nos époques par des spectres temps-fréquence : avec utilisation de fenêtres
de Hamming, ou par la méthode des multitapers. Comme nous pouvons le voir en
Table 5.2, la deuxième méthode semble mieux représenter l’information utile que la
première, tout du moins dans un contexte d’analyse visuelle. De ce fait, les spectres
obtenus par multitapers sont utilisés dans le reste de ce chapitre.

TABLE 5.2 – Performances obtenues par fenêtres de Hamming ou
multitapers, pour une longueur de séquence de L = 1.

MF1 Macro-exactitude Kappa
Hamming 77,79 ± 3,80 80,68 ± 3,84 0,759 ± 0,051
Multitapers 78,53 ± 3,77 81,06 ± 3,39 0,766 ± 0,057

5.4.2 L’influence du contexte

Comme vu en Section 5.1.4, nous pouvons faire varier la longueur L de la sé-
quence d’époques en entrée pour explorer l’influence du contexte, de L = 1 (classi-
fication one-to-one, cf. Section 3.2.1) à L = 3, 5 ou 7 (avec respectivement 1, 2 ou 3
époques contextuelles de chaque côté de l’époque classifiée).

Comme nous pouvons le voir en Table 5.3, nous obtenons les meilleurs résul-
tats pour L = 7. Cela suggère que rajouter plus d’information contextuelle pourrait
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encore plus améliorer les performances. À l’avenir, nous pourrions envisager de mo-
difier le modèle pour permettre des valeurs de L plus grandes (Section 5.1.4), afin de
tester cette hypothèse.

TABLE 5.3 – Impact de la longueur de séquence L.

L MF1 Macro-exactitude Kappa
1 78,53 ± 3,77 81,06 ± 3,39 0,766 ± 0,057
3 80,00 ± 3,65 81,83 ± 3,70 0,782 ± 0,052
5 80,02 ± 3,80 81,89 ± 3,40 0,7869 ± 0,049
7 81,79 ± 2,95 82,96 ± 2,88 0,809 ± 0,038

5.4.3 L’importance des électrodes choisies

Afin de tester l’influence des électrodes choisies en Section 5.1.1 sur la classifica-
tion, nous avons entraîné notre modèle à partir de sous-ensembles des 8 électrodes
originales. Les résultats obtenus sont présentés en Table 5.4.

Nous avons tout d’abord testé séparément les électrodes de chaque hémisphère
cérébral. Comme on peut le voir dans les deux premières lignes la table, les signaux
issus des électrodes de l’hémisphère droit surclassent ceux de l’hémisphère gauche
de presque un point. De là, nous avons graduellement réduit le nombre de signaux
inclus. Nous observons ainsi que retirer l’électrode temporale entraîne une augmen-
tation de la performance, et non une diminution. Cela sous-entend que l’information
contenue dans cette électrode est redondante comparée aux autres, tout du moins
lorsque l’on considère un seul hémisphère.

Ces deux résultats sont cohérents avec le manuel de l’AASM [182], qui recom-
mande les électrodes F4, C4 et O2 pour l’annotation automatique. Notons cepen-
dant que ces résultats restent inférieurs à ceux obtenus à partie des 8 signaux ori-
ginaux, localisés sur les deux hémisphères (Table 5.3). L’inclusion des électrodes en
hémisphère gauche introduit donc une information utile absente des configurations
mono-hémisphériques.

TABLE 5.4 – Performances de sous-ensembles d’électrodes.

Électrodes MF1 Macro-exactitude Kappa
F3, C3, T3, O1 79,82 ± 3,81 81,38 ± 3,58 0,788 ± 0,046
F4, C4, T4, O2 80,71 ± 3,01 82,07 ± 3,25 0,798 ± 0,039

F4, C4, O2 81,49 ± 3,21 83,11 ± 3,37 0,802 ± 0,043
F4, O2 80,60 ± 3,44 82,67 ± 3,58 0,790 ± 0,049

F4 78,77 ± 3,62 81,01 ± 3,19 0,776 ± 0,049

5.4.4 Comparaison à l’État de l’Art

Nous comparons l’approche SleepVGG16 à quatre autres approches par
séquence de l’État de l’Art, toutes présentées en Section 3.2 :

— L’approche de Vilamala et al. [186], sur laquelle SleepVGG16 se base ;
— DeepSleepNet de Supratak et al. [173], l’approche à l’origine de la plupart des

architectures par séquence à deux échelles ;
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— IITNet de Seo et al. [159], à l’origine de nos blocs de validation croisée (Sec-
tion 5.3.3) ;

— GraphSleepNet de Jia et al. [86], un des rares modèles à analyser un grand
nombre d’électrodes.

Afin de pouvoir comparer nos résultats à ceux de ces méthodes, nous avons
réexécuté leur code avec notre méthodologie, c.à.d. avec rééquilibrage par sur-
échantillonnage, validation par le MF1 (Section 5.3.2) et résultats finaux par
validation croisée (Section 5.3.3). Les différentes approches ne décrivant pas leur
méthode d’obtention d’hyperparamètres, nous n’effectuons pas de recherche
d’hyperparamètres et utilisons les hyperparamètres qu’ils ont indiqué dans leurs
publications. À noter également que :

— Le modèle DeepSleepNet applique déjà un sur-échantillonnage lors du pré-
entraînement de son sous-modèle intra-époque. De plus, de par sa classifica-
tion en many-to-many (Section 3.2.1), ce rééquilibrage ne peut pas être appli-
qué au modèle complet.

— GraphSleepNet utilise son ensemble de validation pour les étapes de va-
lidation et de test. Nous corrigeons ce problème méthodologique, et obte-
nons ainsi des résultats significativement inférieurs à leurs performances pu-
bliées [86] (Table 5.5).

— Contrairement aux autres modèles, le code de l’approche de Vilamala
et al. n’est pas disponible en ligne, et nous avons dû le réimplémenter.
Comme pour notre approche, nous gelons les poids préentraînés pendant
plusieurs cycles pour entraîner la première et la dernière couche du modèle
(Section 5.2).

Comme nous pouvons le voir en Table 5.5, l’approche SleepVGG16 surclasse les
approches de l’État de l’Art d’au moins deux points, tout en présentant un écart-type
plus faible, augmentant notre confiance en la significativité de ce résultat. De par ces
premiers résultats, nous pouvons remarquer qu’utiliser de multiples signaux EEG
semble fournir les meilleures performances. Ceci dit, comme le montre la Table 5.4,
rajouter des électrodes ne garantit pas une meilleure performance. Nous obtenons
nos meilleurs résultats au travers des 8 électrodes présentées en Figure 5.2, mais il est
possible qu’une autre collection d’électrodes, éventuellement plus petite, fournisse
de meilleurs résultats.

TABLE 5.5 – Comparaison de l’approche SleepVGG16 à l’État de l’Art.

Méthodes MF1 Macro-exactitude Kappa
Vilamala [186] 72,87 ± 5,72 73,24 ± 5,78 0,666 ± 0,072

DeepSleepNet [173] 79,67 ± 4,49 79,99 ± 4,26 0,792 ± 0,047
IITNet [159] 77,36 ± 4,76 77,17 ± 4,08 0,774 ± 0,052

GraphSleepNet [86] 76,03 ± 4,01 76,35 ± 4,53 0,751 ± 0,056
SleepVGG16 81,79 ± 2,95 82,96 ± 2,88 0,809 ± 0,038
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Chapitre 6

Analyse par séries temporelles de
matrices de covariance

Ce chapitre présente une première itération de notre approche pour la classifica-
tion automatique de l’état de sommeil par analyse de la connectivité fonctionnelle,
telle que publiée dans la conférence CAIP 2023 [161] 1.

6.1 Une analyse du sommeil par matrices de covariance

Pour rappel, notre analyse de la connectivité fonctionnelle par EEG pour déter-
miner l’état de sommeil est motivée par plusieurs facteurs :

— Le lien entre connectivité fonctionnelle et sommeil est attesté par la littérature
médicale (Section 2.3.2) ;

— Le succès de l’analyse de cette connectivité via des matrices de covariance
tirées d’EEG dans le domaine des ICM, ou interfaces cerveau-machines (Sec-
tion 4.3) ;

— La sous-exploitation de la connectivité fonctionnelle par EEG en annotation
automatique du sommeil, malgré son intérêt potentiel (Chapitre 3).

Afin de valider la pertinence de notre approche, nous avons calculé, pour chaque
état de sommeil, la moyenne affine-invariante (Section 4.2.3) des matrices de cova-
riance calculées en Sections 5.1.3 et 6.2 (ci-après). Les matrices résultantes sont vi-
sibles en Figure 6.1. Nous pouvons observer des comportements généraux : les si-
gnaux issus des électrodes frontales et centrales des deux hémisphères (F3, F4, C3 et
C4) semblent relativement fortement corrélés entre eux, et de même pour les élec-
trodes occipitales (O1 et O2). Comme vu en Figure 5.2, les électrodes de ces deux
« blocs » sont relativement proches les unes des autres, expliquant la corrélation. A
l’inverse, les électrodes temporales (T3 et T4) sont peu corrélées, ce qui fait sens au
vu de leur écart.

Ceci dit, nous pouvons également remarquer des différences entre ces états. Déjà,
l’amplitude des variances et covariances est particulièrement prononcée pour l’état
N3, et particulièrement faible pour les états N1 et REM. Notons également que pour
certains états, particulièrement l’éveil et l’état N1, le bloc à plus haute covariance
correspond aux régions occipitales. Nous pouvons donc qualitativement supposer
que les différences entre états sont assez prononcées pour être détectées par appren-
tissage. Au vu de ces observations et des motivations mentionnées ci-avant, une
analyse de ces matrices pour annotation automatique du sommeil est justifiable.

1. Des résultats préliminaires furent également présentés à la conférence francophone ORASIS
2023 [160].
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Comme dit en Section 4.3.4, nous utilisons une architecture de type Transformer
pour notre analyse, au vu de son haut degré de performance en analyse de séquences
temporelles. Ce choix est également justifié par le succès de ce type d’architecture en
annotation automatique du sommeil (Section 3.2).

(A) État N3 (B) État N2 (C) État N1

(D) État REM (E) État d’éveil

FIGURE 6.1 – Matrices moyennes sur MASS SS3, à partir du signal
non filtré. Toutes les matrices ont une échelle de couleurs commune.
Les lignes et les colonnes (de haut en bas et de gauche à droite) cor-

respondent aux électrodes F3, F4, C3, C4, T3, T4, O1 et O2.

6.2 Des signaux EEG aux séries de matrices

FIGURE 6.2 – Chaîne de prétraitement, des signaux EEG filtrés aux
vecteurs d’entrée du modèle.

Dans ce chapitre, nous représentons chaque époque EEG par des séquences tem-
porelles de matrices SDP (Sections 4.1 et 4.2), calculées à partir de n signaux EEG. En
particulier, nous analysons les signaux issus des n = 8 électrodes EEG présentées en
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Figure 5.2. Cela nous permet de contraster l’activité des régions frontales, centrales,
temporales et occipitales du cerveau, une comparaison que nous savons pertinente
pour la classification des états de sommeil (Section 5.1.1).

Les différentes étapes de prétraitement de nos données sont présentées dans cette
section, ainsi qu’en Sections 6.3 et 6.4.1. Une vue d’ensemble de ces étapes est dispo-
nible en Figure 6.2.

Préparation des signaux EEG

Comme de multiples approches de l’État de l’Art (Section 3.2.2), nous appliquons
tout d’abord une normalisation de type Z-score à chaque signal EEG (Équation 3.1).
Cette opération remet les signaux issus de chaque sujet à la même échelle, tout en
conservant les variations de chaque signal Cela permet donc de rendre les signaux
plus comparables et de supprimer d’éventuels artefacts d’acquisition, tout en conser-
vant l’information utile.

Afin d’identifier les covariations du signal suivant différentes bandes de fré-
quence, nous filtrons les signaux EEG suivant les 6 bandes de fréquence présentées
en Table 2.1. Ce filtrage est effectué via un filtre Butterworth passe-bande d’ordre 4,
choisi parce qu’un filtre d’ordre 5 introduirait des instabilités en bande delta. Nous
divisons les signaux ainsi obtenus suivant C = 7 canaux fréquentiels : un canal par
bande de fréquence, plus un canal correspondant au signal non filtré.

Calcul des matrices de covariance

Comme fait en Section 5.1.3, nous subdivisons les signaux en fenêtres de une
seconde sans recouvrement. Pour chaque fenêtre et chaque canal fréquentiel, nous
calculons une matrice de covariance entre les n segments de signal correspondants 2,
nous donnant 30 × C matrices de SSDP(n) par époque de 30 secondes. Les matrices
de covariance ainsi calculées sont pleinement symétriques définies positives si et
seulement si les n signaux originels sont linéairement indépendants (Propriété 4.1.4),
ce qui devrait être le cas pour des signaux réels. Néanmoins, une faible propor-
tion des matrices de covariance calculées peuvent présenter des valeurs propres très
proches de zéro. Certaines de ces matrices présentent même des valeurs propres lé-
gèrement négatives, causées par des erreurs de calcul discret. Afin de corriger ces
erreurs, nous définissons une valeur ϵ ∈ R∗

+, et appliquons la correction suivante :

∀X ∈ A | {∃λi ∈ {λ}X | λi < ϵ}, X′ = X + ϵIn ; (6.1)

avec A ⊂ Rn×n l’ensemble des matrices de covariances calculées, {λ}X l’ensemble
des valeurs propres de X, et X′ la matrice X corrigée. Pour ϵ suffisamment petit,
cette correction est similaire à une opération de shrinkage vue en Équation 4.9, en
imposant ρ proche de 0 dans l’équation (et donc 1 − ρ proche de 1).

Dans ce chapitre, comme pour SleepVGG16, nous utilisons exclusivement la base
de données MASS SS3 [125] (voir Section 6.5.1) pour calculer nos matrices. Pour cette
base, nous posons ϵ = 4 × 10−5.

2. Via une estimation naïve, cf. Équation 4.8.
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6.3 Enrichissement et vectorisation

Une fois nos matrices de covariance obtenues, nous leur appliquons une série de
transformations, afin de renforcer l’information utile qu’elles contiennent, et de les
représenter dans un format adapté au modèle utilisé (Section 6.4). Ces transforma-
tions sont choisies pour leur préservation de la structure de nos données, afin d’évi-
ter la dégradation de données induite par l’utilisation d’opérations euclidiennes sur
la variété des matrices SDP, tel que l’effet de gonflement (Section 4.2.2).

6.3.1 Augmentation matricielle

Comme nous l’avons vu en Section 3.2.2, de nombreuses approches perfor-
mantes en analyse du sommeil exploitent un unique signal EEG. Les propriétés
propres à chaque signal sont donc de toute évidence pertinents pour notre clas-
sification. Or, une matrice de covariance ne comporte qu’une seule information
spécifique à chaque signal, à savoir sa variance. Il est donc pertinent d’enrichir
l’information présente dans nos matrices en y ajoutant des descripteurs extraits
de chaque signal EEG. Pour ce faire, nous pouvons utiliser ce que nous appelons
l’opération d’augmentation.

Propriété 6.3.1 (Augmentation d’une matrice SDP par une matrice de descripteurs).
Soient X ∈ SDP(n), A ∈ Rn×k, α ∈ R, et :

augα(X, A) =

 X + α2A · AT αA

αAT Ik

 ∈ R(n+k)×(n+k). (6.2)

Alors augα(X, A) ∈ SDP(n + k).

Démonstration. Voir Annexe B.1

La matrice X′ = augα(X, A) décrit donc chaque signal par sa variance, ses cova-
riances avec les n − 1 autres signaux analysés, ainsi que par ses k descripteurs inclus
dans la matrice A. Notons toutefois que les informations de variance et de cova-
riance de X sont combinées à la matrice A via l’expression X + α2A.AT. Le facteur
d’augmentation α utilisé dans Équation 6.2 permet de contrôler l’importance de la
matrice d’augmentation A au sein de la matrice finale X′. Dans ce chapitre, nous
nous sommes restreints à utiliser un vecteur d’augmentation plutôt qu’une matrice,
en posant k = 1 dans l’Équation 6.2. Ce vecteur A est obtenu en calculant une statis-
tique sur chaque segment EEG. Nous avons testé plusieurs statistiques telles que la
moyenne du signal 3, son amplitude maximale et sa densité spectrale de puissance
(DSP) moyenne.

6.3.2 Normalisation des matrices

De par leur origine biologique, chaque enregistrement PSG encode des infor-
mations spécifiques au sujet correspondant. Ces informations ayant valeur de bruit

3. De par la normalisation des signaux (Section 6.2), la moyenne d’un signal sera nulle sur l’enre-
gistrement complet. Néanmoins, ce ne sera pas le cas sur les segments de une seconde considérés dans
cette section.
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pour notre classification, nous voulons retirer leur influence de nos matrices de co-
variance. Nous pouvons effectuer cette normalisation au travers de l’opération de
whitening, ou blanchissement, introduite en Équation 4.25 de la Section 4.2.3.

L’opération de whitening

Pour rappel, pour toute matrice X ∈ SDP(n) présente dans le voisinage de
G ∈ SDP(n), nous pouvons transporter X dans le voisinage de l’identité de la
manière suivante :

whit(G)(X) = G−1/2 ⋆ X = G−1/2 · X · G−1/2. (6.3)

Si G encode les spécificités d’un sujet, l’opération whit(G)(·) supprimera ces spécifi-
cités pour chaque matrice originaire du même sujet. En recalant toutes les matrices
autour de l’identité, cette opération rend plus comparables les matrices issues de
différents sujets, améliorant les performances de notre modèle.

Dans ce chapitre, nous estimons les spécificités de chaque sujet en calculant une
matrice de covariance sur le signal complet, et ce pour chaque canal fréquentiel. Une
alternative à cette approche est explorée en Section 7.1.2.

Composition avec l’augmentation

Soit G′ ∈ SDP(n) la matrice de covariance calculée sur un enregistrement com-
plet, pour un canal fréquentiel donné. Soit A′ ∈ Rn le vecteur de descripteurs calcu-
lés à partir des signaux complets pour ce même enregistrement. Enfin, soit X une
matrice sur une seconde issu du même enregistrement et canal, et A ∈ Rn son
vecteur d’augmentation associé. Dans ce chapitre, nous combinons les opérations
d’augmentation (Équation 6.2) et de whitening (Équation 6.3) dans une unique opé-
ration d’enrichissement :

X′ = whit(augα(G′,A′))(augα(X, A)) ; (6.4)

avec X′ ∈ SDP(n + 1) la matrice enrichie issue de X.
Une plus ample discussion autour de différentes stratégies de whitening est pro-

posée en Section 7.1.2.

6.3.3 Vectorisation logarithmique bijective

Comme vu en Section 4.2.3, nous pouvons définir des opérations riemanniennes
sur la variété des matrices à partir d’opérations euclidiennes, en utilisant une pro-
jection logarithmique sur l’espace tangent (Équation 4.17). Nous qualifions les opé-
rations résultantes d’opérations LogEuclidiennes, catégorie comprenant notamment
la moyenne LogEuclidienne pondérée définie en Propriété 4.2.6.

Le paradigme LogEuclidien appliqué aux réseaux profonds

Considérons une succession d’opérations LogEuclidiennes, chacune composée
d’une projection logarithmique, d’une opération euclidienne sur matrices symé-
triques, et d’une projection exponentielle sur les matrices résultantes pour revenir
sur la variété d’origine (Équation 4.17). Cela serait équivalent à faire une unique
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projection logarithmique, suivie d’une succession d’opérations euclidiennes, et en-
fin d’une unique projection exponentielle. Considérons enfin un réseau de neurones
profond dont chaque couche correspond à une de ces opérations euclidiennes sur
matrices symétriques. Si nous lui donnons en entrée des données SDP projetés
sur l’espace tangent, ce réseau effectuera une analyse LogEuclidienne (et donc
riemannienne) de ces données SDP.

En supposant que les couches euclidiennes composant un réseau profond soient
bien choisies (cf. Section 6.4.1), nous pourrons ainsi l’utiliser pour analyser des ma-
trices SDP tout en conservant leur structure riemannienne. En d’autres termes, il
s’agit là de la version profonde du paradigme LogEuclidien utilisé en analyse de
matrices SDP par apprentissage classique (Section 4.3.1).

La vectorisation

Une architecture de type Transformer prend en entrée une séquence de vecteurs
de taille fixe [184]. Pour cette raison, nous appliquons une vectorisation à nos ma-
trices SDP.

Soit X ∈ SDP(m), avec m = n + 1. Posons X∗ = logIn
(X) la projection de X sur

Sym(m) (Équation 4.17). Comme vu en Définition 4.2.6, cette projection est bijective.
L’ensemble Sym(m) est un espace euclidien de dimension m(m+1)

2 (Propriété 4.1.1).

X∗ peut donc être représenté dans la base canonique de R
m(m+1)

2 par un vecteur VX.
De manière équivalente, VX peut être obtenu en réarrangeant les éléments de la tri-
angulaire supérieure de X∗ dans un vecteur.

La composition de la projection logarithmique et de cette représentation vecto-

rielle définit donc une bijection entre SDP(m) et R
m(m+1)

2 , que nous appelons vec-
torisation logarithmique. Ainsi, à partir de 30 × C matrices de SDP(m) obtenues

après enrichissement (avec m = n + 1), nous calculons 30 × C vecteurs de R
m(m+1)

2

par époque. En supposant n = 8, cela correspond à des vecteurs de R45.

6.4 Le modèle utilisé

Pour analyser nos matrices vectorisées, nous utilisons une architecture adaptée
du modèle SleepTransformer de Phan et al. [139].

6.4.1 Combinaison des canaux fréquentiels

En sortie de vectorisation, pour chaque fenêtre de une seconde composant

chaque époque, nous obtenons C vecteurs de R
m(m+1)

2 (Section 6.3.3). Or, comme vu
en Section 3.2.2, contrairement aux CNN, la structure des Transformers ne permet
pas nativement de combiner de multiples canaux. De plus, nous avons pu observer
expérimentalement que la taille des vecteurs d’entrée affectait significativement les
performances, avec des vecteurs trop petits induisant une baisse de performance 4.

Nous résolvons ces deux problèmes en effectuant une dernière étape de prétrai-
tement après la vectorisation : la concaténation fréquentielle (voir Figure 6.2). Pour
chaque fenêtre de une seconde composant une époque donnée, nous concaténons

4. Nous explorons cette propriété plus en détails en Section 7.1.3
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les C canaux fréquentiels en un seul vecteur de R
m(m+1)

2 ·C. Cela nous donne donc 30
vecteurs de taille m(m+1)

2 × C par époque (c.à.d. de taille 315 pour m = 9 et C = 7).
À noter que cette concaténation n’est pas interprétable en termes de combinai-

sons de matrices au sein de SDP(m), bien que ces vecteurs d’entrée encodent tou-
jours toute l’information présente dans nos matrices originelles.

6.4.2 L’architecture du modèle

FIGURE 6.3 – L’architecture du modèle. Comme en Figure 5.1, ŷℓ+1
correspond à la classification de l’époque centrale.

Notre approche utilise une stratégie de classification en many-to-one (Sec-
tion 3.2.1), avec en entrée une époque centrale entourée des ℓ époques précédentes
et suivantes, servant de contexte. Le modèle prend donc des séquences de
L = 2 × ℓ + 1 époques en entrée. Dans ce chapitre, nous posons L = 21 (et donc
ℓ = 10), au même titre que SleepTransformer [139].

Le modèle effectue une classification à deux échelles (cf. Section 3.2.1), comme
illustré en Figure 6.3. Chaque échelle traite nos données via une succession d’enco-
deurs de Transformer de même configuration, dénotés Nintra et Ninter dans la figure.
Par abus de langage, nous parlerons d’« encodeur » au singulier pour faire référence
à une telle série d’encodeurs.

À l’échelle intra-époque, les 30 vecteurs de R
m(m+1)

2 ·C post-concaténation (Sec-
tion 6.4.1) passent d’abord par un encodage positionnel classique [184], avant de
traverser l’encodeur de Transformer intra-époque. Les 30 vecteurs en sortie de l’enco-
deur sont ensuite condensés en un unique vecteur descripteur de l’époque (toujours

dans R
m(m+1)

2 ·C) par moyennage. Le vecteur moyen issu de la i-ème époque est annoté
xi en Figure 6.3.

Les vecteurs descripteurs de chaque époque sont ensuite regroupés dans une sé-
rie temporelle de longueur L, avant de passer par un second encodage positionnel,
et enfin par l’encodeur inter-époque. Des L vecteurs de sortie, seul celui correspon-
dant à l’époque centrale est récupéré. Il passe ensuite par deux blocs annotés « FC »
dans la figure, composés d’une couche fortement connectée, d’une activation ReLU
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et d’une couche dropout. Enfin, une dernière couche fortement connectée fournit la
classification finale.

Ce modèle utilise l’entropie croisée comme fonction de coût, et une rétropropa-
gation via l’algorithme Adam [95]. Les paramètres β1, β2 et ϵ de Adam sont fixés à
0.9, 0.99 et 10−7 respectivement.

6.5 Validation expérimentale

Notre stratégie de validation de cette approche est similaire à celle employée
pour l’approche SleepVGG16 (Sections 5.3 et 5.4), à quelques innovations près.

6.5.1 Méthodologie

Notre méthodologie expérimentale reprend plusieurs éléments de l’approche
SleepVGG16 (Chapitre 5) :

— Recherche d’hyperparamètres suivie de validation croisée ;
— Utilisation de la base de données MASS SS3 [125], et des 31 blocs de valida-

tion croisée définis pour IITNet [159] ;
— Rééquilibrage des classes par duplication sur l’ensemble d’entraînement ;
— Utilisation du MF1 comme mesure de performance principale ;
— Comparaison aux approches DeepSleepNet [173], IITNet [159] et GraphS-

leepNet [86] de l’État de l’Art.
Dans ce chapitre, nous introduisons plusieurs additions à cette méthodologie en
termes de recherche d’hyperparamètres (Section 6.5.2) et de comparaison à l’État de
l’Art (Section 6.5.3). À cela s’ajoute un changement majeur en termes de validation
du modèle, développé ci-après.

Exclusions des époques de bord pour les enregistrements de test

Les approches de l’État de l’Art sélectionnées utilisent des tailles de séquence
d’entrée différentes, avec L = 25, 10 et 5 pour DeepSleepNet, IITNet et GraphSleep-
Net, respectivement. Toutes ces approches, mise à part DeepSleepNet, sont en many-
to-one (Section 3.2.1), signifiant que certaines époques de bord de chaque enregistre-
ment ne sont utilisées que comme époques contextuelles, et ne sont jamais classifiées.
DeepSleepNet effectue une classification en many-to-many sans recouvrement, en uti-
lisant des séquences de 25 époques et en ignorant toute époque surnuméraire. Cela
veut dire que dans le pire des cas, DeepSleepNet peut ignorer jusqu’à 24 époques en
fin de chaque enregistrement.

Par conséquent, même à blocs de validation croisée identiques, les résultats is-
sus de chaque approche ne sont pas immédiatement comparables, car les époques
classifiées diffèrent d’une approche à l’autre. Pour corriger ce phénomène, nous ex-
cluons de la base de test certaines époques en début et fin de chaque enregistrement.
Plus précisément, nous avons choisi de ne pas classifier les premières et dernières
24 époques de chaque base. Par conséquent, les résultats présentés dans ce chapitre
diffèrent de ceux visibles en Table 5.5. Ceci dit, cette différence n’est pas assez pro-
noncée pour invalider les conclusions établies en Chapitre 5.

Notre approche utilise des séquences de taille L = 21, correspondant à un
contexte de ℓ = 10 époques de part et d’autre de l’époque à classifier (Section 6.4.2).
Pour chacun des deux enregistrements utilisés en base de test pour un bloc de
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validation donnée, les 14 premières époques sont ignorées complètement, et les
10 suivantes ne sont utilisées que comme époques de contexte. De même en fin
d’enregistrement. Au total, 96 époques de l’ensemble de test ne seront pas classifiées
(48 par enregistrement), contre 40 (10 par bord et par enregistrement) si nous
n’implémentions pas cette stratégie.

6.5.2 Analyse du modèle

Avant de comparer nos résultats à l’état de l’art, nous analysons le comportement
de notre modèle afin de valider notre approche.

Variantes du modèle

Dans un premier temps, nous appliquons deux modifications à notre modèle afin
de tester deux hypothèses :

— l’importance de l’information de covariance,
— et la pertinence de l’opération d’augmentation.

Les résultats sont présentés en Table 6.1, avec chaque variante testée en suivant notre
méthodologie complète (Section 6.5.1).

Pour tester l’influence des covariances, nous avons mis à zéro toute information
de covariance. Les matrices de SDP(n) pré-enrichissement sont donc réduites à des
matrices diagonales, avec la variance de chaque signal comme coefficients diago-
naux. Les opérations d’enrichissement (et donc l’augmentation, cf. Section 6.3) sont
conservées. Séparément, nous retirons l’étape d’augmentation (réduisant l’enrichis-
sement à l’opération de whitening uniquement), afin de vérifier si les descripteurs
rajoutés par cette étape sont utiles à la classification. Notons que dans ce cas, avec
n = 8 et C = 7 les vecteurs d’entrée du modèle appartiendront à R252, plutôt que R315

avec augmentation (Section 6.4.1).
Comme le montre la Table 6.1, les deux variantes entraînent effectivement une

perte de performance, plus élevée en retirant les covariances qu’en supprimant
l’augmentation. Cela confirme la pertinence de l’information de covariance pour
notre analyse. Notons néanmoins que cette baisse de performance reste relativement
faible (inférieure à 3 points en MF1), signifiant que la variance et l’augmentation
seules présentent assez d’information pour conserver une performance respectable.
Cela peut être expliqué par la nature des descripteurs utilisés en augmentation,
comme expliqué ci-après.

TABLE 6.1 – Analyse de variantes de notre modèle.

MF1 Macro-exactitude Kappa
Sans modification 79,78 ± 4,56 81,76 ± 4,61 0,776 ± 0,069
Covariances nulles 77,39 ± 5,82 79,76 ± 4,95 0,741 ± 0,081
Sans augmentation 78,14 ± 4,10 80,56 ± 3,95 0,753 ± 0,060

Analyse des hyperparamètres

Comme dit en Section 6.5.1, nous effectuons une recherche d’hyperparamètres
plus étendue que pour l’approche SleepVGG16 (Section 5.3.3). Le résultat de la re-
cherche d’hyperparamètres ayant engendré nos meilleures performances (Table 6.1,
première ligne) est présenté en Table 6.2.
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Comme pour SleepVGG16, le taux d’apprentissage, la décroissance exponen-
tielle de ce taux, et le taux de décroissance des poids sont des hyperparamètres du
modèle. À cela s’ajoutent deux hyperparamètres liés à l’augmentation de nos ma-
trices (Section 6.3.1) : le facteur d’augmentation α, et le choix de la statistique utilisée
pour calculer les descripteurs par signal composant le vecteur A (Équation 6.2). En-
fin, nous introduisons un grand nombre d’hyperparamètres contrôlant la structure
du modèle (Section 6.4.2). Ces paramètres définissent la configuration des encodeurs
de Transformer (y compris Nintra et Ninter), le taux associé aux couches dropout, et la
taille des couches fortement connectées au sein des blocs FC. Notons également que
contrairement à l’approche SleepVGG16, nous utilisons le bloc de validation croisée
d’indice 11 pour nos recherches d’hyperparamètres (Section 5.3.3), plutôt que celui
d’indice 0.

Pour ce qui est des résultats en Table 6.2, observons tout d’abord que parmi les
descripteurs par signal calculés pour l’augmentation (Section 6.3.1), la densité spec-
trale de puissance (DSP) moyenne nous offre les meilleurs performances. Ce résultat
peut surprendre, en sachant que la DSP moyenne du signal est proportionnelle à sa
variance. Pour i et j dans[0, n − 1], l’élément de X′ d’indice (i, j) sera donc :

X′
i,j = cov(xi, xj) + α2 × β2 × var(xi) × var(xj) ; (6.5)

avec xi et xj les segments de signal d’indice i et j respectivement, et β le coefficient
de proportionnalité entre DSP moyenne et variance. À cela s’ajoute une valeur de α
élevée, proche du maximum de 100 que nous avons défini pour la recherche d’hy-
perparamètres.

Notre hypothèse est que la valeur var(xi) × var(xj) introduit des moments
d’ordre supérieur au sein de notre matrice, et donc une information complémen-
taire. Cela explique également le maintien d’une performance relativement élevée
lorsque nous supprimons les covariances (Table 6.1, deuxième ligne).

Outre cela, nous pouvons noter les faibles taux de dropout, indiquant que ces
couches de régularisation semblent être superflues. Néanmoins, nous les conservons
dans la prochaine itération de notre approche (Section 7.2), au vu de leur coût de
calcul négligeable.

6.5.3 Comparaison à l’État de l’Art

Comme indiqué précédemment, nous comparons notre méthode à plusieurs ap-
proches précédemment abordées, en réentraînant leurs modèles avec notre métho-
dologie (Section 6.5.1). Nous testons également notre implémentation de l’approche
SleepTransformer [139], ainsi que l’approche SleepVGG16 (Chapitre 5), incluse à titre
de comparaison.

Les résultats obtenus sont présentés en Table 6.3. Dans un premier temps, et
en excluant SleepVGG16, remarquons que notre approche surclasse toutes celles de
l’État de l’Art d’au moins un point en MF1. Cette avance semble en grande partie due
à notre score F1 pour l’état N1, pour laquelle nous surclassons la deuxième meilleure
approche de plus de deux points. Comme notre méthodologie est en grande par-
tie motivée par une amélioration de la performance pour cet état de sommeil (Sec-
tion 5.3), ce résultat est prometteur.

Notons également les mauvaises performances de notre réimplémentation de
SleepTransformer [139]. Il est envisageable que cette implémentation ne soit pas
représentative des capacités du modèle. Néanmoins, elle correspond à une légère
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TABLE 6.2 – Hyperparamètres choisis.

Composante Hyperparamètre Valeur choisie

Augmentation
Descripteurs des signaux DSP
Facteur d’augmentation α 99,53

Encodeur intra-époque

# couches Nintra 5
# têtes d’attention h 15

Sortie de la première couche FC 1024
Taux de dropout 6, 2 × 10−5

Encodeur inter-époque

# couches Ninter 6
# têtes d’attention h 5

Sortie de la première couche FC 256
Taux de dropout 8, 1 × 10−3

Blocs FC
Sortie de la couche FC 2048

Taux de dropout 1, 4 × 10−3

Rétropropagation
Taux d’apprentissage λ 4, 9 × 10−5

Facteur de décroissance de λ 0,94
Taux de décroissance des poids 1, 76 × 10−6

modification de l’implémentation de notre modèle, avec pour différence principale
l’utilisation de spectres temps-fréquence en entrée plutôt que des matrices de cova-
riance. De ce fait, la différence de performance entre notre approche et cette implé-
mentation est un bon indicateur de l’avantage d’une approche par la covariance sur
une approche spectrale à architecture égale.

Néanmoins, en se comparant aux résultats de SleepVGG16 suivant cette nou-
velle méthodologie, il est clair que cette approche n’a pas encore atteint un niveau
de performance satisfaisant. Une cause potentielle de ce manque de performance est
la structure même du modèle. En effet, pour cette première itération de notre ap-
proche, nous n’avons pas cherché à imposer une stricte préservation de la structure
SDP encodée dans les vecteurs calculés en Section 6.3.3. À ce titre, les divers vec-
teurs descripteurs calculés au sein de notre architecture ne correspondent pas à des
matrices SDP. L’itération suivante de notre approche, présentée en Chapitre 7, offre
une solution à ce problème.
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TABLE 6.3 – Comparaison de notre approche à l’État de l’Art. Meilleurs résultats hormis SleepVGG16 en gras ; meilleurs résultats finaux en bleu.

MF1 Macro-exactitude Kappa F1 par classe
N3 N2 N1 REM Éveil

DeepSleepNet [173] 78,14 ± 4,12 80,05 ± 3,47 0,773 ± 0,052 80,38 ± 9,35 89,25 ± 3,12 53,52 ± 8,24 86,67 ± 5,34 80,86 ± 9,04
IITNet [159] 78,48 ± 3,15 81,88 ± 2,89 0,763 ± 0,043 81,97 ± 8,91 88,15 ± 2,84 56,01 ± 6,54 85,14 ± 5,64 81,11 ± 8,49

GraphSleepNet [86] 75,58 ± 3,75 79,75 ± 3,41 0,724 ± 0,057 74,77 ± 12,12 84,84 ± 4,22 50,80 ± 8,06 85,09 ± 7,38 82,42 ± 7,43
SleepTransformer [139] 73,97 ± 3,50 76,37 ± 4,35 0,722 ± 0,046 74,26 ± 12,36 86,72 ± 3,28 47,60 ± 6,37 83,84 ± 6,99 77,40 ± 8,63

Notre approche 79,78 ± 4,56 81,76 ± 4,61 0,776 ± 0,069 78,17 ± 11,49 88,66 ± 4,59 58,43 ± 6,41 86,91 ± 7,79 86,73 ± 6,42
SleepVGG16 81,23 ± 2,56 82,39 ± 2,57 0,8028 ± 0,0380 82,02 ± 8,76 90,57 ± 2,65 58,29 ± 5,01 87,01 ± 6,27 88,26 ± 5,05
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Chapitre 7

SPDTransNet : un Transformer à
préservation structurelle

Comme vu en Section 6.5.3, bien que l’approche développée en Chapitre 6 ait
des performances au niveau de l’État de l’Art testé, elle ne permet pas de dépasser
celui-ci de manière significative. Dans ce chapitre, nous apportons de multiples amé-
liorations à l’approche du chapitre précédent, et évaluons cette nouvelle approche à
l’aide de multiples bases de données. Ce faisant, nous évaluons également la robus-
tesse et flexibilité de notre modèle.

Cette approche finale, dénommée SPDTransNet (Symmetric Positive Definite
Transformer Network), fut présentée dans deux articles ; avec des résultats prélimi-
naire publiés à la conférence EUSIPCO 2024 [163] et une version plus aboutie et
détaillée publiée dans le journal Springer Nature Computer Science (SNCS) [162].

7.1 Prétraitement des données

Comme nous pouvons le voir en Figure 7.1, la chaîne de pré-traitement reste très
similaire à celle présentée en Figure 6.3 :

— Normalisation des n signaux EEG choisis ;
— Filtrage suivant 6 bandes de fréquence, résultant en C = 7 canaux fréquen-

tiels ;
— Subdivision du signal en 30 segments de une seconde, et calcul d’une matrice

de covariance n × n pour chaque sous-fenêtre et canal ;
— Calcul de descripteurs par signal pour chaque matrice ;
— Enrichissement des matrices par augmentation et whitening ;
— Vectorisation logarithmique de chaque matrice enrichie ;
— Combinaison des canaux en une séquence de vecteurs unique.

Néanmoins, mise à part les deux premiers points ci-dessus, chaque opération de
cette chaîne a été modifiée.

7.1.1 Les données choisies, et matrices résultantes

Le calcul des matrices de covariances pré-enrichissement subit plusieurs modi-
fications dans ce chapitre, notamment en conséquence de l’inclusion de nouvelles
bases de données.
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FIGURE 7.1 – Chaîne de prétraitement pour SPDTransNet. Les des-
cripteurs par signal et le paramètre α peuvent être appris. Les projec-

tions linéaires triangulaires sont systématiquement apprises.

Les signaux EEG choisis

En plus de MASS SS3, nous avons décidé d’évaluer notre modèle au travers des
deux autres bases considérées en Section 5.3.1 : MASS SS1 [125] et Dreem DOD-
H [67] 1. Un résumé de leur composition est disponible en Table 5.1. Nous conser-
vons les n = 8 électrodes EEG originellement choisis en Section 5.1.1 dans notre ana-
lyse de MASS SS3 et SS1, correspondant aux électrodes F3, F4, C3, C4, T3, T4, O1 et
O2. Néanmoins, Dreem DOD-H ne comprend pas tous ces signaux.

Comme vu en Table 3.4, les enregistrements de Dreem DOD-H comprennent 12
signaux EEG. Cinq d’entre eux sont des dérivations entre une électrode EEG et une
référence contralatérale, à savoir les électrodes Fp1, Fp2, F3, F4 et C3. Les 7 signaux
restants sont des dérivations de type EEG-EEG, à partir desquels nous pouvons ex-
traire les signaux issus de O1 et O2. Cela nous donne un maximum de n = 7 signaux
EEG pour Dreem DOD-H, présentés en Figure 7.2, avec seulement 5 électrodes en
commun avec MASS SS1 et SS3 : F3, F4, C3, O1 et O2.

FIGURE 7.2 – Les 7 électrodes EEG obtenus depuis la base Dreem
DOD-H.

Le calcul des matrices

En Section 6.2, nous calculions manuellement nos matrices via une estimation
naïve de la covariance (Équation 4.8). Pour SPDTransNet, nous avons décidé d’utili-
ser la fonction cov de la librairie NumPy [72]. Ce faisant, les matrices issues de MASS
SS1 et SS3 n’ont plus besoin de correction.

1. La base ISRUC-Sleep III ne fut à nouveau pas retenue, à cause de sa faible taille.
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Ce n’est cependant pas le cas pour DOD-H. Dû à la proximité des électrodes
pré-frontales (Fp1 et Fp2) et frontales (F3 et F4), un nombre significatif de matrices
ont des valeurs propres négligeables, voire légèrement négatives. Nous appliquons
donc la correction présentée en Équation 6.1, en imposant ϵ = 10−10. Si la matrice
conserve des valeurs propres négatives malgré cette correction, nous augmentons
graduellement la valeur de ϵ, pour un maximum de 5 × 10−2.

Outre cela, nous expérimentons également avec d’autres estimations de la cova-
riance. Plus précisément, nous testons les algorithmes d’estimation OAS et MCD,
introduits en Section 4.1.3.

Séparation des données en blocs

Comme au Chapitre 6, nous réutilisons les 31 blocs de validation croisée d’IIT-
Net pour MASS SS3, et conservons le bloc d’indice 11 comme référence pour nos
recherches d’hyperparamètres. Les 53 enregistrements de MASS SS1 sont subdivisés
en 26 blocs, avec 42, 9 et 2 enregistrements par bloc dédiés aux ensembles d’entraîne-
ment, de validation et de test, et ce à l’exception du dernier bloc, qui possède une di-
vision en 42, 8 et 3 enregistrements, respectivement. Les 25 sujets de Dreem DOD-H
sont subdivisés en 25 blocs de 20, 4 et 1 enregistrement(s), respectivement. Ces blocs
sont conçus pour que l’union des ensembles de test forment la base de donnée com-
plète, comme pour SS3. Nous avons aléatoirement sélectionnés les blocs d’indices 8
et 19 pour les recherches d’hyperparamètres de SS1 et DOD-H, respectivement.

7.1.2 Enrichissement amélioré

L’amélioration en performance de notre approche par rapport à l’itération pré-
cédente est en grande partie due aux améliorations apportées à l’enrichissement de
nos matrices.

Augmentation apprise

En Section 6.3.1, nous utilisions un vecteurs de descripteurs statistiques comme
matrice d’augmentation A (Équation 6.2). Mais rien ne nous empêche de calculer
k > 1 descripteurs par signal, résultant en des matrices d’augmentations dans Rn×k.
Dans un premier temps, nous avons rajouté comme descripteurs la moyenne du si-
gnal et son amplitude maximale à la DSP (donnant k = 3). Néanmoins, ces ajouts
n’ayant pas significativement amélioré la performance du modèle, nous avons dé-
cidé d’apprendre les k descripteurs par signal.

L’architecture du modèle choisi est présentée en Figure 7.3. Le modèle ResNet50
modifié correspond au réseau intra-époque du modèle IITNet de Seo et al., tel que
présenté en Table 3 de leur article [159]. Ce modèle original renvoie un certain
nombre de vecteurs de R128, dépendant de la taille de l’entrée. Chaque vecteur de
cette séquence de sortie a pour champ réceptif une sous-fenêtre de cette entrée, et
la séquence de champs réceptifs constitue un partitionnement temporel de l’entrée
(avec recouvrement).

Comme vu dans la figure, nous utilisons un total de C jeux de poids pour ce
modèle (un par canal). Nous considérons ainsi les n signaux d’un même canal as-
sez similaires pour être analysés en parallèle par un même réseau. À l’inverse, nous
apprenons des poids différents d’un canal à un autre. Ces poids partagés sont repré-
sentés dans la figure par les rectangles en pointillés.
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Pour chaque signal et chaque canal, les vecteurs de R128 en sortie de ce CNN sont
ensuite condensés en une série temporelle de 30 vecteurs de Rk, tels que le champ
réceptif du i-ème vecteur contienne la i-ème sous-fenêtre de une seconde du signal
correspondant. Cette propriété du champ réceptif est détaillée en Annexe B.2.

Pour chacune des 30 matrices composant chaque canal de chaque époque, nous
calculons donc k × n descripteurs, qui composeront la matrice A décrite en Équa-
tion 6.2. Nous nous limitons à k = 3, résultant en des matrices augmentées dans
SDP(11), afin de ne pas noyer l’information de covariance au sein de la matrice
finale.

Dans le reste de ce chapitre, nous considérerons donc deux configurations
possibles de l’opération d’augmentation. L’augmentation « manuelle » correspond à
l’approche définie en Section 6.3.1, en utilisant des vecteurs d’augmentation (k = 1)
obtenus par calcul de la DSP par signal. L’augmentation « apprise » est la variante
introduite ci-avant (avec donc k = 3).

Comme pour le modèle principal, le sous-modèle d’augmentation apprise (Fi-
gure 7.3) est préentraîné via notre méthodologie, avec recherche d’hyperparamètres
suivie d’un entraînement sur chaque bloc de validation croisée. Notons que les poids
de ce sous-modèle ne sont pas fixés durant l’entraînement final. Par conséquent, tan-
dis que les vecteurs d’augmentation manuelle peuvent être calculés en amont de
l’entraînement et rester inchangés, ce n’est pas le cas pour les matrices d’augmenta-
tion apprise.

De plus, bien que son initialisation reste un hyperparamètre (Section 6.3.1), nous
configurons le facteur d’augmentation α comme paramètre apprenable. Nous ne fai-
sons cela que pour l’augmentation apprise, car nous avons remarqué qu’une telle
configuration en augmentation manuelle était inutile. En effet, en l’absence du sous-
modèle d’augmentation apprise en amont du paramètre α, la rétropropagation n’a
qu’un effet négligeable sur ce dernier.

Whitening par moyenne riemannienne

La seule modification apportée à l’opération de whitening (Équation 6.3) est dans
le choix des matrices G, estimant les spécificités d’un enregistrement complet pour
un canal donné. En Section 6.3.2, nous utilisions la matrice de covariance calculé sur
l’enregistrement complet. Néanmoins, ce calcul est équivalent à faire la moyenne
euclidienne des matrices sur une seconde calculées depuis ce canal et cet enregistre-
ment.

Comme nous savons que les opérations euclidiennes ne respectent pas la struc-
ture de la variété (Section 4.2.3), nous avons décidé de tester un calcul alternatif de
G, à savoir la moyenne affine-invariante (Section 4.2.3) des matrices sur une seconde
concernées. Dans ce chapitre, le whitening peut donc suivre l’une de deux configura-
tions : un whitening euclidien, ou un whitening riemannien.

Pour rappel, si nous effectuons un whitening euclidien, alors le barycentre eucli-
dien des matrices post-whitening sera l’identité. Dans le cas d’un whitening rieman-
nien, c’est le barycentre affine-invariant post-whitening qui sera égal à l’identité.

Composition des opérations d’enrichissement

En Section 6.3.2, nous avions proposé une stratégie de combinaison des opé-
rations d’augmentation et de whitening. Dans cette section, nous proposons deux
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FIGURE 7.3 – Apprentissage de descripteurs, à l’aide de CNN issus de
l’approche IITNet [159]. Les cadres en pointillés indiquent des poids

partagés.

autres stratégies de composition, et expliquons les avantages et inconvénients de
chacune d’entre elles.

Considérons les n signaux EEG d’un enregistrement, pour un canal donné. No-
tons N la durée de cet enregistrement en secondes, et {Xi}i<N ⊂ SDP(n) l’ensemble
des matrices de covariance sur une seconde calculées depuis ces n signaux. La ma-
trice Xi correspondra donc au i-ème segment de une seconde de l’enregistrement.

Posons Ai ∈ Rn×k la matrice d’augmentation associée à Xi, avec {Ai}i<N ⊂ Rn×k

l’ensemble des matrices d’augmentation associées aux matrices de {Xi}i<N . Soit X
un ensemble fini de matrices de taille fixe. Posons AvgE(X ) la moyenne euclidienne
des éléments X . Si X ⊂ SDP(n), posons AvgAI(X ) la moyenne affine-invariante
des éléments X . Enfin, nous noterons Avgw(·) le calcul des matrices de whitening.
Dépendant de la configuration de notre approche (avec whitening euclidien ou rie-
mannien), Avgw(·) correspondra à AvgE(·) ou AvgAI(·).

Une première version de l’enrichissement est ce qu’on pourrait appeler l’enri-
chissement « naïf » :

∀i ∈ [0, N[, X′
i = augα(Xi, Ai) ∈ SDP(m) ;

G1 = Avgw({X′
i}i<N) ∈ SDP(m) ;

Enrichnaïf(Xj, Aj) = whit(G1)(augα(Xj, Aj)) ∈ SDP(m) ;

(7.1)

avec m = n + k. Cet enrichissement présente un avantage théorique majeur. En effet,
contrairement aux autres variantes, la matrice de whitening G1 est directement cal-
culée comme étant la moyenne des matrices augmentées. Le whitening aligne donc
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parfaitement le barycentre des matrices post-enrichissement avec l’identité. Deux
problèmes subsistent néanmoins. Tout d’abord, tout changement des Ai demande-
rait un recalcul de G1, pour chaque canal de chaque enregistrement. Cette variante
est donc peu pratique quand l’augmentation est apprise. Un autre problème se pose
dans le cas d’une augmentation riemannienne. Les matrices augmentées sont une
combinaisons de données euclidiennes et riemanniennes ; effectuer une moyenne
riemannienne pour isoler leurs spécificités pourrait engendrer une dégradation des
données, comme nous pourrons le constater expérimentalement (Section 7.3.1).

Une solution à ce dernier problème est ce que nous appellerons l’enrichissement
« mixte » :

G2 = augα(Avgw({Xi}i<N), AvgE({Ai}i<N)) ∈ SDP(m) ;

Enrichmixte(Xj, Aj) = whit(G2)(augα(Xj, Aj)) ∈ SDP(m).
(7.2)

Il s’agit là de la variante utilisée en Chapitre 6. Pour cet enrichissement, le calcul
de la matrice de whitening G2 reflète celui des matrices augmentées pré-whitening.
Ce faisant, Nous nous assurons de ne pas « mélanger » de données euclidiennes et
riemanniennes dans son calcul. Ceci dit, comme l’enrichissement naïf, utiliser une
augmentation apprise nécessiterait de recalculer une moyenne 2 par canal de chaque
enregistrement après chaque étape d’entraînement.

Pour ces deux approches, nous effectuons l’opération de whitening après celle
d’augmentation, cette dernière servant de normalisation. Cela nécessite de faire a
minima une moyenne des matrices d’augmentation, peu pratique quand ces ma-
trices sont apprises au cours de l’entraînement. Notre solution est d’effectuer un
enrichissement « inverse » :

G3 = Avgw({Xi}i<N) ∈ SDP(n) ;

Enrichinverse(Xj, Aj) = augα(whit(G3)(Xj), Aj) ∈ SDP(m).
(7.3)

La performance de chaque variante sera discutée en Section 7.3.1, au même titre
que celle des variantes de l’augmentation et du whitening.

7.1.3 Préparation finale des données

Une fois nos matrices enrichies, nous effectuons quelques dernières opérations
avant d’obtenir la séquence de vecteurs d’entrée du modèle principal.

Seuillage des valeurs propres

Comme vu en Sections 6.2 et 7.1.1, certaines des valeurs propres des matrices
de covariance calculées peuvent être très proches de zéro. En regardant la distri-
bution de ces valeurs propres (Figure 7.4), nous observons qu’elles sont largement
localisées au voisinage de 0. Les opérations de whitening, en particulier le whitening
riemannien, tendent à étendre cette distribution sur une plus large plage de valeurs,
mais les valeurs propres restent concentrées proches de zéro.

Afin d’analyser ces distributions plus en détails, nous avons représenté les distri-
butions des valeurs propres après logarithme en Figure 7.5. Les bornes de l’axe des
abscisses correspondent aux valeurs extrêmes : avant et après whitening, certaines
valeurs propres demeurent inférieures à 10−4, tandis que d’autres sont supérieures

2. En l’occurrence, la moyenne des {Ai}i<N).
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(A) Sans whitening (B) Whitening euclidien

(C) Whitening riemannien

FIGURE 7.4 – Distribution des valeurs propres des matrices de cova-
riance naïves issues de MASS SS3, pour le signal non filtré. 5% des
valeurs propres ne sont pas représentées, correspondant aux valeurs

supérieures.

à 104. Mais la large majorité des valeurs propres sont distantes de ces valeurs ex-
trêmes.

Comme dit précédemment, la présence de valeurs proches de zéro peut générer
des artefacts de calcul. Mais en plus de cela, le fait que nous effectuons une projec-
tion logarithmique pose problème, vu qu’elle donnera une large valeur absolue à ces
valeurs propres négligeables. Lesdites valeurs propres négligeables étant plus sen-
sibles au bruit aléatoire, leur inclusion après projection risque de dégrader la qualité
de nos matrices.

Nous pouvons corriger cela par seuillage : en définissant ξ > 0 et en substituant
toute valeur propre inférieure à ξ par ξ. De plus, nous pouvons multiplier nos ma-
trices avant projection logarithmique par un facteur multiplicatif ω, induisant une
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translation vers la droite d’amplitude ω pour chaque courbe en Figure 7.5, rédui-
sant ainsi l’importance relative des faibles valeurs propres après projection. Ainsi,
nous définissons les configurations suivantes : sans seuillage, avec seuillage, et avec
seuillage et multiplication.

Au passage, notons que la distribution des valeurs propres après logarithme
n’est pas anodine. Elle semble suivre une double courbe gaussienne sans whitening,
une gaussienne unique après whitening euclidien, et une quasi-gaussienne après whi-
tening riemannien. Il pourrait être intéressant d’analyser ce phénomène plus en dé-
tails. Cependant, cette question sort cadre de cette thèse.

(A) Sans whitening (B) Whitening euclidien

(C) Whitening riemannien

FIGURE 7.5 – Distribution du logarithme base 10 des valeurs propres
des matrices de covariance naïves issues de MASS SS3, pour le signal

non filtré.

Vectorisation et combinaison des canaux

Comme en Section 6.3.3, nous obtenons par époque 30 × C matrices de SDP(m),
ici m = n + k. Afin d’obtenir notre entrée, nous appliquons à chaque matrice une
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vectorisation logarithmique bijective, nous donnant 30 × C vecteurs de R
m(m+1)

2 .
En Section 6.4.1, cette vectorisation était suivie d’une concaténation suivant les

canaux fréquentiels. Néanmoins, les vecteurs résultants n’étaient pas directement
interprétables comme des matrices SDP. Afin de ne pas dénaturer nos objets, dans
ce chapitre, nous combinons nos canaux en une unique séquence de 30 × C vecteurs

de R
m(m+1)

2 , avec les 30 vecteurs du canal 0 suivi des 30 vecteurs du canal 1, etc.
La séquence de vecteurs obtenus ne correspond plus à une série temporelle. Ce-

pendant, nous postulons que les mécanismes d’auto-attention de nos encodeurs de
Transformer (cf. Section 7.2) seront capables de sélectionner l’information pertinente à
la classification à partir de cette séquence. Une représentation de cette combinaison
des canaux est visible en bout de Figure 7.1, conjointement à la projection linéaire
des vecteurs (ci-après).

Augmentation de la taille par projection

Une des raisons pour l’opération de concaténation des canaux en Section 6.4.1
concerne la performance du modèle. En effet, nous avons remarqué qu’un vecteur
d’entrée trop petit pouvait significativement réduire la performance de notre mo-
dèle, même à information égale. Nous supposons que cela est lié au nombre de têtes
d’attention h de la composante d’attention multi-têtes [184]. Comme nous pouvons
le voir dans la Figure 4.1 (Section 4.3.4), après les premières couches FC, les vecteurs
issus des tenseurs Q, K et V passeront de Rd à R

d
h . Si R

d
h est trop petit, le modèle

aura des difficultés à apprendre.
Plutôt que de concaténer les canaux, nous avons décidé d’effectuer une projec-

tion linéaire de nos vecteurs d’entrée, passant de R
m(m+1)

2 à R
d(d+1)

2 (d > m), de telle
sorte à ce que d(d+1)

2h soit toujours supérieur à une valeur minimale (que nous posons
égale à 32). Cette opération, que nous qualifions de projection linéaire triangulaire,
sera justifiée en Section 7.2.1. Notons juste que chaque vecteur obtenu est équivalent
à une matrice de SDP(d), à une bijection près.

Ainsi, chaque époque en entrée du modèle sera représentée par une séquence de

30 × C vecteurs de R
d(d+1)

2 , séquence décrivant l’information temporelle et l’informa-
tion fréquentielle de l’époque tout en conservant la structure SDP de nos matrices
de covariance.

7.2 Transformers à préservation structurelle

Comme nous pouvons le voir en Figure 7.6, l’architecture du modèle SPDTrans-
Net principal reste similaire à l’approche précédente (Section 6.4 et Figure 6.3), à
quelques détails près. Tout d’abord, plutôt qu’un unique vecteur descripteur par
époque après moyennage, nous avons désormais la possibilité d’en conserver t ≥ 1.
Nous imposons une valeur maximale de t = 10, pour limiter la taille de séquence
dans la section inter-époque. Enfin, nous utilisons une entropie croisée comme fonc-
tion de coût, qui peut être configurée avec ou sans lissage des annotations (label
smoothing en anglais, voir [176]).

Outre cela, nous effectuons deux modifications majeures, afin d’assurer que toute
transformation au sein de notre modèle préserve la structure SDP de notre entrée.
Ainsi, nous imposons une contrainte supplémentaire à la plupart des couches FC au
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FIGURE 7.6 – L’architecture globale du modèle SPDTransNet. Les en-
codeurs de Transformer utilisent l’attention multi-têtes décrite en Fi-

gure 7.7.

sein du modèle, et nous définissons une variante à l’attention multi-têtes classique
définie par Vaswani et al. [184].

7.2.1 Projections linéaires triangulaires

Soient A ∈ Sym(m), et VA ∈ R
m(m+1)

2 la représentation de A dans la base ca-
nonique de Sym(m) (correspondant à la vectorisation de A, cf. Section 6.3.3). Soit
Lm,p(·) une application linéaire quelconque de Sym(m) vers Sym(p). Enfin, posons

B = Lm,p(A) ∈ Sym(p), VB ∈ R
p(p+1)

2 sa représentation canonique. L’application

Lm,p(·) est entièrement définie par une matrice Wm,p ∈ R
p(p+1)

2 × m(m+1)
2 , telle que :

Lm,p(A) = B ⇔ VB = Wm,p · VA. (7.4)

Il en découle que toute application linéaire de Sym(m) vers Sym(p) peut se com-

prendre comme une application linéaire de R
m(m+1)

2 vers R
p(p+1)

2 , et vice-versa.
En d’autres termes, toute projection linéaire entre les espaces Rk et Rq, avec k et

q des entiers quelconques, sera équivalente à une projection linéaire entre matrices
symétriques si et seulement si k et q sont des nombres triangulaires. On qualifiera
une telle opération de « projection linéaire triangulaire ».

Considérons maintenant la projection riemannienne suivante :

LR
m,p(M) = expIp ◦ Lm,p ◦ logIm (M) ∈ SDP(p) ; (7.5)

avec M ∈ SDP(m). Notons que la projection LR
m,p(·) de SDP(m) vers SDP(p) est

équivalente à une projection linéaire triangulaire de R
m(m+1)

2 vers R
p(p+1)

2 , à vectorisa-
tion logarithmique près (Section 6.3.3).

Enfin, posons X, Y ∈ SDP(m), X∗, Y∗ ∈ Sym(m) leurs logarithmes respectifs, et

VX, VY ∈ R
m(m+1)

2 leurs vectorisations logarithmiques respectives. Comme Lm,p(·) est
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linéaire, on a :

∥Lm,p(X∗) − Lm,p(Y∗)∥2 ≤ ∥W∥• × ∥VX − VY∥2

⇔ δ
(Ip)
LE (LR

m,p(X), LR
m,p(Y)) ≤ ∥W∥• × δ

(Im)
LE (X, Y) ;

avec ∥ · ∥2 la norme 2 sur les représentations vectorielles, ∥ · ∥• la norme induite sur
la matrice de poids W par la norme ∥ · ∥2, et δ

(Ix)
LE (·, ·) la distance LogEuclidienne

paramétrée par Ix (x = m ou p ici), et par ∥ · ∥∗ = ∥ · ∥2 (cf. Équation 4.21).
Ainsi, comme pour toute projection linéaire, la projection riemannienne LR

m,p(·)
préserve les relations de proximité au sein de la variété. Et, encore une fois comme
pour toute projection linéaire, nous n’avons aucune garantie que des éléments dis-
tants avant projection par LR

m,p(·) restent séparés après projection. Cependant, nous
pouvons supposer que l’apprentissage de la matrice de poids W imposera cette sé-
paration.

Par conséquent, la projection LR
m,p(·) offre les mêmes garanties qu’une projection

linéaire standard entre espaces euclidiens. Par construction (Équation 7.5), une telle
projection peut être implémentée via une projection linéaire triangulaire sur matrices
SDP vectorisées logarithmiquement.

Notons que cette projection n’impose pas de contrainte particulière sur W,
contrairement à une projection de type BiMap (Section 4.3.2). Notre projection
SDP-à-SDP offre donc une alternative plus simple à ces projections, sans sacrifier la
structure SDP des matrices de sortie.

7.2.2 Modification des mécanismes d’auto-attention

FIGURE 7.7 – La couche SP-MHA, notre variante de l’attention multi-
têtes classique présentée en Figure 4.1.
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Dans sa forme classique, la composante d’attention multi-têtes (Figure 4.1) ne
permet pas la préservation structurelle de son entrée.

Un premier problème est la batterie de couches FC appliquée aux vecteurs inclus
dans le tenseur V. Posons d la dimension de ces vecteurs (avec d = k(k+1)

2 ). Pour
préserver leur structure, la dimension de sortie des couches FC, égale à d

h , devra être
également un nombre triangulaire. Des valeurs valables de d et h devront donc être
des solutions entières de l’équation :

k(k + 1)

h
= j(j + 1) ;

avec j également entier. Au vu de la difficulté de trouver des valeurs de d et h perti-
nentes, nous avons préféré supprimer cette projection des vecteurs inclus dans ten-
seur V.

Cela permet également de résoudre le deuxième problème, celui de la concaténa-
tion. Comme illustré en Figure 7.7, nous appliquons directement nos cartes d’atten-
tion aux vecteurs inclus dans V, et remplaçons la couche FC en fin de MHA par une
combinaison linéaire apprise des cartes d’attention issues de Q et K avant leur appli-
cation au tenseur V. L’application des cartes d’attention elle-même est équivalente à
une combinaison linéaire des vecteurs de V pondérée par des poids d’attention, et
donc à une moyenne LogEuclidienne pondérée entre matrices SDP correspondantes
(Propriété 4.2.6). Par conséquent, il s’agit d’une opération riemannienne, qui pré-
serve la structure de l’ensemble.

Notons que le calcul des cartes d’attention (encadré noir en Figure 7.7) de notre
MHA à préservation structurelle (ou SP-MHA, structure-preserving MHA) est iden-
tique à celle du MHA classique (Figure 4.1). Bien qu’elle ne préserve pas la structure
des vecteurs des tenseurs Q et K, cela ne pose pas de problème, car ils sont utilisés
uniquement pour calculer les coefficients à appliquer aux tenseurs de V.

7.2.3 Autres garanties de préservation structurelle

Outre les attentions multi-têtes, nous devons nous assurer la préservation
structurelle des autres composantes du modèle, y compris pour le reste des com-
posantes des encodeurs de Transformer (Figure 7.8) et des blocs FC (Section 6.4.2).
Tout d’abord, nous imposons que toutes les couches FC du modèle implémentent
des projections triangulaires, mise à part celles appliquées au tenseurs Q et K de la
couche SP-MHA (Section 7.7), ainsi que la dernière couche de classification.

Comme vu ci-avant en Section 7.2.2, toute couche opérant une moyenne pondé-
rée des vecteurs peut être interprétée comme une opération sur la variété. C’est le
cas de toutes les additions (encodages positionnels ou connexions résiduelles), des
moyennages et des couches de normalisation (voir [9]). Pour les couches de ReLU et
de dropout, mettre des éléments des vecteurs à 0 ne change pas le fait qu’elles corres-
pondent à des matrices symétriques, et donc à des matrices SDP. Elles correspondent
donc à des non-linéarités dans le domaine riemannien.

Ainsi, si chaque époque a un unique vecteur descripteur (c.à.d. t = 1), les vec-
teurs descripteurs calculés tout au long du réseau conservent la structure SDP de
leur entrée, et restent donc interprétables comme des matrices de covariance, jus-
qu’à l’entrée de la couche de classification (cf. Figure 7.6). Si t > 1, la dimension
d’entrée du premier bloc FC ne sera plus un nombre triangulaire, et les vecteurs
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descripteurs conserveront leur structure SDP jusqu’à l’entrée dudit bloc FC. Théori-
quement, cette propriété permettra au modèle de définir des frontières de décision
entre états de sommeil adaptées à la géométrie des données d’entrée.

FIGURE 7.8 – L’architecture d’une unique couche d’encodeur de
Transformer (voir [184]). Des couches dropout peuvent être présentes
après l’attention multi-têtes, l’activation ReLU et la deuxième couche

FC. Pour les couches de normalisation, voir [9].

7.3 Résultats expérimentaux

Comme pour nos approches précédentes, nous validons notre modèle tout
d’abord par une analyse des différentes variantes que nous avons définies. Notre
méthodologie expérimentale reste dans l’ensemble identique à celle de l’itération
précédente (Section 6.5.1). Notons néanmoins notre utilisation de plusieurs bases de
données, dont la configuration fut présentée en Section 7.1.1.

7.3.1 Analyse du modèle

Par rapport à la première itération de notre approche par Transformers (Cha-
pitre 6), l’innovation principale est l’augmentation apprise, et l’enrichissement qui
en découle (Section 7.1.2). Pour des raisons d’organisation, nous présenterons tout
d’abord l’impact des autres améliorations itératives de notre approche, avant d’ana-
lyser l’impact des différentes stratégies d’enrichissement. Enfin, nous étudierons la
sélection des hyperparamètres choisis pour les meilleures versions du modèle.

Améliorations itératives

TABLE 7.1 – Améliorations itératives de l’approche SPDTransNet.

MF1 F1 par classe
N3 N2 N1

Modèle de base 81,24 ± 3,29 78,81 ± 11,17 89,36 ± 2,36 60,50 ± 6,18
Whitening euclidien 79,46 ± 3,06 77,35 ± 11,59 88,56 ± 2,70 57,40 ± 5,78

Augmentation par zéros 80,58 ± 3,86 78,45 ± 11,52 89,03 ± 2,38 59,09 ± 7,28
MHA classique 80,82 ± 3,40 76,96 ± 12,79 88,92 ± 2,09 60,16 ± 7,20

Entrée de L = 13 époques 81,06 ± 3,49 78,79 ± 11,13 88,71 ± 2,31 60,39 ± 6,77
Entrée de L = 29 époques 80,45 ± 3,87 77,70 ± 11,83 89,26 ± 2,36 59,57 ± 5,86
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Dans un premier temps, nous définissons le modèle SPDTransNet « de base »
comme utilisant un whitening riemannien, une augmentation manuelle, et un enri-
chissement mixte (Section 7.1.2). Comme pour l’itération précédente (Section 6.4.2),
nous posons L = 21. En d’autres termes, chaque époque classifiée est accompagnée
des ℓ = 10 époques précédentes et suivantes, servant de contexte. Enfin, nous testons
ce modèle via la base de données MASS SS3, en utilisant une estimation naïve de la
covariance (Section 7.1.1). Toutes les autres variations potentielles du modèle pré-
sentées dans ce chapitre sont configurés par recherche d’hyperparamètres (voir plus
loin). Les performances de ce modèle de base, ainsi que de la plupart des variantes
discutées dans cette sous-section, sont en Table 7.1.

Absente de la table est une analyse des différentes stratégies d’estimation de
la covariance (Section 7.1.1). En effet, nous avons décidé assez tôt de comparer
l’estimation naïve avec les deux stratégies d’estimation avancée présentées en
Section 4.1.3 : OAS et MCD. Cette comparaison fut faite sur une version antérieure
de SPDTransNet, et nous ne l’avons pas répétée pour la version finale. Nous n’avons
pas remarqué de différence significative entre les performances des estimations
naïve et OAS. À l’inverse, malgré un temps de calcul significatif, l’estimation MCD
induit une perte de performance.

Comme vu en Section 4.1.3, l’estimation MCD est supposée ne pas être adaptée
à un contexte multimodal. Le déclin de performance est donc surprenant, vu que
tous les signaux considérés appartiennent à la modalité EEG. Peut-être sont-ils suf-
fisamment différents pour rendre cette estimation contre-productive. Dans tous les
cas, le fait qu’aucune des estimations supposément plus « robustes » de la covariance
n’améliorent notre performance nous a poussés à les ignorer pour le reste de notre
analyse. Pour le reste de ce chapitre, seules les estimations naïves de la covariance
sont utilisées.

Comme nous pouvons le voir en Table 7.1, la plus grande baisse de performance
correspond à l’utilisation du whitening euclidien, comme au Chapitre 6, plutôt que
du whitening riemannien (Section 7.1.2). La moyenne affine-invariante fournit de
toute évidence une meilleure estimation des spécificités d’un sujet que la moyenne
euclidienne.

En plus du whitening, nous avons à nouveau testé l’influence de l’augmentation
(cf. Section 6.5.2), cette fois en utilisant un vecteur de zéros comme vecteur d’aug-
mentation. À nouveau, nous remarquons une légère baisse de performance en reti-
rant l’information d’augmentation. La significativité de se résultat sera discutée lors
de l’analyse des hyperparamètres.

Afin de tester l’hypothèse selon laquelle la préservation structurelle de notre mo-
dèle améliore nos performances, nous avons testé une configuration pour laquelle
notre SP-MHA est re-remplacé par un MHA classique (Section 7.2.2). Comme nous
pouvons le vois en Table 7.1, cela résulte en une légère perte de performance. Malgré
la faible différence entre les deux variantes, cela reste un bon signe, car cela signifie
que notre SP-MHA ne perd pas en performance, et ce même si il possède moins de
paramètres appris qu’un MHA classique. De plus, le fait que quasiment tous les des-
cripteurs intermédiaires correspondent à des matrices de covariance obtenues via
des opérations riemanniennes nous confère un avantage potentiel en termes d’inter-
prétabilité.

Enfin, afin de déterminer si une séquence d’époques de longueur L = 21 en entrée
fournit effectivement les meilleurs résultats, nous avons testé deux autres longueurs,
à savoir L = 13 (ℓ = 6) et L = 29 (ℓ = 14). Comme nous pouvons le voir dans la
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table, ces deux configurations sont surclassées par la configuration de base. Notre
configuration originale de L = 21 semble donc être un bon compromis entre inclusion
d’une information contextuelle utile et surcharge du modèle.

Configurations d’enrichissement

TABLE 7.2 – Comparaison des différentes configurations d’enrichis-
sement.

Augmentation Enrich. MF1 F1 par classe
N3 N2 N1

Manuelle Naïf 79,66 ± 3,68 78,44 ± 10,93 87,77 ± 2,42 56,47 ± 8,74
Manuelle Mixte 81,24 ± 3,29 78,81 ± 11,17 89,36 ± 2,36 60,50 ± 6,18
Manuelle Inverse 80,97 ± 3,06 79,79 ± 10,27 89,73 ± 2,04 59,21 ± 7,06
Apprise Inverse 81,64 ± 2,88 80,15 ± 10,46 89,54 ± 2,46 60,29 ± 5,52

Comme nous l’avons vu en Section 7.1.2, nous définissons trois stratégies de
combinaisons de l’augmentation et du whitening : l’enrichissement naïf, mixte ou
inverse. Des trois, seul l’enrichissement inverse est pratique à appliquer lorsque
l’augmentation est apprise. À ce titre, nous avons testé les trois stratégies d’enri-
chissement conjointement avec l’augmentation manuelle, ainsi que l’enrichissement
inverse avec augmentation apprise. Les résultats sont disponibles en Table 7.2.

Comme nous pouvons le voir, parmi les tests employant l’augmentation ma-
nuelle la stratégie mixte utilisée dans l’itération précédente (Chapitre 6) est la plus
performante, avec une légère perte de performance engendrée par l’enrichissement
inverse. Notons que l’enrichissement naïf engendre la plus grande perte de perfor-
mance, malgré ses avantages théoriques. Il semblerait que faire une moyenne rie-
mannienne de matrices augmentées engendre effectivement une dégradation des
données.

Ceci dit, la stratégie la plus performante est celle utilisant l’augmentation
apprise, malgré l’utilisation d’une stratégie d’augmentation sous-optimale. Dans
le reste de cette analyse, nous testerons donc deux configurations de SPDTrans-
Net : l’enrichissement mixte avec augmentation manuelle, et l’enrichissement
inverse avec augmentation apprise. Pour mieux les distinguer, nous désignerons la
configuration avec augmentation apprise par « SPDTransNet+ ».

Comme dit en Section 6.3.2, l’opération de whitening est supposée recaler les ma-
trices issues d’enregistrements et de canaux différents autour d’une même référence,
à savoir l’identité, afin de pouvoir mieux les comparer. Néanmoins, mise à part pour
l’enrichissement naïf, les matrices post-enrichissement ne sont pas recalées exacte-
ment sur l’identité, et n’ont donc pas toutes la même référence. Pour comprendre
comment cet état de fait pouvait néanmoins engendrer de bonnes performances,
nous avons calculé des matrices moyennes issues de chaque stratégie d’enrichisse-
ment (Figure 7.9). Comme nous pouvons le voir, même la stratégie inverse engendre
des matrices moyennes relativement proches de l’identité, expliquant nos résultats.

Meilleurs hyperparamètres

Afin de mieux comprendre le comportement de notre modèle, nous analysons
le résultat des recherches d’hyperparamètres ayant engendré les meilleurs résultats
(Tables 7.3 et 7.4). Notons que :
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(A) Augmentation manuelle, enrichissement
naïf

(B) Augmentation manuelle, enrichissement
mixte

(C) Augmentation apprise, enrichissement inverse

FIGURE 7.9 – Moyenne affine-invariante de matrices issues de MASS
SS3 (enregistrement 42, canal 0), après enrichissement.

— Nous avons fixé la valeur de certains hyperparamètres à faible impact :
— Tous les taux de dropout sont fixés à 0,1 ;
— Le facteur de décroissance du taux d’apprentissage est fixé à 0,94 ;
— La sortie de la première couche FC des encodeurs (notée D en Figure 7.8)

dépend de la dimension de l’entrée du modèle principale :
— D = 1035 si d(d+1)

2 = 351 ;
— D = 1128 si d(d+1)

2 = 378 ;
— Le taux de décroissance des poids est fixé à 10−5 ;
— Le taux de lissage de l’entropie croisée avec label smoothing est fixé à 0,1.

Outre cela, en augmentation apprise, le taux d’apprentissage λA du sous-modèle dé-
crit en Figure 7.3, choisi lors de son préentraînement, est divisé par 10 dans le réseau
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TABLE 7.3 – Hyperparamètres choisis pour MASS SS3, avec augmen-
tation manuelle.

Composante Hyperparamètre
Valeurs

potentielles
Valeur choisie

Prétraitement
Facteur d’augmentation α [10−1, 103] 2,49
Facteurs multiplicatif ω

et de seuillage ξ
Voir texte ω = 1

ξ = 10−2

Dimension de projection,
égale à d(d+1)

2
{351, 378} 351

Encodeur
intra-époque

# couches Nintra {4, 6} 5
# têtes d’attention h {3, 9} 9

Moyennage
# vecteurs descripteurs

d’époque t {1, 3, 5, 7, 10} 10

Encodeur
inter-époque

# couches Ninter {4, 6} 4
# têtes d’attention h {3, 9} 3

Blocs FC Sortie de la couche FC
{253, 528,

1035, 2016}
1035

Rétro-
propagation

Taux d’apprentissage λ
du modèle principal

[10−6, 5 × 10−4] 5, 80 × 10−5

Label smoothing à la
fonction de coût

du modèle principal
Oui ou non Oui

final. Nous faisons cela pour éviter que le sous-modèle change trop pendant les pre-
mières étapes d’entraînement. Celui-ci ayant déjà été optimisé, un changement trop
rapide pourrait heurter la performance finale.

Comme nous pouvons le voir, les choix de la dimension de projection et du
nombre de têtes d’attention h de chaque encodeur sont particulièrement limités. Po-
sons d′ = d(d+1)

2 . Comme nous l’avons vu plusieurs fois précédemment (notamment
en Section 7.2.2), une contrainte des Transformers est que d′

h doit être un entier [184].
Ainsi, toutes les valeurs potentielles de d′ doivent être triangulaires, ainsi que divi-
sibles par toutes les valeurs potentielles de h, tels que pour toute combinaison de d′

et h, on ait d′

h ≥ 32 (Section 7.1.3).
Le nombre de vecteurs descripteurs d’époque t, lui, doit être choisi afin de sub-

diviser les 30 × C = 210 vecteurs en sortie de l’encodeur intra-époque en groupes
de même taille, avec chaque groupe condensé par moyennage en un unique vec-
teur descripteur. En d’autres termes, il faut que t divise 210. Notons néanmoins que
seules t = 1 et t = 7 ont une interprétation directe. Le premier choix correspond à la
configuration de notre itération précédente (Chapitre 6), et le deuxième condense les
vecteurs correspondant à chaque canal fréquentiel en un vecteur descripteur. Néan-
moins, pour les deux configurations, la recherche d’hyperparamètres a choisi t = 10,
favorisant la maximisation de l’information transmise à l’échelle inter-époque. Et
ce, même si il n’y a pas de correspondance simple entre les vecteurs descripteurs
obtenus et les dimensions temporelle et fréquentielle de l’entrée.

Un résultat surprenant, pour les deux configurations, est la faible amplitude du
facteur d’augmentation α par rapport à la valeur obtenue en Section 6.5.2. Cette dif-
férence semble venir du passage d’un whitening euclidien à un whitening riemannien
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TABLE 7.4 – Hyperparamètres choisis pour MASS SS3, avec augmen-
tation apprise.

Composante Hyperparamètre
Valeurs

potentielles
Valeur choisie

Prétraitement
Facteur d’augmentation α [10−1, 103] 0,55
Facteurs multiplicatif ω

et de seuillage ξ
Voir texte ω = 1

Pas de seuillage
Dimension de projection,

égale à d(d+1)
2

{351, 378} 378

Encodeur
intra-époque

# couches Nintra {4, 6} 4
# têtes d’attention h {3, 9} 9

Moyennage
# vecteurs descripteurs

d’époque t {1, 3, 5, 7, 10} 10

Encodeur
inter-époque

# couches Ninter {4, 6} 5
# têtes d’attention h {3, 9} 9

Blocs FC Sortie de la couche FC
{253, 528,

1035, 2016}
1035

Rétro-
propagation

Taux d’apprentissage λA
du sous-modèle

d’augmentation apprise
(avant division)

[10−6, 5 × 10−4] 4, 35 × 10−4

Label smoothing à la
fonction de coût
du sous-modèle

d’augmentation apprise

Oui ou non Non

Taux d’apprentissage λ
du modèle principal

[10−6, 5 × 10−4] 1, 20 × 10−5

Label smoothing à la
fonction de coût

du modèle principal
Oui ou non Oui

(Section 7.1.2). De fait, en Table 7.1, nous obtenons une valeur de α = 665,49. L’im-
portance relative donnée à la matrice d’augmentation semble donc beaucoup plus
importante en whitening euclidien qu’en whitening riemannien. Pour autant, cela ne
veut pas dire que l’augmentation est inutile en whitening riemannien. Le succès de
l’augmentation apprise témoigne de l’intérêt de cette opération. Mais même l’aug-
mentation manuelle semble améliorer les performances, comme nous l’indique la
perte de performance induite par une augmentation par zéros en Table 7.1. Ainsi,
nous ne considérons pas que la valeur relativement faible de α soit gage d’une faible
importance de l’augmentation si le whitening est riemannien. Au contraire, la large
valeur de α si le whitening est euclidien témoigne de la faible qualité de l’information
de covariance dans les matrices résultantes.

Pour ce qui est des différences entre augmentation manuelle et apprise, nous
pouvons déjà noter les valeurs différentes de d′. L’augmentation manuelle semble
privilégier la taille de vecteur la plus basse, a priori pour ne pas surcharger le mo-
dèle. À l’inverse, une taille de vecteurs plus élevée semble nécessaire pour traiter
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les matrices d’entrées plus riches en information obtenues par augmentation ap-
prise. Notons également que contrairement à l’augmentation manuelle, l’augmenta-
tion apprise ne nécessite pas de seuillage. Il semblerait que l’enrichissement inverse,
combiné à la taille plis élevée des matrices d’augmentation apprise (Section 7.1.2),
diminue assez le nombre de valeurs propres proche de zéro de nos matrices enri-
chies pour que ce seuillage ne soit pas utile.

7.3.2 Comparaison à l’État de l’Art

Comme pour l’itération précédente (Section 6.5.3), nous comparons notre ap-
proche ( en configurations SPDTransNet et SPDTransNet+) à DeepSleepNet [173],
IITNet [159] et SleepVGG16 (Chapitre 5). Comme vu en Section 7.1.1, nous com-
parons leurs performances via la base de données MASS SS3, mais aussi MASS
SS1 [125] et Dreem DOD-H [67].

Outre un entraînement classique sur chaque base, nous testons nos modèles en
contexte multi-base (cf. Section 3.3), afin de déterminer la robustesse de notre ap-
proche en apprentissage par transfert (AT) et en transfert direct (TD). Au vu des
électrodes disponibles, nous ne pourrons pas inclure Dreem DOD-H dans cette ana-
lyse multi-bases (cf. Figure 7.2).

Entraînement classique

La Table 7.5 présente les résultats obtenus pour chaque modèle et chaque base
de données considérés. Comme nous pouvons le voir, le grand nombre d’enregis-
trements et l’homogénéité relative de MASS-SS3 (cf. Section 5.3.1) induisent les
meilleures performances globales, et ce pour chaque modèle. Des deux autres bases,
bien que MASS SS1 soit plus grande que Dreem DOD-H, le haut degré de variabilité
entre enregistrements causé par l’âge des sujets a résulté en une performance
inférieure sur DOD-H.

Nous remarquons également des écarts-type de large amplitude pour SS1 et
DOD-H. Ceux-ci s’expliquent facilement, de par la forte variabilité inter-sujets de
SS1, et le fait que les blocs de validation croisée de DOD-H ne contiennent qu’un
seul enregistrement. Comme dit en Section 5.3.3, de par ces facteurs aggravants, cet
écart-type ne correspond pas exactement à une valeur d’incertitude. Néanmoins, la
magnitude de ces écarts-types rend toute conclusion définitive hasardeuse.

En ce qui concerne les architectures testées, le modèle de base SPDTransNet
présente des performances similaires ou légèrement meilleures que SleepVGG16.
Conjointement, SPDTransNet et SleepVGG16 semblent tous deux surclasser DeepS-
leepNet et IITNet, tout particulièrement sur SS1 (avec une avance de plus de 6 points
en MF1). Cette résilience à la variabilité inter-sujets semble due à leur approche
multi-signal commune, plutôt qu’à la dépendance à l’analyse mono-signal privilé-
giée par DeepSleepNet et IITNet.

La variante SPDTransNet+ offre des performances légèrement meilleures à SPD-
TransNet et SleepVGG16 sur MASS SS3. Néanmoins, cette configuration semble par-
ticulièrement mal adaptée aux deux autres bases, pour lesquelles elle obtient une
performance similaire à DeepSleepNet et IITNet. Les résultats de cette méthode ob-
tenus par ré-apprentissage ou transfert direct (Tables 7.6 et 7.7) semblent suggérer
un problème lors des phases d’entraînement que nous n’avons pas élucidé à ce jour.



110 Chapitre 7. SPDTransNet : un Transformer à préservation structurelle

TABLE 7.5 – Performance des modèles sur chaque base de données.

BDD Modèle MF1 F1 par classe
N3 N2 N1 REM Éveil

SS3

DeepSleepNet 78,14 ± 4,12 80,38 ± 9,35 89,25 ± 3,12 53,52 ± 8,24 86,67 ± 5,34 80,.86 ± 9,04
IITNet 78,48 ± 3,15 81,97 ± 8,91 88,15 ± 2,84 56,02 ± 6,54 85,14 ± 5,64 81,11 ± 8,49

SleepVGG16 81,23 ± 2,56 82,02 ± 8,76 90,57 ± 2,65 58,29 ± 5,01 87,01 ± 6,27 88,26 ± 5,05
SPDTransNet 81,24 ± 3,29 78,81 ± 11,17 89,36 ± 2,36 60,50 ± 6,18 89,36 ± 4,09 88,16 ± 6,23

SPDTransNet+ 81,64 ± 2,88 80,15 ± 10,46 89,54 ± 2,46 60,29 ± 5,52 89,23 ± 4,31 88,98 ± 4,81

SS1

DeepSleepNet 68,49 ± 6,12 53,47 ± 21,59 83,74 ± 4,30 50,81 ± 8,19 73,72 ± 12,11 80,69 ± 9,39
IITNet 70,82 ± 6,09 56,40 ± 21,76 78,79 ± 6,20 52,29 ± 6,47 83,17± 6,27 83,46 ± 9,28

SleepVGG16 77,31 ± 5,46 66,75 ± 20,76 86,51 ± 3,82 62,59 ± 5,34 78,55 ± 11,19 92,14 ± 2,83
SPDTransNet 77,75 ± 5,41 63,08 ± 20,96 85,28 ± 4,55 63,29 ± 6,02 85,41 ± 6,19 91,68 ± 3,89

SPDTransNet+ 70,80 ± 8,25 54,81 ± 21,71 75,15 ± 10,23 54,93 ± 10,26 80,38 ± 10,89 88,73 ± 5,55

DOD-H

DeepSleepNet 73,07 ± 13,66 75,98 ± 23,58 84,50 ± 15,20 48,40 ± 16,86 81,72 ± 20,79 74,73 ± 16,87
IITNet 73,55 ± 9,36 76,67 ± 24,21 86,32 ± 6,27 49,68 ± 12,53 82,25 ± 17,63 72,82 ± 15,02

SleepVGG16 75,80 ± 10,60 76,87 ± 24,15 85,99 ± 11,72 51,30 ± 12,00 84,99 ± 17,74 79,85 ± 16,75
SPDTransNet 77,48 ± 8,74 77,75 ± 24,04 87,40 ± 5,42 56,99 ± 11,93 89,08 ± 10,26 76,16 ± 19,26

SPDTransNet+ 73,10 ± 8,67 76,07 ± 24,14 81,43 ± 10,57 49,73 ± 12,03 82,12 ± 16,05 76,16 ± 13,95

TABLE 7.6 – Réapprentissage sur MASS SS1 de modèles entraînés sur SS3.

Modèle MF1 F1 par classe
N3 N2 N1 REM Éveil

DeepSleepNet 67,65 ± 7,47 55,15 ± 22,58 81,03 ± 5,42 47,48 ± 7,03 75,63 ± 10,55 78,96 ± 10,72
IITNet 70,95 ± 5,85 56,51 ± 21,63 80,46 ± 6,46 53,85 ± 5,90 81,97 ± 7,55 81,93 ± 8,58

SleepVGG16 78,90 ± 4,61 68,88 ± 18,53 86,41 ± 3,91 64,15 ± 6,19 82,65 ± 8,23 92,41 ± 2,73
SPDTransNet 78,99 ± 4,45 64,65 ± 18,69 86,19 ± 5,09 64,60 ± 5,46 87,74 ± 4,20 91,72 ± 3,10

SPDTransNet+ 79,41 ± 4,40 65,90 ± 18,21 85,90 ± 5,02 65,16 ± 6,24 87,64 ± 3,99 92,45 ± 3,19

TABLE 7.7 – Apprentissage sur MASS SS3, test sur tout SS1.

Modèle MF1 F1 par classe
N3 N2 N1 REM Éveil

DeepSleepNet 52,41 ± 3,15 55,43 ± 5,95 61,17 ± 6,44 32,11 ± 3,75 54,42 ± 5,22 58,96 ± 3,19
IITNet 55,27 ± 4,08 61,05 ± 4,39 69,82 ± 6,71 36,54 ± 4,42 49,04 ± 6,80 59,90 ± 6,79

SleepVGG16 74,68 ± 1,82 70,82 ± 3,80 86,72 ± 0,62 55,79 ± 2,36 70,28 ± 6,17 90,30 ± 1,08
SPDTransNet 76,99 ± 0,94 67,59 ± 2,08 86,52 ± 0,54 57,92 ± 1,85 85,28 ± 0,89 87,64 ± 1,49

SPDTransNet+ 78,23 ± 0,62 68,71 ± 2,19 86,43 ± 0,91 59,68 ± 1,72 85,28 ± 0,88 91,03 ± 0,85
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Apprentissage par transfert

Comme vu en Section 3.3, le protocole expérimental peut être une source de
variabilité entre bases de données PSG. De ce fait, un modèle préentraîné sur une
base donnée pourra être sous-performant en milieu clinique. Une solution poten-
tielle consiste à réentraîner ce modèle préentraîné sur une base de donnée annotée
acquise localement, obtenant ainsi un modèle plus performant que s’il avait été en-
traîné uniquement sur la base locale. Dans cette section, nous simulons un tel ap-
prentissage par transfert au travers de SS3 et SS1, obtenant ainsi les résultats présen-
tés en Table 7.6. En particulier, nous réentraînons sur chaque bloc de validation de
SS1 les poids obtenus depuis le bloc 11 de SS3, c.à.d. celui utilisé pour la recherche
d’hyperparamètres.

Comme nous pouvons le voir dans la table, les performances obtenues par nos
approches sont effectivement supérieures par rapport à ceux obtenus sur SS1 en
Table 7.5. SPDTransNet et SleepVGG16 restent équivalentes, mais la variante SPD-
TransNet+ semble plus performante, avec une avance de plus d’un point en MF1.
Comparé aux performances en Table 7.5, SPDTransNet+ a très fortement bénéficié
de l’apprentissage par transfert. Le fait que MASS SS3 soit plus large et plus hé-
térogène que les deux autres bases (cf. Table 5.1) semble avoir permis à ce modèle
d’extraire des descripteurs plus universels. À l’inverse, les performances de DeepS-
leepNet et IITNet restent comparables à celles obtenues sur SS1 en Table 7.5. Pour
elles, l’apprentissage préalable sur SS3 a visiblement eu le même impact qu’une ini-
tialisation aléatoire des poids. Notons que l’écart entre ces deux approches et les
nôtres est plus large qu’en Table 7.5. Malgré cela, il y a toujours un léger recouvre-
ment entre les différents « intervalles de confiance » définis par les écarts-type.

Transfert direct

Comme dit ci-avant, un modèle d’annotation automatique du sommeil par PSG
entraîné sur une base risque de sous-performer sur une autre base de données.
Néanmoins, si un modèle était capable de conserver un haut degré de performance
inter-bases, il serait d’autant plus utile en milieu clinique, au vu des difficultés pra-
tiques associées au réapprentissage (annotation d’une nouvelle base, formation re-
quise pour superviser l’apprentissage, ressources de calcul. . .). Pour simuler ce trans-
fert direct, nous testons les jeux de poids obtenus pour chaque bloc de validation de
SS3 au travers des 53 enregistrements de SS1. Les résultats par modèle sont visibles
en Table 7.7.

L’avantage de cette approche est la réduction en variabilité de nos ensembles de
test. Ici, la totalité de SS1 devrait avoir un degré de variabilité plus faible qu’une
paire d’enregistrements de SS3, résultant théoriquement en une baisse de l’écart-
type. Ces le cas pour nos approches, avec les écarts-types de SleepVGG16, SPD-
TransNet et SPDTransNet+ inférieurs à ceux obtenus pour SS3 et SS1 en Table 7.5.
Cela nous permet donc d’être plus confiants dans notre comparaison des différentes
approches. De nos trois approches, SPDTransNet+ surclasse SPDTransNet, qui sur-
classe SleepVGG16. Au vu des faibles écarts-type, nous sommes confiants que ces
différences sont significatives, particulièrement entre SPDTransNet+ et SleepVGG16.
Cette observation corrobore notre hypothèse précédente concernant SPDTransNet+ :
un entraînement sur une base de données plus hétérogène semble fortement influen-
cer sa capacité de généralisation.
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Le résultat le plus frappant, cependant, est la réduction dramatique des perfor-
mances des deux modèles mono-signal. Comparé à leurs performances sur SS1 en
Table 7.5, DeepSleepNet et IITNet perdent plus de 15+ points en MF1. Nous pou-
vons également remarquer que leurs écarts-types sont relativement élevés, indica-
tifs d’une instabilité inter-bloc de validation. Il semblerait donc que les descripteurs
capturés par les approches mono-signal soient peu persistants d’une base à l’autre.

En conclusion

En termes de résilience dans un contexte multi-bases, que ce soit en apprentis-
sage par transfert ou en transfert direct, une analyse multi-signal semble plus per-
formante. Il semblerait qu’une analyse des correspondances entre différents signaux
EEG résulte en des descripteurs plus universels, pouvant être trouvés dans des bases
de données différentes. De plus, pour certaines approches telles que SPDTransNet+,
il semble important que l’entraînement initial soit fait sur une base de données large
et diverse, telle que MASS SS3. À l’inverse, SPDTransNet et SleepVGG16 ont obtenu
des résultats corrects par entraînement classique, au prix d’une sous-performance
en transfert direct.

Notons également que sur MASS SS1 et SS3, les approches SleepVGG16 et SPD-
TransNet performent de manière très similaire, malgré la différence de paradigme
entre leurs modèles respectifs. Ils ne se différencient qu’en transfert direct, SPD-
TransNet ayant une avance de deux points en MF1 sur SleepVGG16. Il semblerait
que dans ce contexte, une combinaison de notre analyse explicite de la connecti-
vité fonctionnelle (contre une analyse implicite par CNN pour SleepVGG16, cf. Sec-
tion 5.2), combinée à notre normalisation riemannienne via le whitening, nous per-
mette de surclasser une approche multi-signaux autrement équivalente.
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Chapitre 8

Conclusion

Dans cette thèse, nous avons pu tirer profit de la littérature concernant les ma-
trices symétriques définies positives (Chapitre 4) pour construire l’approche SPD-
TransNet. Comme vu en Chapitres 6 et 7, cette approche commence par la construc-
tion et l’enrichissement de matrices SDP à partir de segments de signaux. Ce faisant,
nous capturons non seulement l’information utile de chaque signal, mais aussi et
surtout la relation entre ces signaux. Pour analyser ces matrices, nous avons déter-
miné les conditions pour qu’une opération euclidienne sur matrices SDP logarith-
miquement vectorisées corresponde à une opération riemannienne sur la variété des
matrices SDP. De là, nous avons adapté et amélioré une architecture à deux échelles
dérivée des Transformers, permettant l’analyse de séquences d’éléments eux-mêmes
décrits par des séquences de matrices SDP, afin qu’elle préserve la structure rieman-
nienne des données d’entrée et définisse une frontière de décision adaptée à ladite
variété.

Nous avons développé cette approche pour l’annotation manuelle de l’état de
sommeil par polysomnographie. Comme vu en Chapitres 2 et 3, cette annotation est
traditionnellement faite manuellement à partir de règles bien définies, mais son au-
tomatisation s’est révélée laborieuse. Cela est notamment dû au haut degré de varia-
bilité entre enregistrements PSG, mais aussi entre bases de données PSG acquises par
des équipes différentes. S’ajoute à cela une validation des approches automatiques
au travers de mesures de performances globales. Ce dernier point induit usuelle-
ment de faibles performances sur les classes minoritaires. Nous avons adressé ce
problème par une méthodologie favorisant la performance par classe plutôt que la
performance globale. Nous avons également démontré que notre approche par ana-
lyse de la covariance au travers du modèle SPDTransNet surclasse l’État de l’Art en
annotation automatique du sommeil, tout particulièrement dans un contexte multi-
bases de données. Cette robustesse de notre approche en fait un candidat prometteur
pour une utilisation en milieu clinique.

Notons que l’approche SPDTransNet, l’architecture utilisée, ou les différentes
composantes développées pour ce modèle peuvent relativement facilement être
adaptées à d’autres contextes. Par exemple, tandis que SPDTransNet suit une confi-
guration en many-to-one (Sections 3.2.1 et 6.4.2), il peut facilement être adapté en
configuration many-to-many. Dans un contexte ou chaque élément d’entrée est décrit
par peu de matrices SDP, voire une seule matrice, nous pouvons les analyser en
configuration many-to-one ou many-to-many en supprimant l’échelle intra-époque en
Figure 7.6. Notons également que, comme vu en Section 4.3.2, les projections SDP-
à-SDP dans l’État de l’Art se font généralement au travers de couches BiMap [79] en
imposant une contrainte de rang plein pour la matrice de poids W (Équation 4.28).
Dans cette thèse, nous prouvons qu’une telle projection peut être implémentée
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au travers de simples couches fortement connectées (Section 7.2.1), sans imposer
de contrainte aux poids appris. Enfin, pour assurer la préservation structurelle en
sortie des encodeurs de Transformer, nous avons défini SP-MHA, une variante de
l’attention multi-têtes n’appliquant que l’opération de moyenne pondérée à ses
vecteurs d’entrée (Section 7.2.2). Cette composante pourrait vraisemblablement être
appliquée en dehors de l’analyse de matrices SDP. Ainsi, SP-MHA pourrait être
employée pour introduire des mécanismes d’attention dans tout contexte où des
opérations de projection linéaire et/ou de concaténation dénaturerait les données
d’entrée.

Axes de recherche potentiels

Comme dit en Section 7.2.3, le modèle SPDTransNet opère sur la variété rieman-
nienne des matrices SDP tout au long du réseau, et ce jusqu’à la sortie de l’encodeur
Transformer inter-époque (cf. Figure 7.6). Ainsi, les t vecteurs sélectionnés en sortie
de cet encodeur, et tous les vecteurs descripteurs les précédant au travers du réseau,
correspondent à des matrices de covariance obtenues par transformations rieman-
niennes. Par conséquent, il pourrait être intéressant d’analyser les matrices obtenues.
Par exemple, afin d’améliorer nos performances, nous pourrions visualiser les dis-
tances riemanniennes entre les matrices issues d’une même classe, et entre matrices
de différentes classes. Cela nous permettrait d’identifier les frontières de décision
implicitement posées par le modèle. Une analyse des époques de transition, généra-
lement les plus difficiles à classifier, pourrait nous donner des axes d’amélioration
potentiels. Une étude à plus grande échelle (sur d’autres jeux de données) des cal-
culs de matrices moyennes illustrés sur la Figure 6.1 pourrait également permettre
d’approfondir notre compréhension de chacune des phases du sommeil.

Un autre axe de recherche pour mieux comprendre notre réseau concerne l’expli-
cabilité. Comme dit en Sections 3.1.5 et 3.2.3, un défaut des approches profondes est
leur manque d’explicabilité. Cela est particulièrement important dans le domaine
biomédical, où l’incapacité d’établir une chaîne de raisonnement compréhensible
pour expliquer un diagnostic peut significativement heurter la confiance associée à
un modèle d’intelligence artificielle. Néanmoins, de nombreux outils ont été déve-
loppés pour construire de tels raisonnements à partir de réseaux profonds entraînés,
afin de lever la « boîte noire » [193, 21]. Si SPDTransNet devait être utilisé en milieu
clinique, lui appliquer ce type d’analyse deviendrait nécessaire.

Enfin, une conclusion majeure de cette thèse est que l’analyse simultanée de
multiples signaux EEG semble renforcer la résilience des approches profondes ap-
pliquées à l’annotation automatique du sommeil (Section 7.3.2). Notons néanmoins
que les règles de l’AASM [182] préconisent l’acquisition de 6 signaux EEG (dont
trois servant uniquement de réserves), et proposent plusieurs configurations pos-
sibles. Dans cette thèse, nous n’avons testé qu’une seule de ces configurations (Sec-
tion 5.1.1), mais nous ne pouvons pas affirmer qu’elle soit optimale. Si nous visons
une utilisation de notre modèle en milieu clinique, il serait donc judicieux de déter-
miner le jeu d’électrodes le plus pertinent pour notre approche. Cela s’inscrirait dans
la continuité de notre analyse en Section 5.4.3, et nous permettrait de déterminer le
meilleur compromis entre difficulté d’acquisition des signaux EEG et performance
du modèle.
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Annexe A

Opérations supplémentaires

A.1 Exponentielle et logarithme matriciels

Soit la matrice Y ∈ Rn×n. Son exponentielle matricielle est :

expIn
(Y) =

+∞

∑
k=0

Yk

k!
; (A.1)

De là, le logarithme matriciel est défini ainsi :

Y = expIn
(X) =⇒ X = logIn

(Y). (A.2)

Le logarithme matriciel n’est généralement pas unique, et n’est pas défini pour toute
matrice de Rn×n.

A.2 Puissance entière d’une matrice diagonalisable

Soit X une matrice diagonalisable, et P · D · P−1 sa diagonalisation.
Posons X0 = In. Par récurrence, on obtient, pour tout k de N∗ :

Xk = P · Dk · P−1. (A.3)

Notons di,j et dk
i,j les éléments de D et Dk, respectivement. Comme D est diagonale,

dk
i,j = (di,j)

k.
Cette définition s’applique notamment à tous les éléments de Sym(n) et SDP(n).

A.3 Racine carrée d’une matrice SDP

Pour tout X de SDP(n), l’unique matrice vérifiant l’équation X1/2 · X1/2 = X est :

X1/2 = expIn

 
logIn

(X)

2

!
. (A.4)

Pour la preuve de l’unicité, voir [129].
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A.4 Norme de Frobenius sur matrices symétriques

Considérons le produit scalaire standard de Rn×m :

⟨A, B⟩ = Tr(AT · B) ; (A.5)

avec Tr(X) la trace de la matrice carrée X (voir Annexe A.5 ci-après).
Soit ∥ · ∥F la norme associée, telle que :

∥A∥2
F = ⟨A, A⟩ = Tr(AT · A). (A.6)

Cette norme possède également la propriété suivante :

∥A∥2
F =

min(n,m)−1

∑
i=0

σ2
i (A) ; (A.7)

avec σ2
i (A) la i-ème valeur singulière de A.

Appliquée à Sym(n), cela donne :

⟨A, B⟩ = Tr(A · B) ; (A.8)

∥A∥2
F =

n−1

∑
i=0

λ2
i (A) ; (A.9)

avec λi(A) la i-ème valeur propre de A.

A.5 Trace d’une matrice carrée

Soit X ∈ Rn×n, et λi(X) sa i-ème valeur propre. La trace Tr(X) correspond à la
somme des valeurs diagonales de la matrice carrée X.

De manière équivalente :

Tr(X) =
n−1

∑
i=0

λi(X). (A.10)
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Annexe B

Démonstrations supplémentaires

B.1 Propriété 6.3.1

Soient X ∈ SDP(n) et A ∈ Rn×k. Posons également x ∈ Rn+k, x1 ∈ Rn et x2 ∈ Rk

tels que :
xT = (xT

1 , xT
2 ) ;

avec (·, ·) représentant une concaténation dans le cadre de cette preuve.
Soit X′ = augα(X, A) ∈ Rm×m (Équation 6.2), avec m = n + k. Comme A et quel-

conque, sans perte de généralité, nous pouvons poser α = 1 1.
Enfin, comme vu en Définition 4.1.2,

X′ ∈ SDP(m) ⇔ ∀x ̸= 0m, xT · X′ · x > 0.

D’où :

xT · X′ · x = (xT
1 , xT

2 ) ·

 X + A · AT A

AT Ik

 ·
�

x1
x2

�

= (xT
1 · X + xT

1 · A · AT + xT
2 · AT, xT

1 · A + xT
2 · Ik) ·

�
x1
x2

�
= xT

1 · X · x1 + xT
1 · A · AT · x1 + xT

2 · AT · x1 + xT
1 · A · x2 + xT

2 · Ik · x2

= xT
1 · X · x1 + (xT

1 · A) · (xT
1 · A)T + (xT

1 · A) · x2 + xT
2 · (xT

1 · A)T + xT
2 · x2.

Ainsi :
xT · X′ · x = xT

1 · X · x1 + (xT
1 · A + xT

2 ) · (xT
1 · A + xT

2 )T

avec xT
1 · A et xT

2 des vecteurs ligne de longueur k.
Notons que :
— Dans tous les cas, (xT

1 · A + xT
2 ) · (xT

1 · A + xT
2 )T ≥ 0 ;

— Si x1 ̸= 0n, xT
1 ·X · x1 > 0 par définition ;

— Si x1 = 0n mais x2 ̸= 0k, (xT
1 · A + xT

2 ) · (xT
1 · A + xT

2 )T = xT
2 · x2 > 0.

Ainsi, quelles que soient les valeurs de x1 et x2, et donc de x ∈ Rm, on obtient :

xT · X′ · x = 0 ⇔ x = 0m.

1. Si α ̸= 0, nous pouvons remplacer A avec A′ = 1
α · A. Si α = 0, nous pouvons la remplacer par

0n×k.
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Ainsi, X′ = aug1(X, A) est SDP. Plus généralement, toute opération d’augmentation,
telle que définie en Propriété 6.3.1, résulte en une matrice SDP.

B.2 Champs réceptifs du sous-modèle en Figure 7.3

Comme dit en Section 7.1.2, pour chaque signal et chaque canal de l’époque d’en-
trée, le sous-modèle d’augmentation apprise renvoie N vecteurs de R128. La valeur
de N dépend de la taille de l’époque d’entrée, et donc de la fréquence d’échantillo-
nage fe de l’enregistrement utilisé. Ces N vecteurs sont ensuite temporellement sub-
divisés en 30 groupes, et chaque groupe est réduit à un vecteur de Rk par une couche
FC.

Chaque vecteur descripteur de Rk se doit de décrire une zone du signal conte-
nant le segment de une seconde utilisé pour construire la matrice de covariance cor-
respondante. En d’autres termes, pour chaque signal et canal d’une époque d’entrée,
le champ réceptif du i-ème vecteur descripteur doit contenir le i-ème segment de une
seconde. Nous pouvons déterminer ce champ réceptif expérimentalement, en rem-
plaçant les couches convolutives dans le sous-modèle d’augmentation apprise par
des couches de type max pooling [190]. En donnant en entrée la séquence d’entiers
commençant à 0 avec un pas de 1, chacun des N vecteurs de R128 nous donnera l’in-
dice maximal de son champ réceptif. De même, la séquence commençant à 0 avec
un pas de -1 nous donnera l’indice minimal.

Pour les bases MASS SS1 et SS3, fe = 256 Hz [125]. Cela résulte en N = 120 vec-
teurs de R128 en sortie du sous-modèle, subdivisés en groupes de 4 vecteurs. Les
512 descripteurs de chaque groupe sont enfin linéairement condensés en un vec-
teur de Rk. Comme nous pouvons le voir en Table B.1, chaque vecteur descripteur
contient bien le segment de une seconde correspondant. Les vecteurs d’indices 2
à 27 comprennent également 2,79 secondes de contexte, à savoir les 1,52 secondes
précédentes et 1,27 secondes suivantes.

TABLE B.1 – Champs réceptifs des 30 vecteurs d’augmentation pour
un signal et canal donnés, avec fe = 256 Hz.

# vecteur Borne inf. Borne sup. Début (sec.) Durée (sec.)
0 0 581 0 2,27
1 0 837 0 3,27
2 123 1093 0,48 3,79
3 379 1349 1,48 3,79
4 635 1605 2,48 3,79

. . . . . . . . . . . . . . .
25 6011 6981 23,48 3,79
26 6267 7237 24,48 3,79
27 6523 7493 25,48 3,79
28 6779 7679 26,48 3,52
29 7035 7679 27,48 2,52

Pour la base Dreem DOD-H, fe = 250 Hz [67]. Cela résulte en N = 118 vecteurs
de R128 en sortie du sous-modèle. Nous isolons les 6 premiers vecteurs pour former
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deux groupes de 3, avec les 112 vecteurs suivants subdivisés en 28 groupes de 4 vec-
teurs, comme pour MASS. Ces 28 groupes de 512 descripteurs sont ensuite conden-
sés via couche FC à la même taille que les deux premiers groupes, et les 30 groupes
de 384 descripteurs obtenus sont enfin condensés en vecteurs de Rk. Comme nous
pouvons le voir en Table B.2, chaque vecteur descripteur contient toujours le seg-
ment de une seconde correspondant. Hors effets de bord, chaque vecteur comprend
2,88 secondes de contexte.

TABLE B.2 – Champs réceptifs des 30 vecteurs d’augmentation pour
un signal et canal donnés, avec fe = 250 Hz.

# vecteur Borne inf. Borne sup. Début (sec.) Durée (sec.)
0 0 517 0 2,07
1 0 709 0 2,84
2 0 965 0 3,86
3 251 1221 1,00 3,88
4 507 1477 2,03 3,88

. . . . . . . . . . . . . . .
25 5883 6853 23,53 3,88
26 6139 7109 24,57 3,88
27 6395 7365 25,58 3,88
28 6651 7499 26,60 3,39
29 6907 7499 27,63 2,37
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Index

Apprentissage classique, 15, 19, 36
Minimum Distance to Mean

MDM riemanniens, 55, 65
Support Vector Machine, 19

SVM riemanniens, 55, 63
Analyse discriminante linéaire ou

quadratique, 20
Apprentissage de distance

Distance riemannienne, 57
Apprentissage ensembliste, 21
Arbre de décision, 20
K-moyennes, 16, 21
K-plus-proches-voisins, 20
Modèle bayésien naïf, 20
Modèles riemanniens, 55
Régression logistique, 19

Apprentissage profond, 26
Couches riemanniennes, 59

Statistical Recurrent Unit, 61
Auto-attention SDP, 67
BiMap, 59, 63, 101
Classification, 62
Fonctions d’activation, 60, 63
ManifoldConv, 60, 63

Mécanismes d’auto-attention et
Transformers, 29, 30, 65, 79, 85

Réseaux convolutifs, 29, 59, 63, 69, 72
Réseaux de neurones sur graphes,

30, 65
Réseaux récurrents, 29, 30

Bases de données EEG, 36, 38, 40, 73
Dreem DOD-H, 38, 73
Dreem DOD-H, 38
MASS SS1, 38, 73
MASS SS3, 36, 38, 73, 86

Classification par séquence, 17, 27, 28, 40,
76, 84

Classification many-to-many, 27, 77
Avec recouvrement, 28
Sans recouvrement, 28, 86

Classification many-to-one, 27, 72, 75,
85, 86

Classification one-to-one, 75
Modèles à deux échelles, 30, 76

Séquences inter-époques unique-
ment, 29

Séquences intra- et inter-époques,
29, 85

Modèles à une échelle, 28
Analyse par segmentation, 28

Classification par époque, 27, 40
Classification one-to-many, 27
Classification one-to-one, 26, 27

Combinaison des modalités PSG, 32
Avec discrimination, 33
Sans discrimination, 32
Signal EEG-EOG, 32

Connectivité fonctionnelle, 13, 55, 79
Par EEG, 13, 16, 30
Par IRMf, 13

Contexte multi-base, 38
Apprentissage auto-supervisé, 39
Apprentissage par transfert, 39, 109,

111
Adaptation de domaine, 39

Fusion de bases de données, 58
Transfert direct, 38, 109, 111

Correction d’erreurs, 21

Distances riemanniennes, 52
Affine-invariante, 48, 49, 52
LogEuclidienne, 50–52

Déséquilibre des classes, 40, 73, 77, 86

Effet de gonflement, 48, 50, 82
Exclusion des époques de bord, 86
Explicabilité, 25

Modèles classiques, 19
Extraction de descripteurs, 10

Réseaux profonds, 32, 36
Réseaux convolutifs multi-

branches, 32
Statistiques manuellement définies,

16, 25, 31

Fonction de coût, 72, 86
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Imagerie médicale, 1, 63
Électroencéphalographie, 1, 8, 92

Dérivations, 8, 32, 92
Information contextuelle, 10, 17, 22, 26–

28, 72, 75, 85
Interfaces cerveau-machine, 2, 10, 39, 55,

56, 58, 64, 65, 67
Invariance matricielle

Invariance affine, 48, 49
Invariance orthogonale, 54

Matrices, 43
De corrélation, 52
De covariance, 2, 43, 44, 71, 79, 81, 92

Estimation naïve, 45, 81, 92, 104
Estimations avancées, 46, 93, 104

Orthogonales, 43
Symétriques, 43, 84
Symétriques définies positives

(SDP), 3, 43, 44
Symétriques semi-définies positives

(SSDP), 44
Mesures de performance, 73, 75, 77, 86

Normalisation, 30, 61
Corrélation, 52
Par whitening, 55, 62, 82, 96
Riemannienne par batch, 62, 64
Z-score, 31, 81

Nos approches
Premier Transformer, 29, 79, 84, 85, 87,

88, 103
SleepVGG16, 69, 72, 76, 89, 109
SPDTransNet, 91, 99, 103, 109
SPDTransNet+, 105, 109

Opérations matricielles
Shrinkage, 46, 65
Augmentation, 58, 82, 87, 93, 104
Combinaison linéaire / moyenne

pondérée, 48, 50
Enrichissement, 83, 94, 105

Inverse, 96, 105
Mixte, 96, 105
Naïf, 95, 105

Exponentielle, 47, 100, 115
Logarithme, 47, 64, 84, 96, 100, 115
Moyenne affine-invariante pondé-

rée, 50, 79
Moyenne de Fréchet pondérée, 50

Moyenne LogEuclidienne pondérée,
50, 51, 83, 102

Norme de Frobenius, 116
Projection linéaire triangulaire, 99
Puissance entière, 115
Racine carrée, 115
Seuillage des valeurs propres, 96
Transport riemannien et whitening,

51, 62, 83, 87, 94, 104, 105
Vectorisation logarithmique, 84, 98,

100

Paradigme LogEuclidien, 55, 56, 84

Quantification du sommeil, 6
Actimétrie, 6
Polysomnographie, 1, 7, 9, 15
Électronique grand public, 7

Recherche d’hyperparamètres, 74, 77, 86,
87

Réduction de dimensionnalité
Sélection de descripteurs, 17, 25

Avec apprentissage, 18
Sans apprentissage, 18

Transformation de descripteurs, 20,
56

Rétropropagation, 72, 86, 94
Descente de gradient, 72, 86

Séquence d’époques
Définition, 27

Traitement fréquentiel du signal
Décomposition en ondelettes, 16
Filtrage passe-bande, 16, 31, 71, 79,

81
Spectres temps-fréquence, 16, 31, 69,

70, 75
Transformée en cosinus discrète, 32

Validation croisée, 74, 75, 77, 86, 93, 109
Variété, 47

Espace tangent, 47
Projection, 49, 62, 83

Variété riemannienne, 47
Métrique, 47

États de sommeil, 5, 9, 73
Sommeil lent léger

N1/NREM1, 5, 40
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N2/NREM2, 5
Sommeil lent profond (N3/NREM3),

6
Sommeil paradoxal (REM), 6
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Annotation automatique du sommeil par classifieurs définis sur la
variété des matrices SDP

Mathieu SERAPHIM

Résumé

L’annotation de l’état de sommeil d’un sujet à partir de signaux électroencéphalographiques
(EEG) est un processus coûteux. Par conséquent, de nombreuses approches d’automatisation
ont été proposées, notamment en apprentissage profond. Néanmoins, celles-ci n’ont pas encore
atteint un niveau de performance suffisant pour voir une utilisation clinique, notamment au
vu des différences entre enregistrements EEG, et des difficultés à classifier des enregistrements
issus d’un environnement différent.

Dans cette thèse, nous nous attaquons à ce problème sous un nouvel angle, en représen-
tant chaque subdivision temporelle (ou « époque ») des signaux EEG par une série de matrices
de covariance. Ces matrices, pourtant utilisées en analyse EEG pour les interfaces cerveau-
machine (ICM), sont absentes en annotation du sommeil. Elles sont généralement symétriques
définies positives (SDP), avec l’ensemble des matrices SDP formant un variété riemannienne
non-euclidienne. De fait, analyser cet ensemble à l’aide d’opérations euclidiennes introduit des
artefacts de calcul ; d’où la nécessité d’employer des opérations riemanniennes respectant la
courbure de cet espace.

Pour ce faire, nous construisons un modèle profond de type Transformer, modifié pour per-
mettre l’analyse de séquences de matrices SDP tout en respectant la structure de la variété.
Nous démontrons que cette approche est non seulement performante, mais résulte également
en un modèle résilient au changement de base de données.

Mots clés : Annotation du sommeil, Électroencéphalographie, Matrices de covariance, Variété rie-
manienne, Transformers

Abstract

The scoring of a subject’s sleep stages from electroencephalographic (EEG) signals is a costly
process. As such, many approaches to its automation have been proposed, including ones ba-
sed on Deep Learning. However, said approaches have yet to attain a level of performance good
enough for use in clinical settings, in part due to the high variability between EEG recordings,
and the challenges inherent to the classification of signals recorded in different environments.

In this thesis, we tackle this issue through a novel angle, by representing each epoch within
our EEG signals as a timeseries of covariance matrices. Said matrices, although a common
tool for EEG analysis in Brain-Computer Interfaces (BCI), are not typically utilized in sleep
stage scoring. Covariance matrices tend to be symmetric positive definite (SPD), with the set of
SPD matrices forming a non-Euclidean Riemannian manifold. As such, a Euclidean analysis of
SPD matrices leads to computational artifacts, hence the need to utilize Riemannian operations
instead, i.e. operations that respect the curvature of the manifold.

To do so, we develop a Transformer-style deep neural network, modified to allow for the
analysis of sequences of SPD matrices while still conforming to the structure of the manifold.
From there, we demonstrate both the high level of performance of this approach, and its resi-
lience to dataset changes.

Keywords : Sleep scoring, Electroencephalography, Covariance matrices, Riemannian manifold,
Transformers
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